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1 Einleitung

In einer zunehmend datengetriebenen Welt stellt der effektive Umgang mit Daten eine zentrale
Herausforderung fur Wissenschaft und Praxis dar (von Enzberg et al., 2024). Im industriellen
Umfeld entstehen im Zuge der Digitalisierung und der damit verbundenen Vernetzung konti-
nuierlich grole Mengen an Daten, deren systematische Nutzung eine wesentliche Vorausset-
zung fur Wertschopfung ist (von Enzberg et al., 2024). Systematisch analysiert, ermoglichen
diese Daten Optimierungen, Mustererkennung und Prognosen (Han et al., 2012). Data-Mining-
Verfahren kdnnen grofen Datenmengen relevante Informationen extrahieren und diese in ent-
scheidungsunterstitzende Systeme integrieren (Han et al., 2012).

Allerdings ist die Qualitat der Ergebnisse unmittelbar abhangig von der Qualitat und Struktur
der verwendeten Daten (Han et al.,, 2012). Gerade im industriellen Kontext sind reale
Datenséatze oft fehlerbehaftet oder unvollstandig (Fleck et al., 2020). Sensoren liefern haufig
fehlerhafte oder gar keine Werte, etwa infolge von Verbindungsproblemen oder
Gerateausfallen, wodurch die Datenqualitat erheblich beeintrachtigt werden kann (Teh et al.,
2020). Dies fuhrt zu fehlenden Werten und Redundanzen, die die Anwendung datenbasierter
Analyseverfahren erheblich erschweren oder verfalschen konnen (Han et al., 2012). Daher ist
eine sorgfaltige Datenvorverarbeitung unerlasslich, um das volle Potenzial datengetriebener
Modelle ausschopfen zu kdnnen (Rahm & Do, 2000).

Vor diesem Hintergrund beschaftigt sich die vorliegende Arbeit mit der Frage, wie Datenvor-
verarbeitung im Hinblick auf fehlende Werte und Datenreduktion so gestaltet werden kann,
dass eine hohe Analysequalitdt in Data-Mining-Verfahren erreicht wird. Eine grundlegende
Herausforderung besteht darin, dass es keine universell besten Verfahren gibt, sondern deren
Effektivitat stark vom jeweiligen Anwendungs- und Datenkontext abhangt (Little & Rubin,
2019). Entsprechend ist es notwendig, verschiedene Verfahren nicht nur theoretisch zu ana-
lysieren, sondern auch in experimentellen Vergleichen auf einem gemeinsamen Datensatz
systematisch gegenuberzustellen (Garcia et al., 2015). Nur so lasst sich nachvollziehen, wie
sich die Verfahren unter gleichen Bedingungen verhalten und welche Ansatze sich tatsachlich
bewahren. Darliber hinaus wird untersucht, welchen Einfluss die Kombination und Reihenfolge
von Datenvorverarbeitungsverfahren (DVV) auf die Analyseergebnisse haben kann.

Fehlende Werte kénnen auf verschiedene Ursachen zurtickgefiihrt werden, etwa auf Mess-
fehler, defekte Sensoren oder fehlerhafte Datenlibertragungen (Teh et al., 2020). Fir ihre Be-
handlung stehen unterschiedliche Verfahren zur Verfligung, deren Wahl die Aussagekraft und
Verzerrungsfreiheit der Analyse maR3geblich beeinflusst (Little & Rubin, 2019). Ungeeignete
Verfahren zur Behandlung fehlender Werte kénnen zu erheblichen systematischen Fehlern
fuhren (Little & Rubin, 2019). Auch die Reduktion hochdimensionaler Daten ist von Bedeutung,
um den Rechenaufwand von Data-Mining-Verfahren zu verringern und ihre Interpretierbarkeit
sowie Generalisierungsfahigkeit zu erhéhen (Li et al., 2017).

Ziel dieser Arbeit ist es, ausgewahlte DVV sowohl zur Behandlung fehlender Werte als auch
zur Datenreduktion experimentell zu vergleichen und deren Leistungsfahigkeit zu bewerten.
Es wird analysiert, welche Verfahren oder Verfahrenskombinationen sich im Data-Mining-Kon-
text als besonders geeignet erweisen und wie sich die Reihenfolge der Verarbeitungsschritte
auf Modellqualitat, Effizienz und Robustheit auswirkt. Die Analyse stitzt sich auf einen realen
industriellen Datensatz, anhand dessen die Verfahren angewendet und die resultierenden Er-
gebnisse systematisch ausgewertet werden. Hierzu wird ein systematischer Experimentier-
plan entwickelt, der die strukturierte Vergleichbarkeit der Verfahren hinsichtlich ihres Einflus-
ses auf die Performance eines nachgelagerten Data-Mining-Verfahrens ermdglicht. Dies um-
fasst die Auswahl geeigneter Evaluationsmetriken zur Bewertung von Data-Mining-Verfahren,
darunter Modellgute, Effizienz in Bezug auf Laufzeit sowie Robustheit gegenuber variierenden
Daten. Zudem wird die Wirkung unterschiedlicher Reihenfolgen und Kombinationen einzelner
Verarbeitungsschritte gezielt untersucht.



Die Struktur der Arbeit orientiert sich an einem schrittweisen Vorgehen von der theoretischen
Fundierung bis zur experimentellen Analyse. Zunachst werden zentrale Begriffe, Konzepte
und Problemstellungen der Datenvorverarbeitung im Kontext von Data Mining erlautert. Neben
einer begrifflichen und systematischen Einordnung werden insbesondere fehlende Werte und
Datenredundanz als zentrale Herausforderungen identifiziert und hinsichtlich ihrer Ursachen,
Auswirkungen und moglicher Behandlungsstrategien eingeordnet.

Darauf aufbauend folgt eine detaillierte Darstellung ausgewahlter Verfahren zur Behandlung
fehlender Werte sowie zur Reduktion von Merkmalen und Instanzen. Die Verfahren werden
beschrieben, ihre praktischen Einsatzmoglichkeiten erldutert sowie jeweilige Starken und
Schwachen aufgezeigt. Der anschlieRende methodische Teil umfasst die Entwicklung eines
Experimentierplans, die Auswahl relevanter Evaluationsmetriken und die Definition der
experimentellen Rahmenbedingungen.

Auf dieser Grundlage erfolgt im empirischen Teil die Umsetzung des Experimentierplans
anhand eines realen Datensatzes aus dem industriellen Umfeld, wobei ausgewahilte DVV
einzeln und in Kombination bei varierender Reihenfolge in reproduzierbaren Analysepipelines
implementiert werden. Die resultierenden Experimente werden systematisch ausgewertet,
wobei sowohl die Modellgite als auch Effizienz und Robustheit betrachtet werden.
AbschlieRend werden die Ergebnisse zusammengeflhrt, kritisch diskutiert und im Hinblick auf
ihre praktische Relevanz sowie mogliche weiterfUhrende Forschungsmdglichkeiten
eingeordnet.



2 Grundlagen der Datenvorverarbeitung im Data Mining

Eine hochwertige Datenbasis ist eine zentrale Voraussetzung fiir die erfolgreiche Anwendung
datenbasierter Analyseverfahren (Han et al., 2012). In der Literatur wird der Datenvorverarbei-
tung dabei eine entscheidende Rolle zugeschrieben, da viele Data-Mining-Verfahren stark von
Qualitat, Vollstandigkeit und Struktur der Eingangsdaten abhéangen (Garcia et al., 2015). Ins-
besondere in industriellen Anwendungen sind Rohdaten haufig durch Fehler, Ausfalle oder
Inkonsistenzen belastet (Teh et al., 2020). Da unzureichend aufbereitete Daten zu irrefiihren-
den Ergebnissen fiihren kdnnen, ist eine systematische Datenaufbereitung erforderlich, um
verlassliche und akkurate Analyseergebnisse zu erhalten (Garcia et al., 2015).

In diesem Kapitel werden grundlegende Konzepte vorgestellt, die den Rahmen fur die Daten-
vorverarbeitung im Data-Mining-Kontext bilden. Dazu gehoéren zentrale Begriffe der Daten-
technik, verschiedene Formen der Datenstrukturierung sowie der Aufbau von Datensatzen und
Datenbanken. Daruber hinaus werden die Grundlagen des Data Mining, typische Verfahren
und wichtige Evaluationsmetriken erlautert, um eine gemeinsame Basis fur die anschlieende
Betrachtung verschiedener Arten von DVV zu schaffen.

21 Grundbegriffe der Datentechnik

Bevor konkrete Verfahren zur Datenvorverarbeitung naher betrachtet werden, miissen grund-
legende, in dieser Arbeit verwendete, Begriffe der Datentechnik geklart werden. Im folgenden
Abschnitt erfolgt die Erlauterung zentrale Begriffe im Kontext von Strukturierung, Speicherung
und Reprasentation von Daten erlautert. Dies schafft eine einheitliche begriffliche Grundlage
und erleichtert den Zugang zu den weiterfihrenden Themen in der Datenvorverarbeitung und
im Data Mining.

Datenbegriff

Zur grundlegenden Einordnung des Datenbegriffs kann auf die Wissenstreppe nach North
(2021) Bezug genommen werden. Der Zusammenhang von Zeichen, Daten, Informationen
und Wissen ist nach North (2021) in Abbildung 2.1 dargestellt. Sie zeigt eine stufenartige An-
ordnung, die den Weg von einfachen Zeichen zu komplexeren Wissensstrukturen abbildet.

Wissen
Informationen + Vernetzung (Kontext,
Erfahrungen,
Erwartungen)
Daten + Bedeutung
Zeichen + Syntax

Abbildung 2.1: Teil der Wissenstreppe nach North (2021, S.37)

Abbildung 2.1 zeigt die Wissenstreppe nach North (2021), eine hierarchische Struktur, die von
Zeichen Uber Daten und Informationen bis hin zu Wissen flhrt. Zeichen stellen demnach die
unterste Ebene dar und umfassen einzelne Buchstaben, Ziffern oder Sonderzeichen. Erst
durch syntaktische Strukturierung entstehen laut North (2021) daraus Daten. Werden Daten
durch Kontext und Bedeutung angereichert, resultieren daraus Informationen (North, 2021).
Wissen entsteht schlieflich durch die zweckgerichtete Verknlpfung von Informationen, unter
Einbeziehung von Erfahrung und Kontext (North, 2021). Aufbauend auf dieser begrifflichen
Einordnung wird im Folgenden die mégliche Strukturierung von Daten betrachtet.



Datenstruktur

Im Anschluss an die Definition des Datenbegriffs wird deren mégliche Strukturierung themati-
siert. Die Struktur von Daten bestimmt mafigeblich, wie diese gespeichert, verarbeitet und
analysiert werden kénnen (Krcmar, 2015). Daten kénnen hinsichtlich ihres Strukturierungsgra-
des in strukturierte, semi-strukturierte und unstrukturierte Formen eingeteilt werden (Elmasri &
Navathe, 2016). Strukturierte Daten folgen einem festen Schema und liegen meist in tabella-
rischer Form vor, wodurch sie systematisch gespeichert und effizient verarbeitet werden kon-
nen (Elmasri & Navathe, 2016). Semi-strukturierte Daten, wie bspw. das auf Tags basierende
Austauschformat Extensible Markup Language (XML), enthalten strukturierende Elemente,
bendtigen jedoch kein einheitliches Schema, da Strukturinformationen direkt mit den Daten
verknlpft sind (Elmasri & Navathe, 2016). Unstrukturierte Daten hingegen, etwa in Form von
FlieRtexten oder Dokumenten im Hypertext Markup Language Format (HTML), enthalten kaum
maschinenlesbare Strukturelemente und folgen keiner festen Organisation (Elmasri &
Navathe, 2016). Die Einordnung verdeutlicht die Relevanz der Datenstruktur fir die Auswahl
geeigneter Analyse- und Verarbeitungsverfahren. Aufbauend auf den beschriebenen Struktu-
rierungsformen wird im Folgenden betrachtet, wie Daten praktisch in Datensatzen organisiert
und durch Datenobjekte reprasentiert werden.

Datensétze und Datenobjekte

In datenanalytischen Anwendungen werden Informationen meist in Form strukturierter
Datensatze organisiert (Han et al., 2012). Jeder Datensatz besteht aus einer Menge von
Datenobjekten (Instanzen), die spezifische Entitaten innerhalb eines Kontextes reprasentieren
(Han et al., 2012). Objekte werden durch Attribute beschrieben, die auch als Merkmale oder
Variablen bezeichnet werden (Han et al., 2012). In strukturierten Datensatzen entspricht jedes
dieser Objekte einer Zeile, wahrend die Attribute den Spalten zugeordnet sind (Han et al.,
2012).

Wie bereits erwahnt, werden strukturierte Datensatze typischerweise in Tabellenform darge-
stellt. Liegen ausschlief3lich numerische Attribute vor, kdnnen sie als sogenannte Datenmatrix
interpretiert werden (Tan et al., 2019). Eine Datenmatrix ist eine mathematische Struktur, in
der Zeilen einzelnen Datenobjekten und Spalten den jeweiligen Attributen entsprechen (Han
et al., 2012). In dieser Form lassen sich mathematische Operationen anwenden, was eine
Voraussetzung fir viele statistische Auswertungen und Verfahren des maschinellen Lernens
darstellt (Tan et al., 2019). Sind in Datensatzen ebenfalls nichtnumerische Attribute enthalten,
sind diese zunachst durch geeignete Transformation in numerische Form zu Uberfihren (Tan
et al., 2019).

Die Kenntnis der Attributstypen ist dabei von besonderer Bedeutung, da sie bestimmt, welche
mathematischen und statistischen Operationen zulassig und sinnvoll sind (Tan et al., 2019).
Attribute kdnnen nach ihrem Skalenniveau klassifiziert werden: nominal, ordinal oder nume-
risch (Han et al., 2012). Nominale Attribute kennzeichnen Kategorien ohne Rangordnung,
wahrend ordinale Attribute eine Reihenfolge besitzen (Han et al., 2012). Numerische Attribute
hingegen erlauben die Messung und Berechnung von Differenzen (Han et al., 2012). Innerhalb
der numerischen Attribute wird zusatzlich zwischen diskret und kontinuierlich unterschieden,
abhangig davon, ob sie abzahlbare (diskrete) oder stetige (kontinuierliche) Werte annehmen
(Han et al., 2012). An die Darstellung von Datensatzen und Objekten schlief3t sich die Betrach-
tung von Datenbanken an.

Datenbanken

AbschlieRend ist zu klaren, wie strukturierte Daten verwaltet und zuganglich gemacht werden
kénnen. Diese Aufgabe Ubernehmen Datenbanksysteme, also spezialisierte Softwaresys-
teme, die auf die strukturierte Speicherung, Verwaltung und den Zugriff auf groRe Datenmen-
gen ausgelegt sind (Schicker, 2017). Schicker (2017) definiert eine Datenbank als ,eine
Sammlung von Daten, die untereinander in einer logischen Beziehung stehen und von einem
eigenen Datenbankverwaltungssystem (Database Management System, DBMS) verwaltet
werden“ (Schicker, 2017, S.3). Das DBMS stellt dabei eine Schnittstelle dar, tber die Nutzer



auf die Daten zugreifen und diese bearbeiten kdnnen, ohne sich mit der physischer Speiche-
rung auseinandersetzen mussen (Schicker, 2017).

Das bekannteste Modell ist die relationale Datenbank, welche Daten nach Schicker (2017) in
Tabellen, sogenannten Relationen organisiert. Diese Tabellen lassen sich Uber Schlisselatt-
ribute logisch miteinander verknipfen (Schicker, 2017). Ein wesentliches Merkmal relationaler
Datenbanksysteme ist die Verwendung von Structured Query Language (SQL), einer deklara-
tiven Sprache zur Abfrage und Manipulation von Daten (Schicker, 2017). SQL ermdglicht ne-
ben der Strukturierung von Daten auch deren gezielte Abfrage, Veranderung und Verwaltung
(Schicker, 2017). Dabei ist sie unabhangig von der physischen Speicherstruktur und erleichtert
auf diese Weise den Zugriff auf komplexe Datenbestande (Schicker, 2017). Weiterhin charak-
terisieren sich relationale Datenbanksysteme Uber ihre Fahigkeit, auch bei parallelen Zugriffen
und Stoérungen konsistente Datenzustande zu gewahrleisten (Schicker, 2017). Dies wird durch
die sogenannten ACID-Eigenschaften sichergestellt, die garantieren, dass Transaktionen ent-
weder vollstandig oder gar nicht ausgefuhrt werden (Atomarity), Daten stets in einem gultigen
Zustand bleiben (Consistency), sich parallele Transaktionen nicht gegenseitig beeinflussen
(Isolation) und einmal bestatigte Anderungen dauerhaft gespeichert werden (Durability)
(Schicker, 2017).

Neben relationalen Systemen gewinnen sogenannte NoSQL-Datenbanken zunehmend an Be-
deutung, da sie eine flexiblere Speicherung semi-strukturierter und unstrukturierter Daten er-
moglichen und insbesondere durch schemalose oder dokumentenbasierte Ansatze dynamisch
erweiterbare Datenmodelle unterstitzen (Cattell, 2010). Nachdem zentrale Konzepte und
Begrifflichkeiten zur Strukturierung, Speicherung und Reprasentation von Daten dargestellt
wurden, richtet sich der Fokus nun auf die Datenvorverarbeitung, die nach Han et al. (2012)
im Rahmen des Data Mining eine entscheidende Rolle einnimmt.

2.2 Grundlagen des Data Mining

Data Mining beschreibt nach Han et al. (2012) den Prozess, durch den aus gro3en Datenmen-
gen verborgenes und bislang unbekanntes, potenziell nitzliches Wissen extrahiert wird. Wei-
terhin beschreiben die Autoren die zentrale Zielsetzung des Data Mining als die Ableitung von
verwertbaren Informationen und Wissen aus vorhandenen Rohdaten, um Entscheidungspro-
zesse gezielt zu unterstitzen. Dabei umfasse der Begriff Data Mining nach gangiger Auffas-
sung insbesondere jene Phase innerhalb des Prozesses Knowledge Discovery in Databases
(KDD), welche sich explizit mit der automatisierten Analyse und Mustererkennung beschéftigt.
Han et al. (2012) beschreiben den KDD-Prozess als eine iterative Abfolge der folgenden
Schritte:

Data Cleaning: Bereinigung von Rauschen und inkonsistenten Daten

Data Integration Zusammenfihren mehrerer Datenquellen

Data Selection: Auswahl relevanter Daten fir die Analyse

Data Transformation: Umwandlung der Daten in fir das Mining geeignete Formate
Data Mining: Anwendung intelligenter Verfahren zur Extraktion von Mustern
Pattern Evaluation: Bewertung gefundener Muster mittels Interessantheitskriterien
Knowledge Presentation: Prasentation des gewonnenen Wissens

Nookwbhd=

Diese Schritte verdeutlichen, dass Data Mining nicht isoliert betrachtet werden kann, sondern
Teil eines umfassenden Prozesses der Wissensentdeckung ist. Der beschriebene Prozess zur
Wissensentdeckung (KDD-Prozess) ist in der folgenden Abbildung 2.2 dargestellt.

Abbildung 2.2 bildet den KDD-Prozess in seinen zentralen Phasen ab. Ausgangspunkt bilden
die in Datenbanken vorliegenden Rohdaten, die zunachst bereinigt werden (Han et al., 2012).
Im nachsten Schritt erfolgt die Auswahl und Transformation der relevanten Daten, sodass
diese in einer geeigneten Form fur die anschlieBende Analyse vorliegen (Han et al., 2012).
Darauf aufbauend folgt der eigentliche Data-Mining-Schritt, in dem mit spezifischen Verfahren
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Abbildung 2.2: KDD-Prozess nach Han et al. (2012, S.7)

Muster und Strukturen in den Daten identifiziert werden (Han et al., 2012). Diese Muster wer-
den in der nachgelagerten Phase der Auswertung und Darstellung interpretiert und in den je-
weiligen Anwendungskontext eingeordnet (Han et al., 2012). Der Prozess mundet schlie3lich
in der Generierung von Wissen (Han et al., 2012), welches die Entscheidungsgrundlage fir
weitere Schritte bildet. Die Ruckkopplungen zwischen den einzelnen Phasen verdeutlichen,
dass es sich um einen iterativen Prozess handelt, bei dem Zwischenergebnisse zu einer er-
neuten Anpassung friherer Schritte fihren kdnnen (Han et al., 2012). Die Figur des Miners
symbolisiert den Benutzer, der in jeder Phase des Prozesses eingebunden ist und durch In-
teraktion sowie Bewertung mafigeblich zur Generierung von Wissen beitragt (Han et al., 2012).

Grundlegende Ziele des Data Mining sind die Klassifikation, bei der Datenobjekte vordefinier-
ten Kategorien zugeordnet werden, die Clusteranalyse zur Gruppierung ahnlicher Objekte
ohne vorgegebene Klassifizierung sowie Prognoseverfahren, die auf Basis historischer Daten
zukunftige Ereignisse oder Entwicklungen vorhersagen (Garcia et al., 2015). Die Anwen-
dungsmaoglichkeiten von Data Mining sind vielfaltig und zeigen sich insbesondere im industri-
ellen Umfeld, wo Datenanalysen zur Optimierung von Prozessen und Systemen beitragen
(Fleck et al., 2020). Insgesamt zeigt sich, dass Data Mining ohne eine fundierte Datenvorver-
arbeitung weder effiziente noch valide Ergebnisse liefern kann (Han et al., 2012). Vor diesem
Hintergrund stellt sich die Frage, mit welchen konkreten Verfahren die beschriebenen Ziele in
der Praxis umgesetzt werden kénnen. Um die Vielfalt der Ansatze einzuordnen, wird im Fol-
genden ein Uberblick Uber typische Arten von Data-Mining-Verfahren gegeben.



2.21 Arten von Data-Mining-Verfahren

Nachdem im vorangegangenen Abschnitt die Grundlagen des Data Mining erlautert wurden,
folgt nun ein Uberblick tiber typische Verfahren, die in diesem Kontext zur Anwendung kom-
men. Ein zentraler Bestandteil vieler Data-Mining-Verfahren ist das maschinelle Lernen, des-
sen Verfahren sich in GUberwachte und uniberwachte Verfahren einteilen lassen (Caparros,
2025). Beim Uberwachten Lernen liegt nach Caparrés (2025) eine Zielvariable vor, die anhand
von Eingabedaten vorhergesagt werden soll. Das Modell lernt demnach aus vorhandenen Bei-
spielen einen Zusammenhang zwischen Merkmalen und Zielwerten. Unuberwachtes Lernen
hingegen arbeitet mit unbeschrifteten Daten und dient der Erkennung von Mustern, Strukturen
oder Gruppen innerhalb der Daten (Caparros, 2025).

Eine der verbreitetsten Anwendungsformen des maschinellen Lernens ist nach Lanquillon
(2019) die Klassifikation. Klassifikation bezeichnet demnach die Zuordnung von Objekten zu
einer oder mehreren vordefinierten Klassen anhand ihrer Merkmale und ist dem Uberwachten
Lernen zugeordnet, da das Modell anhand von Beispielen mit bekannten Klassenzugehorig-
keiten trainiert wird. Der Autor unterscheidet zudem zwischen binaren und mehrklassigen
Klassifikationsproblemen. Bei binaren Klassifikationen stehen zwei Klassen zur Auswahl, etwa
Spam und Nicht-Spam bei E-Mails (Lanquillon, 2019). Mehrklassenprobleme hingegen um-
fassen nach Lanquillon (2019) mehrere mdgliche Ausgange. Die Leistungsfahigkeit eines
Klassifikators wird anhand von Gutemalfien wie Genauigkeit, Recall oder Precision bewertet,
wobei die Wahl des geeigneten MalRes vom jeweiligen Anwendungsfall abhangt (Lanquillon,
2019). Um die Vorhersagequalitat realistisch beurteilen zu kénnen, erfolgt die Evaluation in
der Regel auf zuvor getrennten Testdaten (Lanquillon, 2019). In der Praxis werden fir die
Klassifikation verschiedene Modelltypen eingesetzt. So strukturieren Entscheidungsbaume
Daten durch wiederholte Aufteilung und ermdéglichen verstéandliche Modelle fur Klassifikation
und Regression (Lanquillon, 2019), wahrend k-Nearest-Neighbors (kNN) die Klassenzugeho-
rigkeit bestimmen, indem sie eine Beobachtung der Klasse der ahnlichsten, bereits klassifi-
zZierten Beispiele zuordnen (Zhang, 2016). Support Vector Machines trennen Klassen, indem
sie eine Grenze wahlen, die mdglichst weit von den nachstliegenden Punkten beider Klassen
entfernt ist (Zeigermann & Nguyen, 2024). Der Naive-Bayes-Klassifikator hingegen berechnet
laut Bishop (2006) die Wahrscheinlichkeit einer Klassenzugehdrigkeit basierend auf den beo-
bachteten Merkmalen unter der Annahme, dass diese Merkmale bedingt voneinander unab-
hangig sind. Trotz dieser vereinfachenden Annahme erzielt das Verfahren in vielen prakti-
schen Anwendungen robuste Ergebnisse (Bishop, 2006).

Neben einzelnen Modelltypen kommen auch sogenannte Ensemble-Verfahren zum Einsatz,
welche mehrere Modelle zu einem Gesamtmodell mit verbesserter Vorhersageleistung kom-
binieren (Gomes et al., 2017). Ein haufig genutztes Ensemble-Verfahren ist der Random Fo-
rest nach Breiman (2001). Dabei handelt es sich um ein Ensemble aus vielen Entscheidungs-
baumen, die jeweils mit zufalligen Teilmengen der Trainingsdaten und Merkmale erzeugt wer-
den (Breiman, 2001). Die Vorhersagen der einzelnen Entscheidungsbaume werden demnach
zu einer Gesamtaussage zusammengefasst, wobei in Klassifikationsaufgaben in der Regel
diejenige Klasse gewahlt wird, die von den meisten Baumen vorhergesagt wurde. Random
Forests zeichnen sich durch eine hohe Robustheit gegeniiber Uberanpassung sowie durch
gute Skalierbarkeit aus (Breiman, 2001). Der Autor schreibt ebenfalls tber die Fahigkeit von
Random Forests, die relative Bedeutung einzelner Merkmale im Modell zu bewerten. Das von
Friedman (2001) entwickelte Gradient Boosting wiederum beschreibt ein Verfahren, bei dem
Entscheidungsbdume sequenziell trainiert werden. Jeder neu hinzugefiigte Baum modelliert
dabei die Residuen, also die Abweichungen zwischen Vorhersagen und tatsachlichen Zielwer-
ten, der vorherigen Badume, sodass die Fehler schrittweise reduziert und die Vorhersagen fort-
laufend verbessert werden (Friedman, 2001). Eine Weiterentwicklung dieses Ansatzes stellt
das Histogramm-basierte Gradient Boosting dar (Ke et al., 2017). Dabei werden die Wertebe-
reiche der Merkmale in Intervalle (Bins) eingeteilt, sodass die Suche nach Trennpunkten nicht
mehr Uber jeden einzelnen Wert erfolgen muss, sondern nur Uber die Grenzen dieser Intervalle
(Ke et al., 2017). Dadurch wird das Training erheblich beschleunigt und kann auch bei sehr
grofRen Datensatzen effizient durchgefihrt werden (Ke et al., 2017).



Undberwachte Lernverfahren kommen zur Anwendung, wenn keine Zielvariable vorliegt
(Caparrods, 2025). Ziel ist es laut Caparrés (2025), innere Strukturen in Daten zu erkennen
oder ahnliche Objekte zu gruppieren. Als Beispiel daflir nennt der Autor die Clusteranalyse,
bei der etwa mithilfe des k-Means-Clustering Datenpunkte auf Grundlage ihrer Merkmalsahn-
lichkeit in Gruppen aufgeteilt werden. Weitere Verfahren, wie die Principal Component Analy-
sis (PCA), dienen der explorativen Analyse grofer Datensatze, indem sie die in vielen korre-
lierten Variablen enthaltene Information auf wenige unkorrelierte Hauptkomponenten verdich-
ten (Saporta & Niang, 2009). Ziel der PCA ist es, durch lineare Kombinationen der urspriingli-
chen Variablen eine moglichst verlustarme und verstandliche Darstellung der Datenstruktur in
einem Raum mit reduzierter Dimension zu erméglichen (Saporta & Niang, 2009).

Verfahren des maschinellen Lernens sind in vielen Data-Mining-Verfahren ein grundlegendes
Werkzeug zur Mustererkennung und Entscheidungsunterstitzung (Witten et al., 2017). Die
Wahl eines geeigneten Verfahrens hangt stets von den Eigenschaften der Daten sowie den
vorhandenen Informationen ab (Witten et al., 2017). Um die Leistungsfahigkeit der eingesetz-
ten Verfahren fundiert bewerten zu kénnen, ist der Einsatz geeigneter Evaluationsmetriken
unerlasslich (Witten et al., 2017). Sie ermdglichen eine objektive Beurteilung der Modellgite
und bilden somit die Grundlage fiir den Vergleich und die Auswahl unterschiedlicher Verfahren
(Witten et al., 2017).

2.2.2 Evaluationsmetriken zur Bewertung von Data-Mining-Verfahren

In der Bewertung von Data-Mining-Verfahren spielen Evaluationsmetriken eine wichtige Rolle,
da sie bestimmen, wie die Qualitat und Nltzlichkeit eines Modells eingeschatzt wird (Witten et
al., 2017). Ohne geeignete Metriken ist es kaum mdglich, fundierte Aussagen Uber die Leis-
tungsfahigkeit etwa eines Klassifikators zu treffen oder zwischen mehreren Modellen zu ent-
scheiden, insbesondere im Hinblick auf deren Generalisierungsfahigkeit auf unbekannte Da-
ten (Witten et al., 2017). Die Wahl der Evaluationsmetriken beeinflusst laut Hossin und Sulai-
man (2015) nicht nur die abschlieRende Beurteilung eines Modells, sondern hat bereits wah-
rend der Modellentwicklung eine grundlegende Funktion. So wirkt sie sich bspw. auf den Ver-
gleich unterschiedlicher Modelle wahrend des Trainings aus und beeinflusst Optimierungspro-
zesse, etwa bei der Anwendung von Heuristiken oder evolutiondren Algorithmen (Hossin &
Sulaiman, 2015). Eine der am haufigsten verwendeten Metriken zur Bewertung der Gite von
Klassifikationsmodellen ist die Accuracy (Hossin & Sulaiman, 2015). Sie misst die Fahigkeit
eines Modells, neue und ungesehene Daten korrekt vorherzusagen (Hossin & Sulaiman,
2015). Berechnet wird die Accuracy als der Anteil korrekt klassifizierter Instanzen an der Ge-
samtzahl der getesteten Instanzen und bietet somit eine einfache und intuitive Mal3zahl zur
Gesamtleitung eines Modells (Hossin & Sulaiman, 2015). Die folgende Formel zeigt die ma-
thematische Berechnung der Accuracy (Hossin & Sulaiman, 2015).

tp+tn
tp+ fp+tn+fn

Accuracy =

Dabei steht #p fir True Positive, i flr True Negative, fp fur False Positive und fi flr False
Negative. Wenn die Klassenverteilung im zu entsprechenden Datensatz ausgewogen ist, kann
Accuracy laut Witten et al. (2017) eine sinnvolle erste Einschatzung der Modellleistung geben.
Allerdings warnen die Autoren gleichzeitig, dass Accuracy bei stark unausgewogenen Klas-
senverhaltnissen irrefiihrend sein kann, da sie in diesem Fall trotz schlechter Modelleistung
hohe Werte liefern kann. So kann ein Modell, welches ausschlief3lich die Mehrheitsklasse vor-
hersagt, zwar eine hohe Accuracy erzielen, ist jedoch praktisch nutzlos, weil es die Minder-
heitsklasse vollstéandig ignoriert (Bekkar et al., 2013). Neben der Accuracy wird haufig auch
die Fehlerrate betrachtet, also der Anteil der falsch klassifizierten Instanzen, der insbesondere
bei sensiblen Anwendungen mit hohen Fehlkosten entscheidungsrelevant sein kann (Hossin
& Sulaiman, 2015). Trotz ihrer Einfachheit eignet sich die Fehlerrate jedoch nur bedingt zur
differenzierten Bewertung, da sie keine Aussage uber die Art der Fehler oder die betroffenen
Klassen trifft (Hossin & Sulaiman, 2015). Andere Metriken zur Bewertung der Gute wie Preci-
sion, Recall und die daraus abgeleitete F-Measure (FM) adressieren die genannten Schwa-
chen der Accuracy, indem sie die Leistungsfahigkeit eines Modells differenzierter untersuchen



(Hossin & Sulaiman, 2015). Precision gibt an, welcher Anteil der als positiv klassifizierten In-
stanzen tatsachlich positiv ist, und bewertet damit die Genauigkeit der positiven Vorhersagen
eines Modells (Hossin & Sulaiman, 2015). Anhand folgender Formel lasst sich die Precision
berechnen (Hossin & Sulaiman, 2015).

tp
tp + fp
Recall hingegen quantifiziert den Anteil der tatsachlich positiven Falle, die vom Modell korrekt
erkannt wurden (Manning et al., 2008). Da die Summe aus # und fi die Menge aller Positiven
abbildet, wird Recall anhand der folgenden Formel berechnet (Manning et al., 2008).

tp
tp+ fn
Die FM kombiniert diese beiden GroRen zu einem harmonischen Mittelwert und wird haufig
verwendet, wenn ein Gleichgewicht zwischen Prazision und Vollstandigkeit gefordert ist

(Hossin & Sulaiman, 2015). Die folgende Formel zeigt die mathematische Berechnung der FM
(Hossin & Sulaiman, 2015).

Precision (p) =

Recall (r) =

2%xpxr
FM = P

p+r

Diese Metriken gelten als aussagekraftigere Alternativen zur Accuracy, insbesondere bei un-
ausgewogenen Klassifikationsproblemen (Hossin & Sulaiman, 2015). Wahrend Accuracy, Pre-
cision, Recall und FM die Modellgute im Hinblick auf einzelne Klassen und Fehlerarten bewer-
ten, zielen andere Metriken darauf ab, die generelle Trennscharfe eines Klassifikators zu be-
werten (Hossin & Sulaiman, 2015). Eine zentrale Metrik dafur ist die Area Under the ROC
Curve (AUC) (Hossin & Sulaiman, 2015). Die AUC basiert auf der Receiver Operating Char-
acteristic (ROC)-Kurve (Hossin & Sulaiman, 2015), welche die True Positive Rate gegen die
False Positive Rate auftragt und damit die Fahigkeit eines Klassifikators visualisiert, korrekte
von falschen positiven Vorhersagen iber unterschiedliche Schwellen hinweg zu unterscheiden
(Fawcett, 2006). Ein Nachteil der AUC besteht in ihrem hohen Rechenaufwand, insbesondere
bei Multiklassenproblemen, wodurch ihre praktische Anwendbarkeit in groRen Losungsrau-
men eingeschrankt sein kann (Hossin & Sulaiman, 2015).

Fir eine bessere Bewertung der Klassifikationsleistung bei unausgeglichenen Datensatzen
empfehlen Hossin und Sulaiman (2015) hybride Evaluationsmetriken. Die Optimized Precision
ist eine erweiterte Bewertungsmetrik, die Precision mit einem Gewichtungsfaktor aus Sensiti-
vitat und Spezifitat kombiniert, um eine ausgewogenere Leistungsbewertung bei unausgegli-
chenen Datenséatzen zu ermdglichen (Ranawana & Palade, 2006). Weiterentwicklungen wie
die Optimized Accuracy with Extended Recall-Precision erweitern diesen Ansatz, indem sie
gewichtete Zusammenhange zwischen Precision und Recall berlicksichtigen, was eine feinere
Bewertung bei komplexen oder widersprichlichen Kilassifikationssituationen ermoglicht
(Hossin & Sulaiman, 2015). Diese Verfahren wurden bislang vorrangig im Kontext binarer
Klassifikation untersucht, ihre Eignung fur Multiklassenszenarien ist jedoch nicht abschlief3end
geklart (Hossin & Sulaiman, 2015).

In der Praxis ist neben Evaluationsmetriken zur Bewertung der Modellgiite insbesondere auch
die Effizienz eines Modells von entscheidender Bedeutung (Schwartz et al., 2020). Sie bezieht
sich im Kontext von Data-Mining-Verfahren sowohl auf die Zeit, die zum Trainieren des Mo-
dells bendtigt wird, als auch auf die Dauer der Vorhersage (Inferenzzeit) bei neuen Daten
(Schwartz et al., 2020). Gerade bei groen Datensatzen oder in Anwendungen mit Echtzeit-
anforderungen kann ein rechenintensives Modell ungeeignet sein, selbst wenn es eine hohe
Vorhersagegenauigkeit bietet. Wie Bishop (2006) und Schwartz et al. (2020) betonen, kénnen
insbesondere komplexe Modelle wie neuronale Netze erheblichen Rechen- bzw. Ressourcen-
aufwand verursachen. Die Effizienz ist daher ein wichtiges Kriterium bei der Modell- und Ver-
fahrensauswahl und sollte im Sinne der Gesamtbewertung stets gemeinsam mit Gutemalien
betrachtet werden (Strubell et al., 2019). In der Praxis lasst sich die Effizienz von Machine-



Learning-Verfahren anhand der Trainingszeit erfassen, die von vielen Programmbibliotheken
wie etwa scikit-learn systematisch vergleichbar gemacht wird (Pedregosa et al., 2011).

Eine weitere wichtige Dimension in der Bewertung von Machine-Learning-Modellen ist die Ro-
bustheit (Braiek & Khomh, 2024). Die Autoren definieren die Robustheit von Machine-Learn-
ing-Modellen auf Basis von Freiesleben und Grote (2023) als ,capacity of a model to sustain
stable predictive in the face of variations and changes in the input® (Braiek & Khomh, 2024,
S. 2). Wahrend ein Modell auf Trainings- und Testdaten eine hohe Genauigkeit erreichen
kann, zeigt sich seine Robustheit demnach erst, wenn es mit Eingaben konfrontiert wird, die
von der Trainingsverteilung abweichen, etwa durch Rauschen, Auslassungen oder gezielte
Manipulationen (Freiesleben & Grote, 2023). Vor allem im sicherheitskritischen oder industri-
ellen Umfeld ist Robustheit essenziell, da hier kleine Fehler grof3e Auswirkungen haben kdén-
nen (Braiek & Khomh, 2024). Bishop (2006) weist darauf hin, dass UbermafRig komplexe Mo-
delle anfalliger fur solche Stérungen sind, da sie nicht nur die Struktur der Daten, sondern auch
das Rauschen lernen. Zur Bewertung der Robustheit werden laut Braiek und Khomh (2024)
Eingabedaten gezielt verandert, um die Sensitivitdt des Modells gegentiber solcher Stérungen
zu testen. Bleiben die Ergebnisse dabei stabil, deutet dies laut der Autoren auf eine hohe
Widerstandsfahigkeit gegentber Unsicherheiten oder Abweichungen in den Daten hin. So er-
ganzt Robustheit die zuvor beschriebenen Metriken um eine wichtige praxisnahe Perspektive
(Braiek & Khomh, 2024).

Ein gangiges Verfahren zur Schatzung der Leistungsfahigkeit von Klassifikationsmodellen ist
die Kreuzvalidierung (Witten et al., 2017). Dabei wird der Datensatz in eine feste Anzahl von
Teilmengen (Folds) zerlegt, die abwechselnd als Test- und Trainingsdaten verwendet werden
(Witten et al., 2017). So wird in mehreren Durchlaufen jeweils ein Fold zum Testen genutzt,
wahrend die Ubrigen Daten zum Training dienen, bis jedes Datensatzobjekt einmal als Testfall
herangezogen wurde (Witten et al., 2017). Um Verzerrungen durch ungleich verteilte Klassen
innerhalb der Folds zu vermeiden, werden die Folds in der Praxis haufig stratifiziert, also so
gebildet, dass die Klassenverteilung in allen Folds méglichst den urspringlichen Proportionen
entspricht (Witten et al., 2017). Als Standardverfahren hat sich die stratifizierte zehnfache
Kreuzvalidierung etabliert, da sie einen guten Kompromiss zwischen Rechenaufwand, Bias
und Varianz bildet (Witten et al., 2017). Gleichzeitig zeigen aktuelle Studien, dass die konkrete
Wahl der Fold-Anzahl einzelfallabhangig ist und kein fixes Optimum existiert, vielmehr kann
bereits eine geringere Anzahl von Folds zu stabilen Ergebnissen flihren und gleichzeitig den
Rechenaufwand deutlich reduzieren (Mahlich et al., 2024). Die Ergebnisse der Kreuzvalidie-
rung werden ublicherweise als Mittelwerte der gewahlten Evaluationsmetriken ausgewertet
und um deren Standardabweichung erganzt, die Aufschluss tber die Stabilitdt und Verlass-
lichkeit der Schatzung gibt (Kohavi, 1995). Damit stellt die Kreuzvalidierung ein etabliertes
Verfahren dar, um die Aussagekraft von Evaluationsmetriken abzusichern und eine fundierte
Einschatzung der Modellgite zu ermdglichen.

In der Diskussion um Evaluationskriterien flr Data-Mining-Verfahren gewinnt auch Fairness
zunehmend an Bedeutung (Rebstadt et al., 2022). Fairness bezieht sich auf die Gleichbehand-
lung verschiedener Gruppen und die Vermeidung systematischer Verzerrungen (Rebstadt et
al., 2022). Da im industriellen Kontext typischerweise keine personenbezogenen Merkmale
verarbeitet werden, spielen ethische Kriterien wie Fairness bei der Auswahl und Bewertung
von Data-Mining-Verfahren in dieser Arbeit keine Rolle.

Evaluationsmetriken erméglichen die Beurteilung der Qualitdt und Leistungsfahigkeit von
Data-Mining-Verfahren (Witten et al., 2017). Neben Accuracy, Precision, Recall und FM kom-
men je nach Problemstellung auch spezialisierte Metriken wie AUC oder hybride Verfahren
zum Einsatz, insbesondere bei unausgeglichenen Datenséatzen (Hossin & Sulaiman, 2015).
Erganzend zur Modellglte ist auch die Effizienz relevant, etwa hinsichtlich Trainings- und In-
ferenzzeit (Schwartz et al., 2020). Weitere Bewertungskriterien wie die Robustheit eines Mo-
dells bei veranderten Eingaben (Braiek & Khomh, 2024) oder seine Komplexitat (Bishop, 2006)
liefern praxisnahe Hinweise zur Modellzuverlassigkeit. Die Kreuzvalidierung ist ein etabliertes
Verfahren der Modellbewertung, da sie eine verlassliche Schatzung der Generalisierungsfa-
higkeit (Witten et al., 2017) sowie der Stabilitat (Kohavi, 1995) ermdglicht. Damit Data-Mining-
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Verfahren in der Praxis zuverlassig eingesetzt werden kdnnen, ist eine sorgfaltige Vorberei-
tung der Daten unerlasslich (Garcia et al., 2015). Der folgende Abschnitt stellt die grundlegen-
den Verfahren der Datenvorverarbeitung vor, die die Grundlage dafur bilden.

23 Einfiihrung in die Datenvorverarbeitung

Wie im vorherigen Abschnitt dargelegt, bilden geeignete Evaluationsmetriken die Grundlage
fur die Beurteilung der Modellleistung. Damit ein Modell jedoch sinnvoll arbeiten kann, missen
die zugrunde liegenden Daten zuvor systematisch vorbereitet werden (Garcia et al., 2015).
Die Datenvorverarbeitung umfasst grundlegende und entscheidende Schritte, um Rohdaten
fur anschlieBende Analysen nutzbar zu machen (Garcia et al., 2015). Daten liegen selten un-
mittelbar in einer Form vor, die direkte, valide und verlassliche Analysen erlaubt (Garcia et al.,
2015). In diesem Abschnitt werden daher jene Aspekte der Datenvorverarbeitung behandelt,
die im industriellen Kontext besonders haufig auftreten und fir die Qualitat datengetriebener
Analysen eine zentrale Rolle spielen. Dazu z&hlen unter anderem der Umgang mit Ausreif3ern,
Rauschen und fehlenden Werten sowie Verfahren zur Datenintegration und -normalisierung,
die in der Literatur als zentrale Aufgaben der Datenvorverarbeitung hervorgehoben werden
(Garcia et al., 2015).

Ausreil3er sind Werte, die deutlich auRerhalb des Ublichen Bereichs eines Datensatzes liegen
(Hodge & Austin, 2004). Sie entstehen bspw. durch Messfehler, Eingabefehler oder aul3erge-
woéhnliche Ereignisse und kdnnen statistische Kennzahlen wie den Mittelwert stark beeinflus-
sen (Hodge & Austin, 2004). Zur Erkennung eignen sich grafische Mittel wie Boxplots oder
Streudiagramme, die ungewohnlich hohe oder niedrige Werte visuell hervorheben (Hodge &
Austin, 2004). Zusatzlich gibt es simple statistische Regeln zur Erkennung von Ausreildern.
Eine dieser Regeln basiert auf dem 1,5-fachen Interquartilsabstand (IQR): Werte gelten als
potenzielle Ausreil3er, wenn sie mehr als das 1,5-Fache des IQR oberhalb des dritten oder
unterhalb des ersten Quartils liegen (Hedderich & Sachs, 2016). Quartile unterteilen eine sor-
tierte Datenreihe in vier gleich grof3e Abschnitte: Das erste Quartil (Q1) ist der Wert, unter dem
25 % der Daten liegen, das dritte Quartil (Q3) der Wert, unter dem 75 % der Daten liegen
(Hedderich & Sachs, 2016). Der IQR ist die Differenz zwischen Q3 und Q1 und stellt somit die
Streuung der mittleren 50 % der Daten dar (Hedderich & Sachs, 2016). Fir eine belastbare
Interpretation der Analyseergebnisse ist es wichtig, erkannte Ausreiller angemessen zu be-
handeln (Hodge & Austin, 2004). Je nach Art der Analyse und Anforderungen an die Daten-
genauigkeit kénnen sie entfernt, angepasst oder durch Verfahren bericksichtigt werden, die
unempfindlich gegentiber extremen Werten sind (Hodge & Austin, 2004).

Neben Ausreifern kann auch Rauschen die Aussagekraft von Daten beeintrachtigen. Als Rau-
schen werden Schwankungen in Daten bezeichnet, die keinen systematischen Zusammen-
hang widerspiegeln (Han et al., 2012). Solche Stérungen kdnnen bspw. bedingt durch Mes-
sungenauigkeiten oder Umwelteinflisse auftreten und duf3ern sich als unregelmafiige Zacken
oder Springen in Datenvisualisierungen (Han et al., 2012). Diese zufalligen Abweichungen
erschweren es, echte Muster oder Trends zu erkennen und kénnen Analyseergebnisse verfal-
schen (Han et al., 2012). Zur Verringerung von Rauschen kommen verschiedene Verfahren
zum Einsatz, darunter Glattungsverfahren wie der gleitende Durchschnitt (Han et al., 2012).
Beim gleitenden Durchschnitt wird jeder Datenpunkt durch den Mittelwert seiner unmittelbaren
Nachbarn ersetzt, um kurzfristige Schwankungen zu glatten (Han et al., 2012). Weitere An-
satze stammen aus der Signalverarbeitung, bspw. Filterverfahren, die hochfrequente Stérun-
gen unterdricken (Han et al., 2012). Ziel dieser MaRnahmen ist es, zufallige Abweichungen
zu reduzieren und die Struktur der Daten deutlicher sichtbar zu machen (Han et al., 2012).

Eine weitere Herausforderung bei der Datenvorverarbeitung ist die Integration von Daten aus
mehreren Quellen (Rahm & Do, 2000). Daten stammen oft aus unterschiedlichen Quellen wie
Sensoren, automatischen Protokollen (Log-Dateien) oder Datenbanken (Rahm & Do, 2000).
Dies fuhrt zu Redundanzen, Inkonsistenzen oder widerspruchlichen Werten (Rahm & Do,
2000). Ein haufiges Problem bei der Integration technischer Datenquellen besteht darin, dass
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gleichartige Informationen in unterschiedlicher Struktur oder unter verschiedenen Bezeich-
nung vorliegen (Rahm & Do, 2000). So kann etwa dieselbe Produktkennung in einem System
als Zeichenkette gespeichert sein, wahrend sie in einem anderen als numerischer Code er-
scheint. Um diese strukturellen und semantischen Unterschiede zu beheben, kommen Verfah-
ren wie Schema Matching zum Einsatz, das Ahnlichkeiten zwischen Datenfeldern identifiziert
(Rahm & Do, 2000). Zusatzlich dient das sogenannte Record Linkage der Erkennung von Da-
tensatzen, die sich auf dasselbe Objekt beziehen, jedoch aus verschiedenen Quellen stam-
men (Rahm & Do, 2000). Dabei werden bspw. zwei Eintrage mit leicht abweichendem Namen
als identisch erkannt und anschlieend zu einem einheitlichen Datensatz konsolidiert (Rahm
& Do, 2000). Ziel ist es, inhaltlich passende Eintrage zu kombinieren und so einen konsistenten
Datenbestand zu schaffen (Rahm & Do, 2000). Neuere Entwicklungen gehen dabei Gber diese
Verfahren hinaus und setzen zunehmend auf maschinelle Lernansatze, etwa Schema-Mat-
ching-Netzwerke, die verschiedene Datenstrukturen simultan bertcksichtigen und dadurch ho-
here Genauigkeiten ermdglichen (Rodrigues & Da Silva, 2021).

Sind die Daten strukturell vereinheitlicht, stellt sich im nachsten Schritt die Frage nach ihrer
numerischen Vergleichbarkeit. Die Normalisierung oder Standardisierung von Daten wird not-
wendig, wenn Merkmale unterschiedliche Mafieinheiten oder GréRenordnungen aufweisen
(Garcia et al., 2015). Ohne Anpassung kdnnten Merkmale mit grof3en Zahlenwerten die Ana-
lyse dominieren (Garcia et al., 2015). Die Normalisierung bringt alle Werte in einen gemeinsa-
men Wertebereich, etwa zwischen 0 und 1 bei der Min-Max-Skalierung (Garcia et al., 2015).
Dabei wird der kleinste Wert eines Merkmals auf O und der GréRte auf 1 gesetzt, alle anderen
Werte werden entsprechend skaliert (Garcia et al., 2015). Die Min-Max-Skalierung verhindert,
dass Merkmale mit grof3en Wertebereichen dominieren (Garcia et al., 2015). Dies ist insbe-
sondere bei Verfahren problematisch, die auf Abstanden oder Gewichtungen beruhen, wo die
GroRenordnung einzelner Merkmale die Ergebnisse stark beeinflussen kann (Garcia et al.,
2015). Bei der Standardisierung werden die Werte so angepasst, dass sie einen Mittelwert von
0 und eine Standardabweichung von 1 haben (Z-Transformation) (Garcia et al., 2015). Diese
Verfahren stellen sicher, dass alle Merkmale vergleichbar sind und gleich gewichtet werden
(Garcia et al., 2015).

In vielen realen Anwendungsfallen von Klassifikationsaufgaben treten aulRerdem stark unaus-
geglichene Klassenverteilungen auf, bei denen die Anzahl der Instanzen einer Klasse deutlich
groRer ist als die der anderen (Leevy et al., 2018). Ein solches Ungleichgewicht fuhrt haufig
dazu, dass ein Klassifikator Gberwiegend die Mehrheitsklasse vorhersagt, weil er aus dieser
besonders viele Beispiele im Training gesehen hat (Leevy et al., 2018). Die Minderheitsklasse
wird dadurch nur unzureichend erkannt, obwohl sie in vielen Anwendungen, wie bspw. beim
Erkennen von Krankheiten, die eigentlich interessantere ist (Leevy et al., 2018). Um dieses
Problem zu behandeln, werden Verfahren zum Ausgleich der Klassenverteilung verwendet.
Dafur existieren verschiedene Resampling-Verfahren, die entweder Instanzen der Mehrheits-
klasse entfernen (Random Under-Sampling) oder zusatzliche Instanzen der Minderheitsklasse
erzeugen (Random Over-Sampling) (Leevy et al., 2018). Neben diesen einfachen Ansatzen
gibt es auch komplexere Verfahren, wie die Synthetic Minority Over-sampling Tech-
nique (SMOTE), welche durch Interpolation zwischen bestehenden Instanzen generiert (Leevy
et al., 2018). Konkret werden dazu fur jede Instanz der Minderheitsklasse ihre k-nachsten
Nachbarn herangezogen, wobei neue Datenpunkte entlang der Verbindungslinien zwischen
diesen Beobachtungen gebildet werden (Chawla et al., 2002). Auf diese Weise erhalt der Klas-
sifikator mehr reprasentative Trainingsbeispiele der seltenen Klasse, wodurch die Abgrenzung
der Klassen verbessert wird und die Erkennungsleistung fur die Minderheitsklasse steigt
(Chawla et al., 2002).

Neben diesen Aspekten gehdéren auch der Umgang mit fehlenden Werten und die Reduktion
umfangreicher oder komplexer Datensatze zu den Kernaufgaben der Datenvorverarbeitung.
Da diese Themen den Schwerpunkt der vorliegenden Arbeit bilden, werden sie in den folgen-
den Kapiteln vertiefend behandelt.
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3 Umgang mit fehlenden Werten

Fehlende Werte sind ein haufiges und komplexes Problem in realen Datensatzen (Little &
Rubin, 2019). lhre Ursachen sind vielfaltig und hadngen meist mit defekten Sensoren, Netz-
werkausfallen oder Systemwartungen in industriellen Systemen zusammen (Teh et al., 2020).
Little und Rubin (2019, S.4) definieren fehlende Daten als ,unobserved values that would be
meaningful for analysis if observed®. Diese Definition verdeutlicht, dass hinter einem fehlenden
Wert mdglicherweise eine fir die Modellbildung und Interpretation relevante Information ver-
borgen ist (Little & Rubin, 2019). Das Fehlen eines Wertes weist also auf eine Licke im Da-
tenverstandnis hin, die, wenn sie nicht behoben wird, die Aussagekraft von Analysen laut Little
und Rubin (2019) erheblich beeintrachtigen kann. Um mit fehlenden Werten angemessen um-
zugehen, ist es zunachst notwendig zu verstehen, auf welche Weise diese im Datensatz ent-
stehen. Dabei spielt insbesondere die zugrundeliegende Mechanik des Fehlens eine Rolle,
also die Frage, ob das Fehlen zufallig oder systematisch auftritt.

3.1 Typen fehlender Werte

Eine systematische Betrachtung der Ursachen fehlender Werte ermdglicht ihre Einteilung in
verschiedene Typen. Nach Little und Rubin (2019) lassen sich fehlende Werte in folgenden
drei Hauptkategorien einteilen.

1. Missing Completely at Random (MCAR): Das Fehlen von Daten erfolgt vollig zufallig
und unabhangig von allen beobachteten und unbeobachteten Variablen (Little & Rubin,
2019). Daher besteht keine systematische Beziehung zwischen fehlenden Werten und
anderen Werten im Datensatz (Little & Rubin, 2019). MCAR liegt bspw. vor, wenn
Messwerte aufgrund eines temporaren Sensorausfalls fehlen, der nicht mit anderen
Variablen zusammenhangt.

2. Missing at Random (MAR): Das Fehlen der Daten hangt mit anderen beobachteten
Variablen zusammen, nicht jedoch mit den fehlenden Werten selbst (Little & Rubin,
2019). Das Fehlen eines Wertes kann durch andere, im Datensatz vorhandene Merk-
male erklart werden (Little & Rubin, 2019). Nach Fleck et al. (2020) tritt dieser Fall in
industriellen Kontexten haufig auf, wenn bestimmte Sensoren entlang unterschiedli-
cher Produktionsrouten nicht aktiv sind und somit keine Daten liefern, wahrend andere
Sensoren weiterhin Messwerte erfassen.

3. Missing Not at Random (MNAR): Hier hangt das Fehlen von Daten direkt mit den feh-
lenden Werten selbst zusammen (Little & Rubin, 2019). Ein Beispiel fir diesen Fall ist
das bewusste Nichtbeantworten sensibler Fragen in Umfragen oder der Abbruch einer
klinischen Studie durch besonders stark betroffene Patienten (Little & Rubin, 2019).

Diese Unterscheidung ist essenziell, da sie die Auswahl geeigneter Verfahren zur Behebung
mafgeblich bestimmt und entscheidenden Einfluss auf die Validitat der Analyseergebnisse hat
(Little & Rubin, 2019). Besonders im industriellen Umfeld, in dem Ausfalle oder Licken oft
systematisch auftreten, ist die genaue Analyse des Ausfallmusters eine notwendige Voraus-
setzung fur eine methodisch fundierte Datenvorverarbeitung (Fleck et al., 2020). Im nachsten
Abschnitt wird daher zunachst die Erkennung fehlender Werte thematisiert, bevor geeignete
Verfahren zur Behandlung vorgestellt werden.

3.2 Verfahren zur Erkennung fehlender Werte

Im Rahmen der explorativen Datenanalyse (EDA) kénnen auch fehlende Werte sichtbar ge-
macht werden. Die EDA ist ein methodischer Ansatz zur Untersuchung und Visualisierung von
Datensatzen, bevor komplexere Analysen durchgefuhrt werden (Cleff, 2015). Zu den zentralen
Elementen der EDA gehoren grafische Darstellungen wie Histogramme, Boxplots und Streu-
diagramme, die die allgemeine Identifikation von Anomalien und Mustern erleichtern (Cleff,
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2015). Erganzt wird dies durch deskriptive Statistiken wie Mittelwert, Median und Quartile, die
erste Einblicke in die Verteilung und Struktur der Daten erméglichen (Cleff, 2015). Zur Identi-
fikation und Analyse fehlender Werte existieren verschiedene Verfahren der EDA, die im Fol-
genden vorgestellt werden.

Heatmaps

Matrix Plots (Heatmaps) sind visuelle Darstellungen, die fehlende Daten durch farbliche Mar-
kierungen kennzeichnen und so deren Verteilung im Datensatz deutlich machen (Fernstad,
2019). Durch die Verwendung von Heatmaps kdnnen insbesondere systematische Muster
oder Cluster fehlender Werte identifiziert werden (Fernstad, 2019). Dieses Verfahren ermdg-
licht es, auch groRere Bereiche mit fehlenden Werten im Datensatz auf einen Blick zu erken-
nen (Fernstad, 2019). Auch wiederkehrende Muster fehlender Werte Uber mehrere Variablen
hinweg werden durch die Visualisierung deutlich sichtbar (Fernstad, 2019).

Missingness Matrix

Die Missingness Matrix ist eine spezielle Matrixdarstellung, die fir jede Beobachtung und jede
Variable anzeigt, ob ein Wert vorhanden oder fehlend ist (Little & Rubin, 2019). Durch die
Strukturierung dieser Matrix kénnen Ausfallmuster sichtbar gemacht werden (Little & Rubin,
2019). Auf diese Weise lassen sich systematisch fehlende Datenbereiche identifizieren, die
auf unterschiedliche Ursachen hindeuten kénnen (Little & Rubin, 2019). Die Missingness Mat-
rix bildet damit eine zentrale Grundlage fur die Analyse von Ausfallmustern (Little & Rubin,
2019). In der Literatur wird sie auch als Shadow Matrix bezeichnet und dient dort als flexible
Grundlage, um das Verhalten fehlender Werte zu explorieren und Abhangigkeiten sichtbar zu
machen (Tierney & Cook, 2023). Die folgende Abbildung 3.1 zeigt das Prinzip der Missingness
Matrix.

Y, Y, Y, Y, Y,

oA/

FTTTITIIS

SATSTITSS

i

2

0

SIS ST

Abbildung 3.1: Missingness Matrix in Anlehnung an Little und Rubin (2019, S. 9)

Die in Abbildung 3.1 abgebildete Missingness Matrix zeigt fur jede Beobachtung und jede Va-
riable (¥) an, ob ein Wert vorhanden oder fehlend ist. Nicht schraffierte Flachen stehen dabei
fur vorhandene Daten, wahrend schraffierte Bereiche fehlende Daten lokalisieren. Auf diese
Weise lassen sich systematische Muster wie blockweise fehlende Daten oder zufallige Aus-
falle erkennen. Die visuelle Darstellung erméglicht einen schnellen Uberblick (iber die Struktur
des Datensatzes und erleichtert die Identifikation auffalliger Datenltcken.

Statistische Tests

Neben visuellen Darstellungen besteht ebenfalls die Mdglichkeit, fehlende Daten mithilfe von
Statistischen Tests zu erkennen (Little & Rubin, 2019). Mit dem MCAR-Test, der auf dem Ver-
gleich von Verteilungen der vorhandenen und fehlenden Daten basiert, I&sst sich prifen, ob
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fehlende Daten vollstandig zufallig verteilt sind (Little, 1988). Bleiben die Unterschiede statis-
tisch insignifikant, ist davon auszugehen, dass die Daten MCAR, also unabhangig von anderen
beobachteten oder unbeobachteten Variablen fehlen (Little, 1988). Weichen die Verteilungen
jedoch signifikant voneinander ab, deutet dies darauf hin, dass die Annahme von MCAR nicht
zutrifft (Little, 1988). In solchen Fallen ist das Ausfallmuster méglicherweise durch andere Va-
riablen erklarbar, was auf MAR oder MNAR hindeuten wirde (Little & Rubin, 2019). Der
MCAR-Test nach Little (1988) stoRt allerdings insbesondere in hochdimensionalen Datensat-
zen an seine Grenzen, da seine Verteilungseigenschaften dort oft nicht zuverlassig gelten
(Bordino & Berrett, 2024). Bordino und Berrett (2024) schlagen deshalb bootstrap-basierte
Verfahren vor, die die Verteilung der Teststatistik durch Resampling approximieren und so
auch ohne starke Verteilungsannahmen robuste Ergebnisse ermdglichen. Auf diese Weise
|asst sich die Gultigkeit der MCAR-Annahme auch in komplexen, hochdimensionalen Datens-
atzen verlasslicher prifen.

Die Identifikation fehlender Werte und die Analyse ihrer Verteilung sind grundlegende Schritte,
um geeignete Behandlungsstrategien auszuwahlen. Im folgenden Abschnitt werden verschie-
dene Verfahren zur Behandlung fehlender Werte vorgestellt, die sich je nach Art des Fehlens
und Datenstruktur unterscheiden.

3.3 Verfahren zur Behandlung fehlender Werte

Die Wahl eines angemessen Verfahrens zur Behandlung fehlender Werte hangt, wie in Ab-
schnitt 3.1 beschrieben, vom Mechanismus des Fehlens der Daten ab. Bei der Auswahl ge-
eigneter Verfahren spielen insbesondere Uberlegungen zur Verzerrung und Effizienz der
Schatzer eine zentrale Rolle (Little & Rubin, 2019). Eine grundlegende Unterscheidung im
Umgang mit fehlenden Werten besteht laut Little und Rubin (2019) zwischen Verfahren, die
unvollstandige Beobachtungen ausschlie3en, sogenannte Eliminierungsverfahren, und Ver-
fahren, die fehlende Werte durch plausible Ersatzwerte ersetzen, den sogenannten Imputati-
onsverfahren. Diese Einteilung bildet die Basis vieler methodischer Ansatze zur Behandlung
von fehlenden Werten (Little & Rubin, 2019). In diesem Kapitel werden die einzelnen Verfah-
renskategorien separat vorgestellt. Dabei liegt der Fokus neben der Beschreibung der jeweili-
gen Verfahren auch auf ihrer Bewertung im Hinblick auf Voraussetzungen, Eigenschaften und
mogliche Konsequenzen der Anwendung. Im ersten Schritt werden die Eliminierungsverfahren
betrachtet, die zur Entfernung unvollstandiger Beobachtungen verwendet werden.

3.3.1  Eliminierungsverfahren

Eliminierungsverfahren umfassen Verfahren zur Behandlung unvollstandiger Daten- oder Dis-
tanzmatrizen, bei denen Objekte oder Merkmale mit fehlenden Werten aus der Analyse aus-
geschlossen werden (Bankhofer, 1995). Diese Verfahren sind allerdings nur uneingeschrankt
anwendbar, wenn das Fehlen der Daten MCAR und somit unabhangig von den untersuchten
Variablen ist (Little & Rubin, 2019). Da keine weiteren Anforderungen an die Verteilung der
Daten oder das Skalenniveau gestellt werden, kdnnen diese Verfahren grundsétzlich bei be-
liebigen Datentypen eingesetzt werden (Bankhofer, 1995). Bei unmittelbar erhobenen Distanz-
matrizen beschrankt sich die Anwendung jedoch auf die Eliminierung von Objekten
(Bankhofer, 1995). Zunachst werden die Verfahren der Objekteliminierung naher betrachtet.

Objekteliminierung

Wenn die Merkmalsstruktur untersucht werden soll, kann das Ausschlielen von Objekten mit
fehlenden Werten eine geeignete Losung darstellen (Beaulieu-Jones et al., 2018). Die soge-
nannte Objekteliminierung ist bei der Analyse von Ahnlichkeitsstrukturen jedoch nur sinnvoll,
wenn nur wenige Objekte betroffen sind (Bankhofer, 1995).

Complete-Case-Analysis bezeichnet ein Verfahren der Objekteliminierung (Bankhofer,
1995). Im Rahmen der Complete-Case-Analysis werden samtliche Objekte eines Datensatzes
entfernt bzw. aus der Analyse ausgeschlossen, deren Merkmalsauspragungen unvollstéandig
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sind (Bankhofer, 1995). Dieses Verfahren ist einfach in der Anwendung, kann jedoch zu einem
erheblichen Informationsverlust fihren, insbesondere bei groRen Datenliicken (Bankhofer,
1995).

Available-Case-Analysis ist im Gegensatz zur Complete-Case-Analysis ein Verfahren, bei
dem fir jede Analyse nur der verfligbare Teil der Daten verwendet wird (Bankhofer, 1995).
Das bedeutet, dass bei der Berechnung einer univariaten Statistik wie bspw. dem Mittelwert
alle vorhandenen Werte eines Merkmals einbezogen werden, wodurch die Stichprobengroflie
je nach Variable unterschiedlich ist (Bankhofer, 1995). Dieser Umstand kann nach Bankhofer
(1995) jedoch die Vergleichbarkeit der Ergebnisse beeintrachtigen.

Abbildung 3.2 zeigt basierend auf Bankhofer (1995) die Auswirkungen beider Analyseverfah-
ren auf einen Datensatz mit fehlenden Werten. Die Darstellung verdeutlicht, wie sich die Ver-
fahren hinsichtlich der verbleibenden Daten unterscheiden.

a) Missingness Matrix b) Complete-Case-Analysis c) Available-Case-Analysis
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Abbildung 3.2: Vergleich von Complete-Case-Analysis (b) und Available-Case-Analysis (c) anhand ei-
ner Missingness Matrix (a)

Abbildung 3.2 setzt sich aus drei verschiedenen Grafiken zusammen. In (a) ist die urspringli-
che Missingness Matrix dargestellt, wobei schraffierte Felder fehlende Werte markieren. In (b)
werden bei der Complete-Case-Analysis alle Beobachtungen ausgeschlossen, die mindestens
einen fehlenden Wert aufweisen. In (c) zeigt die Available-Case-Analysis, dass alle vorhande-
nen Werte in die Analyse einbezogen werden, auch wenn einzelne Werte innerhalb eines Be-
obachtungsfalls fehlen. Neben der Objekteliminierung gibt es auch die Merkmalseliminierung,
die nachfolgend naher betrachtet wird.

Merkmalseliminierung

Die Merkmalseliminierung bezeichnet den Ausschluss von Variablen mit fehlenden Werten
aus der Analyse (Bankhofer, 1995). Auch wenn dieser Ansatz inhaltlich von der Objektelimi-
nierung zu unterscheiden ist, folgt er einem vergleichbaren formalen Prinzip (Bankhofer,
1995). Der Autor unterscheidet hier nach Complete- und Available-Variable-Analysis.

Complete-Variable-Analysis bezeichnet ein Verfahren, bei dem ausschlie3lich die Merkmale
in die Auswertung einbezogen werden, fir die vollstandige Werte Uber alle Objekte vorliegen
(Bankhofer, 1995). Die unvollstandigen Merkmale werden aus der Analyse ausgeschlossen,
wodurch sich die Datenmatrix auf eine kleinere Dimension reduziert (Bankhofer, 1995). Ziel ist
es die nachfolgenden Analysen anhand einer vollstandig gefillten Teilmatrix durchzufthren,
die jedoch weniger Merkmale enthalt als die urspriingliche Datenmatrix (Bankhofer, 1995). Ein
Vorteil dieses Verfahrens besteht darin, dass alle Objekte der verbleibenden Merkmale erhal-
ten bleiben, was fiir Analysen zur Ahnlichkeitsstruktur oft glinstiger ist (Wishart, 1978). Gleich-
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zeitig besteht jedoch die Gefahr, dass durch den Ausschluss einzelner Merkmale wichtige In-
formationen verloren gehen, da diese Merkmale nicht zufallig, sondern meist gezielt erhoben
wurden (Evans et al., 1979).

Available-Variable-Analysis hingegen bezeichnet das Durchfiihren von Analysen aus-
schliel3lich auf den jeweils verfligbaren Merkmalswerten (Bankhofer, 1995). Dabei wird fir jede
Berechnung nur auf die Merkmale zurlickgegriffen, die fur die jeweils betrachteten Objekte
tatsachlich vorliegen (Bankhofer, 1995). Die Analyse erfolgt also individuell auf Grundlage der
jeweils verfugbaren Werte, ohne dass ganze Merkmale aus dem Datensatz ausgeschlossen
werden mussen (Bankhofer, 1995). Dadurch kann ein gréf3erer Teil der Daten genutzt werden,
allerdings variiert die Berechnungsgrundlage je nach Objektpaar (Bankhofer, 1995). Da jeweils
nur die gemeinsam vorhandenen Merkmale eines Objektpaares berlcksichtigt werden, kann
trotz fehlender Werte fur jede Kombination ein Distanzwert berechnet werden (Bankhofer,
1995). Auf diese Weise entsteht eine vollstandige Distanzmatrix (Bankhofer, 1995). Die fol-
gende Tabelle 3.1 stellt die die Voraussetzungen und Eigenschaften der vier betrachteten Eli-
minierungsverfahren gegenuber.

Tabelle 3.1: Vergleich der Eliminierungsverfahren in Anlehnung an Bankhofer (1995, S. 102)

Verfahren Voraussetzungen Eigenschaften

Complete-Case-Analysis Daten sind MCAR  ggf. erheblicher Informationsverlust;
Analyse der Ahnlichkeitsstruktur aller
Objekte nicht mehr moéglich

Available-Case-Analysis Daten sind MCAR  kein bzw. geringer Informationsverlust;
variierender Stichprobenumfang

Complete-Variable-Analysis  Daten sind MCAR  ggf. erheblicher Informationsverlust;
alle Objekte der verbleibenden Merk-
male bleiben erhalten (gunstig fur Ana-
lysen zur Ahnlichkeitsstruktur)

Available-Variable-Analysis  Daten sind MCAR  kein bzw. geringer Informationsverlust;
Ergebnis ist eine vollstandige, mit ge-
eigneten Verfahren auswertbare Dis-
tanzmatrix

Tabelle 3.1 zeigt, dass alle vier betrachteten Verfahren voraussetzen, dass die fehlenden Da-
ten MCAR sind, also vollstéandig zuféllig auftreten. Wahrend die Complete-Case-Analysis und
die Complete-Variable-Analysis zu erheblichem Informationsverlust fihren kénnen, erlauben
die Available-Case-Analysis und Available-Variable-Analysis eine flexiblere Nutzung der voll-
standigen Daten (Bankhofer, 1995). Letztere Varianten beziehen jeweils die tatsachlich vor-
handenen Werte in Analysen ein und kénnen auch so bei unvollstandigen Datensatzen aus-
sagekraftige Ergebnisse liefern (Bankhofer, 1995).

In vielen Fallen ist das Entfernen fehlender Werte nicht sinnvoll oder praktikabel, da es zu
einem erheblichen Informationsverlust fihren kann, insbesondere wenn die Annahme von
MCAR nicht zutrifft (Little & Rubin, 2019). Ein alternativer Umgang besteht darin, die fehlenden
Werte auf Grundlage der vorhandenen Daten zu erganzen, also zu imputieren (Bankhofer,
1995). Daher erfolgt im nachsten Abschnitt eine Einflihrung in grundlegenden Imputationsver-
fahren.

3.3.2 Einfiihrung in die Imputationsverfahren

Nach Bankhofer (1995) sind Imputationsverfahren solche Verfahren, bei denen fehlende
Werte durch Schatzungen ersetzt werden, die auf den vorhandenen Daten basieren. Durch
den Einsatz geeigneter Imputationsverfahren kénnen die urspringliche Struktur und GréRe
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des Datensatzes erhalten werden, wodurch insbesondere Verzerrungen der Varianzen und
Kovarianzen vermieden werden kdnnen (Little & Rubin, 2019). Die Verwendung von Imputati-
onsverfahren setzt dabei voraus, dass die fehlenden Daten einem zugrunde liegenden Me-
chanismus folgen, der als MAR oder MCAR Kklassifiziert wird, da bei diesen Mechanismen die
Wahrscheinlichkeit des Fehlens nicht von den fehlenden Werten selbst abhangt und somit
eine verlassliche Schatzung mdglich ist (Schafer & Graham, 2002). Ist diese Voraussetzung
nicht erflllt und das Fehlen der Daten hangt direkt mit den fehlenden Werten selbst zusammen
(MNAR), kénnen fehlerhafte oder verzerrte Ergebnisse entstehen (Little & Rubin, 2019). Eine
Berucksichtigung dieser Voraussetzung tragt dazu bei, Verzerrungen in den Analyseergebnis-
sen zu minimieren (Bankhofer, 1995). Allerdings sollte bedacht werden, dass es sich bei im-
putierten Werten, auch wenn sie unverzerrte Ergebnisse liefern, stets um Schatzungen der
realen, unbekannten Werte handelt, die nicht mit den tatsachlich vorhanden Werten verwech-
selt werden durfen (Madow et al., 1983).

Grundlegend lasst sich die Imputation fehlender Werte in einfache oder statistische Imputati-
onsverfahren, Klassenimputation sowie multivariate und modellbasierte Imputationsverfahren
unterteilen (Bankhofer, 1995). Statistische Imputationsverfahren wie die Mittelwert- oder Me-
dianimputation ersetzen fehlende Werte durch grundlegende statistische Kenngrofien
(Bankhofer, 1995). Komplexere Verfahren hingegen verwenden aufgrund ihrer Nutzung mul-
tivariater Zusammenhange Informationen aus der gesamten Datenmatrix (Bankhofer, 1995)
oder nutzen statistische und maschinelle Lernverfahren (Jerez et al., 2010). Gerade die Ver-
fahren der multiplen Imputation gelten in der Fachliteratur als weit verbreitet und etabliert, da
sie durch die wiederholte Schatzung der fehlenden Werte die Unsicherheit der Imputation ex-
plizit berticksichtigen und somit robustere Schatzungen der Modellparameter liefern (Schafer
& Graham, 2002). In jungerer Zeit haben auch Verfahren auf Basis maschineller Lernalgorith-
men wie neuronale Netzwerke, Entscheidungsbdume und kNN-Imputationen aufgrund ihrer
Fahigkeit, komplexe, nichtlineare Zusammenhange in Datensatzen zu modellieren, zuneh-
mend an Bedeutung gewonnen (Jerez et al., 2010).

Damit steht eine Vielzahl von Ansatzen zur Verfiigung, die sich sowohl hinsichtlich ihrer theo-
retischen Fundierung als auch ihrer praktischen Einsatzmoglichkeiten unterscheiden. Fur ein
fundiertes Verstandnis ist es daher erforderlich, die wichtigsten Verfahren systematisch vorzu-
stellen, ihre jeweiligen Starken und Schwachen herauszuarbeiten sowie ihre Eignung fur un-
terschiedliche Datenkontexte zu bewerten. Zunachst werden die statistischen Imputationsver-
fahren betrachtet, welche durch ihre einfache Anwendbarkeit gekennzeichnet sind.

3.3.3 Statistische Imputationsverfahren

Statistische Imputationsverfahren beinhalten nach Bankhofer (1995) die Ersetzung fehlender
Werte durch grundlegende statistische KenngréRen oder feste Regeln. Der Autor beschreibt
diese Verfahren als besonders unkompliziert in der Anwendung, da sie keine komplexen Mo-
dellannahmen oder iterative Berechnungen erfordern. In der Praxis finden statistische Impu-
tationsverfahren insbesondere bei explorativen Studien oder bei geringem Umfang fehlender
Daten Anwendung, da sie einfach umzusetzen und recheneffizient sind (Garcia et al., 2015).

Statistisch problematisch ist jedoch, dass das wiederholte Einsetzen statistischer Kenngréfien
dazu fuhren kann, dass die urspriingliche Streuung in den Daten reduziert wird (Schafer &
Graham, 2002). Dadurch wird die Varianz unterschatzt und die Datenverteilung kunstlich
zentralisiert (Schafer & Graham, 2002). Zusatzlich wird die Kovarianzstruktur zwischen Vari-
ablen verzerrt, da alle imputierten Werte identisch sind und somit keine natirliche Variation
enthalten (Little & Rubin, 2019). Solche Verzerrungen kdnnen insbesondere dann zu erhebli-
chen Fehleinschatzungen fuhren, wenn statistische Analyseverfahren stark auf die Erhaltung
von Varianz- und Kovarianzstrukturen angewiesen sind (Little & Rubin, 2019). Im Folgenden
werden die wichtigsten statistischen Imputationsverfahren hinsichtlich ihrer Funktion beschrie-
ben.
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Mittelwertimputation

Die Mittelwertimputation ist ein haufig angewandtes Verfahren, bei dem fehlende Werte durch
den arithmetischen Mittelwert der beobachteten Werte ersetzt werden (Little & Rubin, 2019).
Der Vorteil dieses Verfahrens liegt in seiner einfachen Implementierung (Garcia et al., 2015).
Andererseits kommen bereits beschriebene Verzerrungseffekte aufgrund wiederholten Einset-
zens identischer Werte zum Tragen (Little & Rubin, 2019).

Medianimputation

Die Medianimputation basiert auf demselben Prinzip, nutzt jedoch den Median als Imputati-
onswert (Garcia et al., 2015). Gegenuber der Mittelwertimputation bietet sie einen Vorteil in
Datensatzen mit schiefen Verteilungen oder Ausreif3ern, da der Median als robuste Lagekenn-
zahl empfindlich gegenliber Extremwerten ist (Garcia et al., 2015). Auch bei der Medianimpu-
tation werden jedoch Varianz und Kovarianz systematisch verfalscht, insbesondere wenn viele
fehlende Werte durch den Median ersetzt werden (Garcia et al., 2015).

Modusimputation

Die Modusimputation wird insbesondere bei nominalskalierten Variablen angewendet, also bei
Merkmalen, deren Auspragungen lediglich unterschiedliche Kategorien ohne natirliche Rang-
folge darstellen (Garcia et al., 2015). Hierbei wird der haufigste beobachtete Wert, der Modus,
als Ersatz fur fehlende Werte eingesetzt (Garcia et al., 2015). Dieses Verfahren ist einfach
anzuwenden und erfordert ebenfalls keine komplexen Annahmen oder Zusatzinformationen,
kann jedoch zu einer Uberreprasentation der dominanten Kategorie fiihren (Garcia et al.,
2015). Dies ist vor allem in Klassifikationsaufgaben problematisch, in denen die relative Ver-
teilung der Kategorien eine Rolle spielt (Bankhofer, 1995). In solchen Fallen kann der domi-
nanten Kategorie nach Anwendung des Verfahrens ein Uberproportional hoher Anteil zuge-
wiesen werden, was die Aussagekraft kategorialer Merkmale verzerrt (Bankhofer, 1995).

Konstantenimputation

Die Konstantenimputation ersetzt fehlende Werte durch einen vordefinierten, haufig arbitraren
Wert (Garcia et al., 2015). Als arbitrar gelten Werte, die ohne Bezug zu den statistischen Ei-
genschaften der zugrunde liegenden Datenstruktur gewahlt werden (Garcia et al., 2015), wie
etwa 0 oder ein Textstring wie ,unbekannt. Dieses Verfahren ist insbesondere in der prakti-
schen Datenaufbereitung verbreitet, etwa als Vorbereitungsschritt fur maschinelle Lernverfah-
ren, die keine fehlenden Werte verarbeiten kénnen (Garcia et al., 2015). Aus statistischer Sicht
ist diese Vorgehensweise jedoch problematisch, da die eingefiigten Werte keine validen Be-
obachtungen darstellen und in Analysen als eigenstandige Auspragung interpretiert werden
(Garcia et al., 2015). In Entscheidungsbaumen oder Clustering-Algorithmen kann dies zu
falsch gewichteten Teilgruppen fihren, da der konstant eingesetzte Wert vom Algorithmus als
regularer Datenpunkt interpretiert werden kann (Garcia et al., 2015). Dadurch entstehen kinst-
liche Klassen oder Gruppen, die lediglich auf der Prasenz eines Imputationswerts beruhen
(Garcia et al., 2015).

LOCF/NOCB

Besondere Varianten einfacher Imputationsverfahren sind die Verfahren Last Observation
Carried Forward (LOCF) und Next Observation Carried Backward (NOCB), die typischerweise
bei zeitbezogenen Daten zum Einsatz kommen (Jahangiri et al., 2023). LOCF ersetzt einen
fehlenden Wert durch den letzten beobachteten Wert desselben Merkmals fir dieselbe Unter-
suchungseinheit (Jahangiri et al., 2023). NOCB funktioniert analog, indem es den nachsten
bekannten Wert in rickwartiger Richtung verwendet (Jahangiri et al., 2023). Die Funktions-
weise beider Verfahren ist in der folgenden Abbildung 3.3 anschaulich dargestellt.

Abbildung 3.3 zeigt exemplarisch die Anwendung der Verfahren LOCF und NOCB zur Impu-
tation fehlender Temperaturdaten in einem Zeitreihendatensatz. In (a) ist der urspringliche
Datensatz dargestellt, in dem fiir zwei aufeinanderfolgende Zeitpunkte keine Temperaturdaten
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a) Ausgangsdatensatz b) LOCF c) NOCB

Zeit ¢t Temperatur T (°C) || Zeit¢ Temperatur T (°C) || Zeit ¢ Temperatur T (°C)
08:00:00 72,4 || 08:00:00 ] 72,4 || 08:00:00 72,4
08:01:00 - || 08:01:00 72,4 || 08:01:00 A\ 73,1
08:02:00 - || 08:02:00 v 72,4 || 08:02:00 73,1
08:03:00 73,1 || 08:03:00 73,1 || 08:03:00 L 73,1

Abbildung 3.3: Anwendungsbeispiel fir die Imputationsverfahren LOCF (b) und NOCB (c) am Aus-
gangsdatensatz (a)

vorliegen. In (b) wird die Imputation mithilfe von LOCF verdeutlicht, bei der der zuletzt be-
obachtetet Wert (72,4°C) verwendet wird, um die darauffolgenden fehlenden Werte aufzuful-
len. In (c) ist das Verfahren NOCB dargestellt, bei dem stattdessen der nachste verfugbare
Wert (73,1°C) rickwirkend in die vorhergehenden Leerstellen imputiert wird.

Beide Verfahren setzen voraus, dass sich der Wert Uber die Zeit nicht wesentlich verandert,
was jedoch in vielen realen Anwendungssituationen nicht haltbar ist (Jahangiri et al., 2023).
Wird unter dieser Annahme imputiert, obwohl sich die tatsachlichen Werte Uber die Zeit signi-
fikant verandern, kann dies zu verzerrten Analyseergebnissen flihren (Jahangiri et al., 2023).

Zusammengefasst sind statistische Imputationsverfahren also insbesondere dann gerechtfer-
tigt, wenn der Anteil fehlender Werte gering ist und keine komplexen Analysen durchgefihrt
werden sollen (Garcia et al., 2015). In solchen Fallen bieten sie eine pragmatische Moglichkeit
zur Datenvervollstandigung bei gleichzeitig geringem Aufwand (Bankhofer, 1995). Little und
Rubin (2019) beschreiben statistische Imputationsverfahren als zwar verflhrerisch aufgrund
ihrer einfachen Anwendung, zugleich aber auch als potenziell stark irrefiUhrend. Fir an-
spruchsvollere Analysen, bei denen eine realitatsnahe Rekonstruktion der Datenstruktur erfor-
derlich ist, sollten jedoch Verfahren bevorzugt werden, die auch die Unsicherheit der Imputa-
tionen statistisch bertcksichtigen (Schafer & Graham, 2002).

3.3.4 Klassenbasierte Imputationsverfahren

Die Klassenimputation basiert auf dem Ansatz, fehlende Werte nicht anhand aller verfligbarer
Beobachtungen zu ersetzen, sondern gezielt innerhalb kleiner Gruppen (Bankhofer, 1995).
Diese Teilgruppen, sogenannte Imputationsklassen, beinhalten Beobachtungen mit &hnlichen
Eigenschaften und sollen eine realistischere Imputation erzielen (Bankhofer, 1995). Die Klas-
sen werden anhand verfuigbarer, vollstandig beobachtbarer Merkmale definiert, um strukturell
vergleichbare Beobachtungen zusammenzufassen (Bankhofer, 1995). Innerhalb jeder Klasse
wird fur jede fehlende Merkmalsauspragung eine passende Beobachtung mit vollstandig vor-
handenem Wert ausgewahlt (Bankhofer, 1995). Der entsprechende Wert dieses sogenannten
Spenderfalls dient anschlieRend als Imputationswert (Bankhofer, 1995). Ziel dieser Vorge-
hensweise ist es, die Heterogenitat innerhalb der Daten zu berlcksichtigen und dadurch plau-
siblere Ersetzungen zu erzielen, da die Ersetzung innerhalb homogener Gruppen auf struktu-
rell ahnlichen Fallen basiert (Bankhofer, 1995). Im Folgenden werden fir ein besseres Ver-
standnis einige klassenbasierte Imputationsverfahren naher betrachtet.

Cold-Deck-Imputation

Ein grundlegendes Verfahren der Klassenimputation ist die Cold-Deck-Imputation (Bankhofer,
1995). Dabei erfolgt die Ersetzung fehlender Werte auf Grundlage von Daten aus einer exter-
nen Quelle (Little & Rubin, 2019), welche in keinem direkten Zusammenhang mit den Daten
aus dem zu behandelnden Datensatz steht (Bankhofer, 1995). Diese Quelle kann bspw. eine
frihere Erhebung von Daten im gleichen Kontext oder eine Zusatzstudie sein (Bankhofer,
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1995). Die Imputationswerte werden innerhalb zuvor gebildeter Imputationsklassen gebil-
det (Bankhofer, 1995). Dabei wird vorausgesetzt, dass die externen Daten den gleichen Klas-
sifikationsmerkmalen unterliegen wie der aktuelle Datensatz (Chapman, 1976). Im Cold-Deck-
Verfahren wird jedem Fall innerhalb einer Imputationsklasse derselbe, zuvor definierte Ersatz-
wert zugewiesen, die Zuordnung erfolgt demnach deterministisch (Schnell, 1986). Aufgrund
der Abhangigkeit von externen Datenquellen und der damit verbundenen methodischen An-
forderungen gelten Cold-Deck-Verfahren insgesamt als wenig praxistauglich und werden in
datenanalytischen Anwendungen nur selten genutzt (Bankhofer, 1995).

Hot-Deck-Imputation

Die Hot-Deck-Imputation stellt eine weitere Form der Klassenimputation dar (Schnell, 1986).
Eine einheitliche Definition existiert nicht, doch zentrale Merkmale sind die Verwendung von
Daten aus dem aktuellen Datensatz zur Ersetzung fehlender Werte sowie der sogenannte
Dopplungscharakter, bei dem Werte existierender Beobachtungen auf andere Gbertragen wer-
den (Schnell, 1986). Weil es naheliegender ist, fehlende Werte durch die Merkmalsauspra-
gungen eines ahnlichen Falles zu ersetzen statt durch solche eines beliebig gewahlten, erfolgt
die Imputation im Rahmen der Hot-Deck-Verfahren innerhalb zuvor definierter Imputations-
klassen (Schnell, 1986). Diese Vorgehensweise basiert auf den charakteristischen Merkmalen
des Verfahrens, wie sie unter anderem von Ford (1983) beschrieben wurden:

1. Festlegung der Imputationsklassen

2. Auswahl einer vorhandene Auspragung bezlglich desselben Merkmals innerhalb der
Klassen fir jede fehlende Merkmalsauspragung

3. Imputation der fehlenden Daten durch die jeweils ausgewahlten Werte

Bei der Imputation innerhalb zuvor gebildeter Klassen unterscheidet Schnell (1986) zwischen
sequenziellen und simultanen Verfahren. Sequenzielle Verfahren durchlaufen den Datensatz
schrittweise und ersetzen fehlende Werte durch den jeweils zuletzt in der Klasse beobachteten
gultigen Wert (Schnell, 1986). Simultane Verfahren hingegen suchen fir jeden fehlenden Wert
gezielt einen Spenderfall, der den geringsten Abstand in den relevanten Klassifikationsmerk-
malen aufweist, wobei dieser Abstand Uber ein Distanzmal} quantifiziert wird (Schnell, 1986).
Klassenbasierte Imputationsverfahren bieten eine differenzierte Ersetzung fehlender Werte in-
nerhalb homogener Gruppen (Bankhofer, 1995). Bei zunehmender Komplexitat der Daten sto-
Ren sie jedoch an methodische Grenzen, bspw. wenn multivariate Abhangigkeiten zwischen
Variablen nicht ausreichend berlcksichtigt werden kénnen (Schafer & Graham, 2002). Im An-
schluss werden multivariate Imputationsverfahren betrachtet, die in solchen Fallen besser ge-
eignet sind.

3.3.5 Multivariate Imputationsverfahren

Multivariate Imputationsverfahren zeichnen sich dadurch aus, dass sie bei der Ersetzung feh-
lender Werte mehrere Variablen gleichzeitig beriicksichtigen (Schafer & Graham, 2002). An-
ders als bisher betrachtete einfache oder klassenbasierte Verfahren, die sich auf einzelne
Merkmale stltzen, modellieren multivariate Ansatze die gemeinsame Verteilung der beobach-
teten Daten und nutzen diese, um plausible Werte zu generieren (Little & Rubin, 2019). Ziel
multivariater Imputationsverfahren ist es, Struktur, Zusammenhange und Varianz des Daten-
satzes mdglichst vollstandig zu erhalten (Little & Rubin, 2019). Insbesondere bei komplexen
Datensatzen mit vielen korrelierten Variablen bieten multivariate Verfahren eine statistisch fun-
dierte Grundlage flr die Imputation (Jerez et al., 2010). Ein haufig angewandtes Verfahren ist
die Multiple Imputation, bei der fir jede fehlende Beobachtung mehrere plausible Werte gene-
riert werden, um Unsicherheit explizit zu berticksichtigen (Schafer & Graham, 2002). Verfahren
der multivariaten Imputation setzen in der Regel voraus, dass die Daten MCAR oder MAR
sind, da andernfalls die Schatzung verzerrt sein kdnnte (Little & Rubin, 2019). Im Folgenden
wird ein Uberblick tiber die wichtigsten multivariaten Verfahren gegeben, die sich hinsichtlich
ihrer theoretischen Grundlagen und Einsatzbereiche unterscheiden.
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Multiple Imputation

Die Multiple Imputation ist ein Verfahren, welches die Unsicherheit bei der Ersetzung fehlender
Werte explizit berlicksichtigt (Schafer & Graham, 2002). Fir jede fehlende Beobachtung wer-
den dabei mehrere plausible Werte generiert, indem ein zugrunde liegendes statistisches Mo-
dell angewendet wird, das haufig auf Regressionsmodellen oder bayesianischen Verfahren
basiert (Little & Rubin, 2019). Daraus entstehen mehrere sogenannte Imputationsdatensatze,
in denen die fehlenden Werte jeweils unterschiedlich, jedoch plausibel ergénzt werden (Little
& Rubin, 2019). Diese Datenséatze werden einzeln analysiert, bspw. durch die Schatzung von
Mittelwerten oder Regressionskoeffizienten (Schafer & Graham, 2002). Die Ergebnisse dieser
Analysen werden anschlieRend zu einem Gesamtergebnis zusammengefiihrt (Little & Rubin,
2019). Dabei werden sowohl die Unterscheide zwischen den einzelnen Imputationen als auch
die Unsicherheit innerhalb der einzelnen Imputationsdatensatze berlcksichtigt (Little & Rubin,
2019). Dieser Schritt ermoglicht realistische Schatzungen der Parameter und ihrer Standard-
fehler, da die Imputationsunsicherheit einbezogen wird (Schafer & Graham, 2002). Die Multiple
Imputation ist geeignet bei einem nicht zu hohen Anteil fehlender Werte und wird in der Praxis
vielfach eingesetzt, insbesondere bei MAR-Daten (Schafer & Graham, 2002). Abbildung 3.4
zeigt basierend auf Schafer und Graham (2002) vereinfacht den Ablauf der Multiple Imputa-
tion.

i

Unvollstandiger Datensatz

l

[Multiple Imputation J

l |

Imputationsdatensatz 1 Imputationsdatensatz 2 Imputationsdatensatz 3

| | |
«Q Q «Q

Analyse 1 Analyse 2 Analyse 3

| | |
!

Zusammenfihren der Ergebnisse

!

[ Kombiniertes Analyseergebnis J

Abbildung 3.4: Vereinfachtes Ablaufdiagramm der Multiple Imputation

Das in Abbildung 3.4 dargestellte Ablaufdiagramm veranschaulicht den Prozess der Multiple
Imputation. Ausgangspunkt ist ein unvollstandiger Datensatz, aus dem mithilfe des Verfahrens
mehrere vollstandig imputierte Datensatze erzeugt werden. Jeder dieser Imputationsdaten-
satze wird anschlielend separat analysiert, sodass mehrere Teilergebnisse vorliegen. Im letz-
ten Schritt erfolgt ein Zusammenfihren der Resultate, wodurch ein kombiniertes Analyseer-
gebnis entsteht.
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Eine weit verbreitete praktische Umsetzung der Multiple Imputation ist das Verfahren Multiple
Imputation by Chained Equations (MICE), bei dem die fehlenden Werte fur jede unvollstandige
Variable nacheinander durch bedingte Modelle auf Basis der tbrigen Variablen ersetzt werden
(van Buuren, 2018). Dieser Prozess lauft iterativ ab und wird mehrfach wiederholt, bis sich
stabile Ergebnisse einstellen (van Buuren, 2018). In der praktischen Anwendung, etwa in der
Python-Bibliothek scikit-learn, wird das Verfahren unter der Bezeichnung ist dieses Ver-
fahren unter der Bezeichnung IterativeImputer implementiert und entspricht inhaltlich
dem MICE-Verfahren (Pedregosa et al., 2011). Das Verfahren wird daher nachfolgend als ite-
rative Imputation bezeichnet.

Expectation-Maximization-Algorithmus

Der Expectation-Maximization-Algorithmus (EM-Algorithmus) ist ebenfalls ein Verfahren, das
fur die Berechnung moglichst realistischer Schatzwerte fiir fehlende Werte aus unvollstandi-
gen Datensatzen verwendet wird (Little & Rubin, 2019). Der EM-Algorithmus basiert auf einem
iterativen, zweistufigen Prozess (Little & Rubin, 2019). Im Erwartungsschritt (E-Step) werden
auf Grundlage der beobachteten Daten und der aktuellen Parameterschatzungen die erwarte-
ten Werte fur die fehlenden Daten berechnet (Little & Rubin, 2019). Dabei werden beobachtete
Zusammenhange im Datensatz genutzt, um fur jede unvollstdndige Beobachtung die fehlen-
den Werte anhand bedingter Wahrscheinlichkeitsverteilungen zu berechnen (Little & Rubin,
2019). Grundlage dafir sind die beobachteten Zusammenhange zwischen den vorhandenen
Variablen, aus denen unter der Annahme einer multivariaten Normalverteilung sogenannte
bedingte Mittelwerte und Varianzen abgeleitet werden (Little & Rubin, 2019). Diese bedingten
Parameter werden anschlielend genutzt, um im Maximierungsschritt (M-Step) die Schéatz-
werte der Modellparameter zu optimieren (Little & Rubin, 2019). Dazu wird die sogenannte
vollstéandige Likelihood-Funktion gebildet. Sie beschreibt die gemeinsame Wahrscheinlichkeit
der beobachteten und der im E-Step geschatzten Daten (Little & Rubin, 2019). Diese Funktion
wird hinsichtlich der Modellparameter maximiert, um mdéglichst passende Werte zu bestimmen
(Little & Rubin, 2019). Beide Schritte wechseln sich ab, bis sich die Ergebnisse nicht mehr
wesentlich verandern, also konvergieren (Little & Rubin, 2019).

Der EM-Algorithmus setzt voraus, dass die Verteilung der Daten entweder bekannt ist oder
durch ein geeignetes Modell angenahert werden kann (Little & Rubin, 2019). Er wird typischer-
weise bei kontinuierlichen Variablen eingesetzt, da fir diese haufig die Annahme einer mul-
tivariaten Normalverteilung als gerechtfertigt gilt (Little & Rubin, 2019). Diese Annahme er-
moglicht eine mathematisch exakte Berechnung der bedingten Mittelwerte und Varianzen im
E-Step (Little & Rubin, 2019). Eine Schwache des EM-Algorithmus wiederum besteht darin,
dass er die durch die Imputation entstehende Unsicherheit nicht berlcksichtigt (Little & Rubin,
2019). Da nur ein einzelner Satz an Schatzwerten generiert wird, kdnnen Standardfehler und
Konfidenzintervalle zu optimistisch ausfallen (Little & Rubin, 2019).

Regressionsbasierte Imputation

Bei der regressionsbasierten Imputation werden fehlende Werte durch Schatzwerte ersetzt,
die mithilfe eines Regressionsmodells auf Grundlage der beobachteten Variablen ermittelt
werden (Schafer & Graham, 2002). Das Verfahren nimmt an, dass sich die Zielvariable (Vari-
able mit fehlenden Werten) aus einer oder mehreren Pradiktorvariablen vorhersagen lasst
(Schafer & Graham, 2002). Als Pradiktorvariablen werden vollstandig beobachtete Merkmale
bezeichnet, die zur Erstellung des Regressionsmodells herangezogen werden, um die Ziel-
groRe vorherzusagen (Little & Rubin, 2019). Bei der Erstellung des Modells werden aus-
schliel3lich Beobachtungen bericksichtigt, fur die alle relevanten Pradiktorvariablen vollstan-
dig vorliegen (Little & Rubin, 2019). Anschliel’end werden die fehlenden Werte im urspringli-
chen Datensatz durch Vorhersagen aus diesem Modell ersetzt (Little & Rubin, 2019). Die
Schatzung kann deterministisch erfolgen, wobei jeweils nur der Regressionswert eingesetzt
wird (Little & Rubin, 2019), oder stochastisch, indem dem Wert ein Zufallsterm entsprechend
der Restvarianz des Modells hinzugefligt wird (Schafer & Graham, 2002). Letzteres erhalt die
natlrliche Streuung der Daten besser und vermeidet eine kinstliche Glattung der Verteilung
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(Schafer & Graham, 2002). Die Anwendung der regressionsbasierten Imputation ist insbeson-
dere bei kontinuierlichen Zielvariablen sinnvoll, wenn ein klarer Zusammenhang mit den Pra-
diktorvariablen besteht (Schafer & Graham, 2002). Die Anwendbarkeit ist jedoch einge-
schrankt, wenn der Zusammenhang zwischen der Zielvariablen und den Pradiktoren nicht an-
nahernd linear ist (Schafer & Graham, 2002) oder wenn die Pradiktorvariablen selbst fehlende
Werte aufweisen (Little & Rubin, 2019). Abbildung 3.5 zeigt das Prinzip der regressionsbasier-
ten Imputation anhand eines Diagramms.
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Abbildung 3.5: Prinzip der regressionsbasierten Imputation (deterministisch)

Abbildung 3.5 verdeutlicht, wie auf Grundlage eines bekanntes Zusammenhangs zwischen
einer Pradiktorvariable (Temperatur) und einer Zielvariable (Maschinenleistung) fehlende
Werte durch Schatzung ersetzt werden. Fur vollstandige Beobachtungen wird ein Regressi-
onsmodell erzeugt, auf dessen Grundlage die Zielwerte an den bekannten Pradiktorstellen
(vertikale Linien) imputiert werden. In der Abbildung erfolgt die Schatzung der Imputations-
werte deterministisch. Im Fall einer stochastischen Schatzung lagen die Werte nicht genau auf
der Regressionsgeraden, sondern leicht versetzt.

3.3.6 Imputation mit maschinellen Lernverfahren

Maschinelle Lernverfahren gelten als flexible und datengetriebene Ansatze, die insbesondere
dann Vorteile bieten, wenn Modellannahmen wie die Normalverteilung nicht erfillt sind
(Emmanuel et al., 2021). Sie haben sich vor allem in der Datenvorverarbeitung als leistungs-
fahige Werkzeuge etabliert und gewinnen aufgrund ihrer vielseitigen Einsatzméglichkeiten zu-
nehmend an Bedeutung (Emmanuel et al., 2021). Maschinelle Lernverfahren charakterisieren
sich durch ihre Fahigkeit, komplexe und nichtlineare Zusammenhange zwischen Variablen zu
erfassen und zur Rekonstruktion fehlender Daten zu nutzen (Wang et al., 2021). Im Gegensatz
zu statistischen Verfahren setzen sie keine strikten Annahmen uber die Verteilungsform der
Daten voraus und bieten oft eine gréRere Flexibilitat in heterogenen und hochdimensionalen
Datensatzen (Prakash et al., 2024). Einige relevante Verfahren werden nachfolgend beschrie-
ben.

k-Nearest-Neighbor-Imputation

Ein weit verbreitetes Verfahren ist die kNN-Imputation, bei der ein fehlender Wert durch eine
Aggregation (z. B. Mittelwert oder Modus) der Werte der k ahnlichsten Beobachtungen ersetzt
wird (Emmanuel et al., 2021). Dabei werden Werte von Beobachtungen zur Schatzung heran-
gezogen, die der unvollstdndigen Beobachtung in ihren Gbrigen vorhanden Merkmalen beson-
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ders ahnlich sind (Emmanuel et al., 2021). Die Anzahl k gibt dabei an, wie viele dieser ahn-
lichsten Falle in die Berechnung mit einbezogen werden (Emmanuel et al., 2021). Die Ahnlich-
keit wird dabei mithilfe einer Distanzfunktion im sogenannten Merkmalsraum bestimmt, einem
mehrdimensionalen Raum, in dem jede Dimension einem beobachteten Merkmal entspricht
(Emmanuel et al., 2021).

Das Verfahren ist einfach zu implementieren und erzielt gute Ergebnisse bei lokal strukturier-
ten Daten (Hastie et al., 2009). Das bedeutet, dass sich fehlende Werte vor allem dann gut
schatzen lassen, wenn es im Merkmalsraum kleinere Bereiche gibt, in denen ahnliche Be-
obachtungen nah beieinander liegen und ahnliche Werte aufweisen (Hastie et al., 2009). In
hochdimensionalen Datensatzen hingegen verlieren Distanzmale an Trennscharfe, wodurch
die Aussagekraft des Verfahrens erheblich eingeschrankt wird (Aggarwal et al., 2001). Dieser
Effekt wird als ,curse of dimensionality“ bezeichnet (Aggarwal et al., 2001, S. 1).

Random Forest Imputation

Ein weiteres leistungsfahiges Verfahren ist die Random Forest Imputation, insbesondere in
der Variante missForest (Stekhoven & Buhlmann, 2012). Dieses Verfahren basiert auf dem in
Abschnitt 2.2.1 beschriebenen Random-Forest-Ansatz nach Breiman (2001). Hier wird eine
Vielzahl von Entscheidungsbaumen trainiert, wobei jeder Baum auf einer zufalligen Teilstich-
probe der Daten und einer zufélligen Auswahl an Pradiktoren beruht (Breiman, 2001). Im Im-
putationskontext wird fur jede Variable mit fehlenden Werten ein solcher Random Forest er-
stellt, der die vorhandenen Merkmale als Pradiktoren nutzt, um die fehlenden Werte zu schéat-
zen (Stekhoven & Buhlmann, 2012). Die Imputation erfolgt in einem iterativen Prozess, wobei
zunachst Startwerte eingesetzt werden, die meist durch einfache Verfahren wie Mittelwert-
oder Modusimputation bestimmt werden (Stekhoven & Buhlmann, 2012). AnschlieRend wer-
den Random-Forest-Modelle trainiert und die Schatzungen solange aktualisiert, bis eine Kon-
vergenz erreicht ist (Stekhoven & Buhlmann, 2012).

Random Forests sind in der Lage, sowohl kategoriale als auch kontinuierliche Daten ohne
spezielle Verteilungsannahmen zu verarbeiten und bieten auRerdem Moglichkeiten zur Ein-
schatzung der Vorhersagegtite, etwa Gber Out-of-Bag-Fehler (OOB) (Stekhoven & Bihlmann,
2012). Der OOB misst die Vorhersagegenauigkeit eines Random-Forest-Modells anhand der
Daten, die bei der Konstruktion einzelner Baume nicht verwendet wurden (Stekhoven & Buihl-
mann, 2012). Ein niedriger OOB steht dabei fur eine hohe Genauigkeit des Modells (Stekhoven
& Bihlmann, 2012). Das Verfahren zeigt insbesondere bei komplexen Interaktionen und nicht-
linearen Beziehungen zwischen den Variablen eine hohe Leistungsfahigkeit und ist dabei ro-
bust gegenuber verschiedener Fehlstrukturen (Stekhoven & Buhlmann, 2012). Allerdings sind
Random Forests vergleichsweise rechen- und somit auch zeitaufwandig, besonders bei gro-
Ren Datensatzen mit einer Vielzahl an Baumen und Variablen (Stekhoven & Biihimann, 2012).
AuRerdem sind sie aufgrund der vielen Baume weniger gut interpretierbar als einfache Modelle
wie Regression (Breiman, 2001). Bei sehr kleinen Stichproben kann zudem die Leistung ein-
geschrankt sein, da sich die Fahigkeit des Random Forests verringert, generalisierende Mus-
ter zu erkennen (Hastie et al., 2009).

MIDAS

Ebenfalls den maschinellen Lernverfahren zuzuordnen ist die Multiple Imputation with Denoi-
sing Autoencoders (MIDAS), die neuronale Netze zur Imputation fehlender Werte nutzt
(Prakash et al., 2024). Diese Netzwerke lernen, typische Muster in den Daten zu erkennen,
indem sie wahrend des Trainings bewusst Teile der vorhandenen Daten maskieren oder ver-
bergen und anschlieBend trainiert werden, diese maskierten Werte genau wiederherzustellen
(Lall & Robinson, 2022). Durch dieses Vorgehen entwickelt das Modell die Fahigkeit, fehlende
Werte zu schatzen, indem es das Gelernte auf die tatsachlich fehlenden Daten anwendet (Lall
& Robinson, 2022). MIDAS bendtigt keine spezifischen Annahmen Uber die Verteilung der
Daten und kann komplexe, auch nichtlineare Zusammenhange erfassen (Lall & Robinson,
2022). Um zu vermeiden, dass das Modell die Trainingsdaten zu stark auswendig lernt (Over-
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fitting), verwendet es Techniken wie Dropout, bei denen wahrend des Trainings zufallig ein-
zelne Neuronen (Einheiten) des Netzwerkes deaktiviert werden (Lall & Robinson, 2022).
Dadurch kann laut Lall und Robinson (2022) das Netzwerk nicht zu stark von einzelnen Neu-
ronen oder Verbindungen abhangig werden. Studien von Lall und Robinson (2022) zeigen,
dass MIDAS vor allem bei groften Datensatzen mit komplexen Strukturen sehr genau und
effizient arbeitet. Einschrankungen bestehen wiederum bei sehr kleinen Stichproben sowie
hinsichtlich der Interpretierbarkeit, da die inneren Entscheidungsprozesse neuronaler Netze
komplex sind, somit nur schwer nachvollzogen werden kdnnen und daher auch als Black Box
beschrieben werden (Lall & Robinson, 2022).

Neben MIDAS existieren noch andere auf Autoencodern basierende Ansatze, bei denen Netz-
werke eine komprimierte Reprasentation der vollstandigen Daten lernen und daraus fehlende
Werte rekonstruieren (Pereira et al., 2020). Auf eine detaillierte Darstellung dieser Verfahren
wird im Folgenden aufgrund des hohen Umfangs nicht weiter eingegangen. Anschlie3end wer-
den die wichtigsten Erkenntnisse zum Umgang mit fehlenden Werten zusammengefasst.

3.4 Schlussfolgerungen zum Umgang mit fehlenden Werten

Das vorliegende Kapitel befasst sich mit dem Auftreten, der Erkennung und der Behandlung
fehlender Werte in Datensatzen und stellt dabei verschiedene Klassifikationen und Verfahren
differenziert dar. Fehlende Werte stellen ein zentrales Problem in der Datenanalyse dar, da
sie die Integritat und Aussagekraft statistischer und maschineller Lernverfahren erheblich be-
eintrachtigen kénnen (Little & Rubin, 2019). Fehlende Werte kdnnen unterschiedliche Ursa-
chen haben, etwa technische Defekte (Teh et al., 2020) oder systembedingte Ausfalle in in-
dustriellen Prozessen (Fleck et al., 2020). Entscheidend fur die Auswahl geeigneter Behand-
lungsverfahren ist die genaue Kenntnis des zugrunde liegenden Mechanismus des Fehlens
von Werten (Little & Rubin, 2019). Gemal der Klassifikation von Little und Rubin (2019) lassen
sich drei Arten fehlender Werte unterscheiden. Demnach erfolgt das Fehlen von Werten bei
MCAR véllig unabhangig von beobachteten und unbeobachteten Werten, wohingegen das
Fehlen bei MAR durch beobachtete Variablen erklart werden kann. Bei MNAR liegt gemaR der
Einordnung der Autoren die Ursache des Fehlens in der Variable selbst. Die Identifikation feh-
lender Werte erfolgt primar im Rahmen einer EDA (Cleff, 2015), etwa durch grafische Verfah-
ren wie Heatmaps (Fernstad, 2019) oder Missingness-Matrizen (Little & Rubin, 2019), welche
Muster systematischen Fehlens visualisieren. Erganzend kommen statistische Tests zum Ein-
satz, etwa zur Prifung der MCAR-Annahme (Little & Rubin, 2019).

Zur Behandlung fehlender Werte existieren nach Little und Rubin (2019) unterschiedliche Ar-
ten von Verfahren. Eliminierungsverfahren bieten demnach einen einfachen Zugang, sind je-
doch ausschlief3lich bei vollstandig zufalligem Fehlen der Daten ohne gravierenden Informati-
onsverlust anwendbar. Imputationsverfahren hingegen ermdglichen eine Erhaltung der Daten-
struktur und reduzieren Verzerrungen (Schafer & Graham, 2002), wobei Aufwand und Kom-
plexitat je nach Verfahren stark variieren (Emmanuel et al., 2021). Statistische Imputationsver-
fahren sind unkompliziert und fur eine geringe Anzahl fehlender Werte geeignet (Garcia et al.,
2015), kénnen jedoch Varianz und Kovarianz unterschatzen (Little & Rubin, 2019). Klassen-
basierte Verfahren beriicksichtigen Gruppenzugehdérigkeiten und optimieren dadurch die Plau-
sibilitdt der Schatzungen (Bankhofer, 1995), stoRen jedoch bei komplexen multivariaten Zu-
sammenhangen an ihre Grenzen (Schafer & Graham, 2002). Multivariate Verfahren erfassen
diese Zusammenhange umfassend und bieten eine solide statistische Grundlage, sind jedoch
rechnerisch aufwandiger (Schafer & Graham, 2002). Ansatze auf Basis maschineller Lernver-
fahren erweitern das Spektrum durch ihre Fahigkeit, komplexe, nichtlineare Muster zu erken-
nen und zeigen insbesondere bei heterogenen und hochdimensionalen Daten gute Ergebnisse
(Emmanuel et al., 2021). Die Wahl des Verfahrens sollte stets an den spezifischen Kontext
angepasst und die Ergebnisse sorgfaltig validiert werden (Emmanuel et al., 2021). Nach der
Behandlung fehlender Werte ist die Reduktion Uberflissiger Informationen eine weitere be-
deutende Komponente der Datenvorverarbeitung (Garcia et al., 2015). Im folgenden Kapitel
werden daher Verfahren zur Erkennung und Entfernung redundanter Daten vorgestellt.
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4 Umgang mit Datenredundanzen

In datenanalytischen Prozessen sind umfangreiche und hochdimensionale Datensatze haufig
mit redundanten oder irrelevanten Informationen behaftet (Han et al., 2012). Solche Daten
erschweren die Analyse und kénnen die Effizienz der eingesetzten Data-Mining-Verfahren be-
eintrachtigen (Han et al., 2012). Die gezielte Reduktion redundanter oder irrelevanter Daten
ist daher ein entscheidender Schritt in der Datenvorverarbeitung, da sie die Effizienz von Ana-
lyseverfahren verbessert und die resultierenden Modelle verstandlicher macht (Han et al.,
2012).

Dieses Kapitel stellt verbreitete Verfahren zur Reduktion redundanter Daten vor. Die Darstel-
lung der Verfahren erfolgt mit dem Ziel, deren methodische Grundlagen zu vermitteln und die
jeweiligen Einsatzmoglichkeiten im datenanalytischen Kontext zu erlautern. Anders als im Ka-
pitel zum Umgang mit fehlenden Werten wird hier die Trennung zwischen Verfahren zur Iden-
tifikation und zur Behandlung bewusst aufgehoben, da viele Verfahren beide Aufgaben gleich-
zeitig erflllen. Zur Einordnung der Verfahren werden im folgenden Abschnitt zunachst die ver-
schiedenen Typen von Datenredundanzen beschrieben.

4.1 Typen von Datenredundanzen

In der Literatur wird bei der Datenreduktion zwischen Merkmalsreduktion und Instanzenreduk-
tion unterschieden (Han et al., 2012). Redundanzen auf Merkmalsebene liegen vor, wenn zwei
oder mehr Attribute einer Datenstruktur dieselbe oder nahezu dieselbe Information enthalten
(Han et al., 2012). Solche Merkmale beeintrachtigen die Effizienz von Data-Mining-Verfahren
und kénnen den Rechenaufwand deutlich erhéhen (Han et al., 2012). Dartber hinaus kénnen
sie statistische und maschinelle Lernmodelle tberlasten, die im Rahmen von Datenanalyse-
verfahren verwendet werden, da sie zu Multikollinearitat fihren und dadurch die Stabilitat der
Modellschatzung beeintrachtigen (Kim, 2019). Zudem steigt mit zunehmender Anzahl redun-
danter Merkmale die Komplexitat des Modells, ohne dass ein entsprechender Informationsge-
winn erzielt wird (Kuzudisli et al., 2023). Redundanz auf Instanzebene hingegen liegt vor, wenn
Beobachtungen im Datensatz enthalten sind, deren Informationen durch andere Instanzen be-
reits abgedeckt sind, weil sie identische oder sehr ahnliche Merkmalsauspragungen besitzen
(Olvera-Lopez et al., 2010). Solche redundanten Instanzen vergréf3ern die Datenmenge, fih-
ren zu langeren Rechenzeiten und kénnen die Modellanpassung erschweren (Garcia et al.,
2012). Mithilfe geeigneter Verfahren lassen sich Datenredundanzen erkennen und reduzieren,
ohne den strukturellen Informationsgehalt des Datensatzes wesentlich zu beeintrachtigen
(Triguero et al., 2015). Nachdem nun die Typen von Datenredundanzen beschrieben wurden,
werden im Folgenden zunachst Verfahren zur Reduktion redundanter Merkmale vorgestellt,
bevor anschlieRend Verfahren zur Behandlung redundanter Instanzen betrachtet werden.

4.2 Verfahren zur Reduktion von Datenredundanzen auf Merkmalsebene

Um redundante Merkmale zu identifizieren und zu entfernen, stehen unterschiedliche Verfah-
ren zur Verfigung, die je nach Art der Daten, Zielvariable und spater eingesetztem Lernalgo-
rithmus variieren kénnen (Theng & Bhoyar, 2024). Einige Verfahren arbeiten auf Grundlage
statistischer Korrelationen, andere basieren auf informationstheoretischen Konzepten oder
sind direkt in den Lernprozess eingebettet (Li et al., 2017). Die Auswahl eines geeigneten
Verfahrens beeinflusst nicht nur die Effizienz der Datenverarbeitung, sondern auch die Qualitat
und Interpretierbarkeit der resultierenden Modelle (Brown et al., 2012). Um die unterschiedli-
chen methodischen Ansatze zu betrachten, werden im Folgenden grundlegende Verfahren zur
Reduktion redundanter Merkmale auf Merkmalsebene vorgestellt.
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421 Korrelationsanalyse

Die Korrelationsanalyse zahlt zu den grundlegenden Verfahren der Merkmalsauswahl und
dient der Identifikation redundanter Informationen in Datensatzen (Guyon & Elisseeff, 2003).
Ziel ist es, Merkmale zu erkennen, die untereinander stark korrelieren und somit potenziell
dieselbe Information enthalten (Guyon & Elisseeff, 2003). Ein haufig eingesetztes Werkzeug
ist die Pearson-Korrelation p (Guyon & Elisseeff, 2003), die den linearen Zusammenhang zwi-
schen zwei Merkmalen quantifiziert und Werte zwischen -1 und +1 annehmen kann (Cleff,
2015). In der Praxis werden oft folgende Kategorien verwendet, um die Starke des linearen
Zusammenhangs zu interpretieren (Cleff, 2015, S. 101):

e |r| <0,5: Schwacher linearer Zusammenhang
e 0,5<|r| <0,8: Mittlerer linearer Zusammenhang
e |r] = 0,8 : GroRer linearer Zusammenhang

Liegt eine starke Korrelation zwischen zwei Merkmalen vor, kann dies auf redundante Infor-
mation hinweisen (Li et al., 2017). In der Praxis wird in solchen Fallen haufig eines der Merk-
male entfernt, um den Informationsgehalt zu verdichten und die Modellstruktur zu vereinfachen
(Li et al., 2017). Hall (1999) greift diese Idee auf und erweitert sie im Rahmen des Verfahrens
der Correlation-based Feature Selection (CFS) zu einem systematischen Auswahlverfahren.
In seinem Ansatz der CFS schlagt Hall (1999) vor, aus der Gesamtheit aller Merkmale eine
Teilmenge so auszuwahlen, dass diese einerseits eine hohe Korrelation mit der Zielvariable
(Relevanz) aufweist und andererseits moglichst gering untereinander korreliert (geringe Re-
dundanz). Um dies zu erreichen, wird fiir jede potenzielle Merkmalskombination ein sogenann-
ter Merit-Wert berechnet, der das Verhaltnis zwischen der durchschnittlichen Korrelation der
Merkmale mit der Zielvariablen (Relevanz) und der durchschnittlichen Korrelation der Merk-
male untereinander (Redundanz) ausdruckt (Hall, 1999). Je héher dieser Wert, desto besser
die Balance zwischen hoher Informationsdichte und geringer Redundanz (Hall, 1999). Ziel die-
ser Auswahl ist es, eine kompakte, aber informationsreiche Merkmalsbasis zu identifizieren,
die sich fir den Einsatz in nachfolgenden Analysen eignet (Hall, 1999). Korrelationsbasierte
Verfahren ermoglichen somit eine effektive Vorselektion von Merkmalen und dienen als
Grundlage fur weiterfuhrende Reduktionsverfahren (Li et al., 2017). Besonders im Kontext
hochdimensionaler Daten kénnen sie dazu beitragen, die Komplexitat zu verringern, die Mo-
dellglte zu steigern und Overfitting zu vermeiden (Li et al., 2017).

4.2.2 Mutual-Information-Verfahren

Mutual Information (M) ist ein informations-theoretisches Mal, das den gemeinsamen Infor-
mationsgehalt zweier Variablen quantifiziert (Cover & Thomas, 2005). Ml basiert auf dem Kon-
zept der Entropie und misst, wie stark das Wissen Uber den Wert eines Merkmals die Unsi-
cherheit Uber ein anderes Merkmal reduziert (Cover & Thomas, 2005). Je grofier dieser Infor-
mationsgewinn, desto starker ist die wechselseitige Abhangigkeit zwischen beiden Merkmalen
(Cover & Thomas, 2005). Dabei ist Ml symmetrisch, nicht negativ und nimmt den Wert null an,
wenn zwei Merkmale vollkommen unabhangig voneinander sind (Cover & Thomas, 2005).

Im Gegensatz zur Pearson-Korrelation ist MI nicht auf lineare Zusammenhange beschrankt,
sondern erkennt auch nichtlineare Zusammenhange (Cover & Thomas, 2005). Aufgrund die-
ser Eigenschaft wird Ml wird in zahlreichen Verfahren der Merkmalsauswahl (Feature Selec-
tion) genutzt, um Redundanzen zwischen Merkmalen zu identifizieren (Vergara & Estévez,
2014). Hohe MI-Werte zwischen zwei Features gelten dabei als Hinweis auf dhnliche Informa-
tionsinhalte. Verfahren wie Minimum Redundancy Maximum Relevance folgen dieser Einsicht,
indem sie Merkmale mit hoher Relevanz zur Zielvariable und gleichzeitig geringer Redundanz
untereinander selektieren (Radovic et al., 2017). Aufgrund ihrer Flexibilitat eignet sich Ml ins-
besondere zur Analyse hochdimensionaler und nichtlinear strukturierter Datensatze (Beraha
et al., 2019).
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4.2.3 Variance-Inflation-Factor-Verfahren

Der Variance Inflation Factor (VIF) ist ein etabliertes Mal} zur Diagnose von Multikollinearitat
in linearen Regressionsmodellen (Kyriazos & Poga, 2023). Er beschreibt, in welchem Ausmalf}
die Varianz einzelner Regressionskoeffizienten durch lineare Zusammenhange mit anderen
Pradiktoren vergréRert wird (James et al., 2023). Ein hoher VIF deutet darauf hin, dass das
betreffende Merkmal im Modell keine oder kaum eigenstandige Information mehr beitragt
(Akinwande et al., 2015). Der VIF wird insbesondere eingesetzt, um redundante Merkmale im
Rahmen linearer Modellierungen zu identifizieren (Akinwande et al., 2015).

Das grundlegende Prinzip des VIF besteht darin, zu prifen, in welchem Malf3e sich ein Merk-
mal durch andere erklarende Variablen vorhersagen lasst (Akinwande et al., 2015). Je starker
ein Merkmal durch andere Merkmale erklarbar ist, desto wahrscheinlicher handelt es sich um
eine potenziell redundante Information (O’Brien, 2007). Der VIF wird fir jede Variable berech-
net, indem untersucht wird, wie gut sie durch die Gbrigen Pradiktoren erklarbar ist, typischer-
weise unter Ruckgriff auf das Bestimmtheitsmal} (James et al., 2023). Der Wert eins stellt das
theoretische Minimum des VIF dar und signalisiert, dass keinerlei lineare Beziehung zwischen
Variablen besteht (James et al., 2023). Als Faustregel wird haufig angenommen, dass ein VIF-
Wert grof3er als funf oder zehn auf problematische Multikollinearitat hinweist (James et al.,
2023). Hohe VIF-Werte kdnnen die Interpretierbarkeit und Stabilitat eines Modells beeintrach-
tigen, da sie auf starke lineare Zusammenhange zwischen den Pradiktoren hinweisen (James
et al., 2023). Der VIF gilt aufgrund seiner Fahigkeit, die lineare Erklarbarkeit eines Merkmals
durch andere Pradiktoren zu quantifizieren, als bewahrtes Werkzeug zur Erkennung redun-
danter Merkmale in linearen Modellkontexten (Akinwande et al., 2015).

4.2.4 Wrapper-Verfahren

Wrapper-Verfahren bewerten die Bedeutung einzelner Merkmale, indem sie deren Einfluss auf
die Leistung eines spezifischen Lernmodells direkt testen (Kohavi & John, 1997). Dazu wird
ein Lernalgorithmus, bspw. ein Entscheidungsbaum oder Klassifikator, wiederholt auf unter-
schiedliche Teilmengen der Merkmale trainiert (Guyon & Elisseeff, 2003). Fur jede Merkmals-
kombination wird die Modellgite berechnet, um herauszufinden, welche Merkmale zur besten
Vorhersage beitragen (Bolon-Canedo et al., 2013). Die Modellglte bezeichnet dabei die Fa-
higkeit des Modells, korrekte Vorhersagen fur unbekannte Daten zu liefern (Kohavi & John,
1997). Dies gelingt etwa durch eine hohe Genauigkeit oder geringe Fehlermale (Kohavi &
John, 1997).

Ein verbreitetes Wrapper-Verfahren ist die Recursive Feature Elimination (RFE), bei der das
Modell mit allen verfligbaren Merkmalen gestartet wird (Guyon et al., 2002). Anschlie3end wird
iterativ das Merkmal mit dem geringsten Einfluss auf die Modellglte entfernt, bis eine 6kono-
mische Merkmalsmenge gefunden ist (Guyon et al., 2002). Auf diese Weise lasst sich eine
Merkmalsauswahl erzeugen, die eng an die Leistung des konkreten Modells angepasst ist
(Kohavi & John, 1997). Wrapper-Verfahren gelten daher als besonders genau, sind aber re-
chenintensiv, da fur jede Merkmalskonstellation ein vollstandiges Modell trainiert werden muss
(Liu & Yu, 2005). AuRerdem arbeiten sie stets in Abhangigkeit eines spezifischen Lernalgo-
rithmus und sind somit zwar auf das verwendete Modell abgestimmt, jedoch nicht notwendi-
gerweise auf andere Modelltypen Ubertragbar (Blum & Langley, 1997).

4.2.5 Embedded-Verfahren

Embedded-Verfahren verknlpfen die Merkmalsauswahl unmittelbar mit dem Lernprozess ei-
nes Modells (Saeys et al., 2007). Im Gegensatz zu Wrapper-Verfahren, bei denen die Bewer-
tung der Merkmale separat durch wiederholtes Modelltraining erfolgt, ist die Auswahl hier ein
integraler Bestandteil des Trainingsvorgangs selbst (Chandrashekar & Sahin, 2014). Das be-
deutet, dass das Modell bereits wahrend des Trainings erkennt, welche Merkmale fiir die Ziel-
groéfRe relevant sind und welche nicht (Chandrashekar & Sahin, 2014). Ein Beispiel fur Embed-
ded-Verfahren ist die Lasso-Regression (Tibshirani, 1996). Dieses Verfahren regt das Modell
dazu an, moglichst viele Merkmalsgewichte auf null zu setzen, wodurch irrelevante Merkmale
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automatisch ausgeschlossen werden (Tibshirani, 1996). Das bedeutet, dass Merkmale, die
wenig zur Vorhersage beitragen, automatisch ausgeschlossen werden (Tibshirani, 1996). Auf
diese Weise wird wahrend des Modelltrainings gleichzeitig eine Auswahl relevanter Merkmale
getroffen (Tibshirani, 1996). Auch Entscheidungsbdume wie Random Forests verfiigen tber
eingebettete Selektionsmechanismen, indem sie beim Aufbau des Modells wiederholt Splits
durchflhren, also Entscheidungen dariber treffen, bei welchem Schwellenwert eines Merk-
mals der Datenraum aufgeteilt wird (Breiman, 2001). Je haufiger ein Merkmal fir solche Auf-
teilungen verwendet wird, desto groRer ist sein Einfluss auf die Modellstruktur, was Ruck-
schlusse auf seine Relevanz zulasst (Breiman, 2001).

Embedded-Verfahren flihren die Merkmalsauswahl wahrend des Trainings durch und gelten
als Kompromiss zwischen rechenintensiven Wrapper-Verfahren und modellunabhangigen Fil-
terverfahren (Chandrashekar & Sahin, 2014). Sie sind meist effizienter als Wrapper-Verfahren,
da keine separate Suche uber alle Merkmalskombinationen erforderlich ist (Liu & Motoda,
2007). Gleichzeitig berticksichtigen sie im Gegensatz zu Filter-Verfahren auch die Interaktion
mit dem verwendeten Lernalgorithmus (Liu & Motoda, 2007). Allerdings sind auch Embedded-
Verfahren modellabhangig, die ausgewahlten Merkmale sind also auf das jeweilige Modell an-
gepasst und nicht notwendigerweise Ubertragbar (Liu & Motoda, 2007).

4.2.6 Merkmalsextraktionsverfahren

Im Gegensatz zur Merkmalsauswabhl, bei der eine Teilmenge bestehender Merkmale beibe-
halten wird, zielt die Merkmalsextraktion darauf ab, neue Merkmale durch Transformation der
urspringlichen Daten zu erzeugen (Li et al., 2017). Diese neuen Merkmale stellen Kombinati-
onen der urspriinglichen Variablen dar und reprasentieren die relevanten Strukturen des Da-
tensatzes in kompakterer Form (Li et al., 2017). Ziel ist es, die Anzahl der Merkmale zu verrin-
gern und gleichzeitig die relevanten Strukturen der Daten zu erhalten (Liu & Motoda, 2007).

Ein verbreitetes Verfahren ist die PCA, bei der die Daten in ein neues orthogonales Koordina-
tensystem transformiert werden, dessen Achsen (Hauptkomponenten) die maximale Varianz
der Daten abbilden (Neuer, 2024). Neben linearen Verfahren wie PCA existieren auch nichtli-
neare Ansatze wie t-Distributed-Stochastic-Neighbor-Embedding-Algorithm die besonders fir
die Visualisierung hochdimensionaler Daten geeignet sind, da sie lokale Nachbarschaften und
Clusterstrukturen abbilden kdnnen (Neuer, 2024). Die Merkmalsextraktion dienen somit nicht
nur der Effizienzsteigerung (Li et al., 2017), sondern kann auch zur Entdeckung verborgener
Muster und Strukturen beitragen, die im urspriinglichen Merkmalsraum nicht unmittelbar sicht-
bar sind (Neuer, 2024). Damit leistet die Merkmalsextraktion einen wichtigen Beitrag zur Auf-
bereitung komplexer Daten. Nach der Vorstellung der Verfahren zur Merkmalsreduktion wer-
den im folgenden Abschnitt Verfahren zur Reduktion auf Instanzebene beschrieben.

4.3 Verfahren zur Reduktion von Datenredundanzen auf Instanzebene

Zur Bestimmung der Ahnlichkeit zwischen Instanzen werden laut Wilson und Martinez (2000)
in der Regel Distanz- oder AhnlichkeitsmaRe verwendet. Instanzen, die im Merkmalsraum in
unmittelbarer Nahe zueinander liegen und identische Zielvariablen aufweisen, gelten demnach
haufig als potenziell redundant, da sie inhaltlich keine zusatzlichen Informationen zum Daten-
satz beitragen (Wilson & Martinez, 2000). Redundante Instanzen kénnen geldscht, zusam-
mengefasst oder durch sogenannte Prototypen ersetzt werden (Wilson & Martinez, 2000). Die
Wahl des konkreten Verfahrens hangt von Anwendungsfall, der Datenstruktur und dem Ziel
der Analyse ab (Triguero et al., 2015). Bei begrenzten Speicher- oder Rechenressourcen kann
das Entfernen von Duplikaten oder sehr ahnlichen Instanzen eine einfache und effektive Mal3-
nahme zur Reduktion des Speicherbedarfs sein (Wilson & Martinez, 2000). In anderen Sze-
narien, etwa bei der Modellkomprimierung oder bei Anwendungen mit kontinuierlich einlaufen-
den Datenstromen, sind weiterfihrende Selektionsstrategien wie das Clustering oder Prototy-
ping zielfuhrender (Triguero et al., 2015). Im Folgenden werden relevante Verfahren zur Iden-
tifikation und Reduktion redundanter Instanzen vorgestellit.
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4.3.1 Distanzbasierte Analyse

Ein verbreitetes Verfahren zur Erkennung redundanter Instanzen ist die distanzbasierte Ana-
lyse (Aggarwal et al., 2001). Dabei werden fiir jede Instanz Abstande zu anderen Instanzen im
Merkmalsraum berechnet, etwa mithilfe der euklidischen oder Manhattan-Distanz (Aggarwal
et al., 2001). Die euklidische Distanz entspricht der Luftlinienentfernung zwischen zwei Daten-
punkten im Merkmalsraum und berilcksichtigt alle Dimensionen gleichermalRen (Aggarwal et
al., 2001). Die Manhattan-Distanz hingegen summiert die absoluten Unterschiede in jeder Di-
mension und ist dadurch besonders robust gegenlber Ausreilern (Aggarwal et al., 2001).
Beide MaRe ermdglichen die Quantifizierung von Ahnlichkeiten zwischen Instanzen, wobei
geringe Distanzen auf potenzielle Redundanz hindeuten kénnen (Aggarwal et al., 2001). Ba-
sierend auf einem zuvor festgelegten Distanzschwellenwert kdnnen solche Instanzen identifi-
ziert und als redundant klassifiziert werden (Wilson & Martinez, 2000). Diese werden dann
entweder entfernt, zusammengefasst oder durch Reprasentanten ersetzt (Wilson & Martinez,
2000).

Distanzbasierte Verfahren werden haufig zur Datenbereinigung eingesetzt, etwa zur Erken-
nung und Entfernung duplizierter oder sehr ahnlicher Instanzen, die als redundant gelten, da
sie keine zusatzlichen Informationen zur Struktur des Datensatzes beitragen (Wilson &
Martinez, 2000). Sie lassen sich zudem gut mit Clustering- oder Prototypenverfahren kombi-
nieren (Triguero et al., 2015). In hochdimensionalen Datensatzen kann jedoch die Aussage-
kraft von DistanzmalRen abnehmen (Aggarwal et al., 2001). Mit zunehmender Anzahl an Merk-
malen nahern sich die Abstande zwischen allen Datenpunkten an, wodurch sich ihre Unter-
scheidbarkeit reduziert, weshalb auf Distanzmalien basierende Verfahren fehleranfallig oder
ineffizient werden kdnnen (Aggarwal et al., 2001). Um dem entgegenzuwirken, empfiehlt sich
der Einsatz dimensionsreduzierender DVV, wie bspw. der Hauptkomponentenanalyse
(Gewers et al., 2022). Basierend auf Aggarwal et al. (2001) zeigt die folgende Abbildung 4.1
schematisch den Unterschied der euklidischen und der Manhattan-Distanz.
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Abbildung 4.1: Schematischer Vergleich der euklidischen und der Manhattan-Distanz

Abbildung 4.1 veranschaulicht den Unterscheid zwischen der euklidischen Distanz und der
Manhattan-Distanz anhand zweier Punkte im Merkmalsraum. Wahrend die euklidische Distanz
der direkten Luftlinie zwischen den Punkten entspricht, basiert die Manhattan-Distanz auf ei-
nem rechtwinkligen Pfad, der nur horizontale und vertikale Schritte erlaubt. Die Darstellung
zeigt, dass sich die beiden Distanzmalde je nach Anordnung deutlich unterscheiden kénnen.
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4.3.2 Clustering

Ein weiterer verbreiteter Ansatz zur Erkennung von redundanten Informationen auf Instan-
zebene ist das Clustering (Olvera-Lépez et al., 2010). Hierbei werden Instanzen basierend auf
ihrer Ahnlichkeit in Cluster eingeteilt, sodass innerhalb eines Clusters eine hohe Ahnlichkeit
und zwischen Clustern eine méglichst geringe Ahnlichkeit besteht (Aggarwal, 2018). Verfahren
wie der k-Means-Algorithmus erlauben es, innerhalb dieser Cluster sogenannte Reprasentan-
ten oder Prototypen zu identifizieren (Aggarwal, 2018). Beim k-Means-Algorithmus wird fur
jedes Cluster ein Zentrum berechnet, das den Durchschnitt aller zugehdérigen Punkte darstellt
(Aggarwal, 2018). Dieses Zentrum wird auch als Prototyp bezeichnet und kann als typischer
Vertreter fir alle ahnlichen Instanzen innerhalb des entsprechenden Clusters dienen
(Aggarwal, 2018). Instanzen, die sich nur geringfiigig von diesen Prototypen unterscheiden,
tragen haufig keine zusatzlichen Informationen bei (Aggarwal, 2018) und kdnnen daher ent-
fernt oder aggregiert werden.

4.3.3 Instanzenselektion

Neben distanzbasierten Verfahren und Clustering stellt die gezielte Instanzenselektion ein wei-
teres grundlegendes Vorgehen zur Reduktion redundanter Daten auf Instanzebene dar (Ol-
vera-Lopez et al., 2010). Ziel ist dabei, eine Teilmenge der Instanzen zu extrahieren, die so-
wohl reprasentativ flr die Gesamtstruktur ist, als auch zur Erhéhung der Modellgute beitragt
(Triguero et al., 2015). Die Verfahren der Instanzenselektion lassen sich grob unterteilen in
konsistenzorientierte und kompressionsorientierte Ansatze, je nachdem, ob Genauigkeit oder
Datenreduktion im Vordergrund steht (Wilson & Martinez, 2000). Ein Beispiel fur einen konsis-
tenzorientierten Ansatz ist das Edited Nearest Neighbor (ENN)-Verfahren, bei dem inkonsis-
tente oder potenziell fehlerhafte Instanzen entfernt werden, die von ihren Nachbarn anders
klassifiziert wirden (Triguero et al., 2015). Demgegenulber steht das Verfahren Condensed
Nearest Neighbor, das als kompressionsorientierter Ansatz nur jene Instanzen beibehalt, die
fur eine korrekte Klassifikation tatsachlich notwendig sind (Wilson & Martinez, 2000). Viele
dieser Verfahren wurden urspriinglich im Kontext des Uberwachten Lernens entwickelt und
zielen auf eine Verbesserung der Klassifikationsleistung bei gleichzeitiger Reduktion der Trai-
ningsdatenmenge ab (Wilson & Martinez, 2000). Sie lassen sich jedoch auch adaptieren, um
in nichtiberwachten Analysekontexten redundante Instanzen zu identifizieren (Olvera-Lopez
et al., 2010).

44 Schlussfolgerungen zum Umgang mit Datenredundanzen

Die Reduktion redundanter Informationen ist ein grundlegender Bestandteil der Datenvorver-
arbeitung, da Uberflissige Merkmale oder Instanzen die Modellqualitat, Rechenleistung und
Interpretierbarkeit negativ beeinflussen kdnnen (Han et al., 2012). Besonders bei hochdimen-
sionalen Datensatzen treten solche Redundanzen haufig auf und missen systematisch adres-
siert werden (Kim, 2019). Zur Reduktion redundanter Merkmale kommen insbesondere korre-
lationsbasierte Verfahren wie CFS zum Einsatz, die auf eine geringe Redundanz bei gleich-
zeitig hoher Zielrelevanz abzielen (Hall, 1999). Informationsbasierte Ansatze wie Ml erlauben
zusatzlich die Erkennung nichtlinearer Zusammenhange (Cover & Thomas, 2005), wahrend
der VIF speziell zur Diagnose von Multikollinearitat in linearen Modellen dient (Akinwande et
al., 2015). Wrapper- und Embedded-Verfahren bieten modellabhangige Alternativen, die ent-
weder durch wiederholtes Training (Guyon et al., 2002) oder direkt wahrend des Modellauf-
baus (Tibshirani, 1996) relevante Merkmale selektieren. Auch auf Instanzebene ist die Entfer-
nung redundanter Daten von Bedeutung. Distanzbasierte Verfahren kénnen sehr dhnliche Be-
obachtungen identifizieren (Aggarwal et al., 2001). Clustering-Verfahren wiederum ermdgli-
chen die Bildung typischer Reprasentanten (Aggarwal, 2018), wahrend Instanzenselektions-
verfahren gezielt besonders informative Teilmengen extrahieren (Wilson & Martinez, 2000).
Auf Basis der in den Kapiteln 3.3, 4.2 und 4.3 vorgestellten Verfahren zur Behandlung fehlen-
der Werte und zur Datenreduktion wird im folgenden Kapitel ein Experimentierplan entwickelt,
anhand dessen dem die Wirksamkeit der Verfahren systematisch Uberprift werden kann.
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5 Konzeption des Experimentierplans

Um den Einfluss verschiedener DVV auf datengetriebene Analyseprozesse nachvollziehbar
zu untersuchen, ist ein methodisch fundiertes Vorgehen erforderlich. Im Zentrum steht dabei
die Entwicklung eines strukturierten, transparenten und universell anwendbaren Experimen-
tierplans, mit dem sich der Einfluss verschiedener Strategien zur Behandlung fehlender Werte
und zur Reduktion von Datenredundanzen auf die Qualitat datengetriebener Analyseprozesse
messen lasst. Dieser Plan bildet die methodische Grundlage fiir die spatere Implementierung
und soll eine objektive Vergleichbarkeit unterschiedlicher Verfahren unter reproduzierbaren
Bedingungen ermoglichen.

Ein solches Vorgehen ist notwendig, weil sich in der Praxis zeigt, dass die Leistungsfahigkeit
datengetriebener Modelle, wie in Kapitel 2 dargelegt, nicht allein vom gewahlten Analysever-
fahren abhangt, sondern in erheblichem Male von der Qualitat und Struktur der Eingangsda-
ten beeinflusst wird. Fehlende Werte, redundante oder irrelevante Daten stellen grundlegende
Herausforderungen dar, die im Rahmen der Datenvorverarbeitung adressiert werden mussen.
Gleichzeitig existieren in der Literatur und Praxis keine einheitlichen Empfehlungen zur Aus-
wahl oder Kombination geeigneter Verfahren. Vielmehr sind die Ergebnisse stark kontextab-
hangig und variieren je nach Art, Umfang und Struktur des zugrunde liegenden Datensatzes.
Um diesem Umstand methodisch zu begegnen, ist ein flexibles und zugleich systematisches
Versuchsdesign erforderlich, das verschiedene Vorverarbeitungsstrategien unter identischen
Rahmenbedingungen vergleichbar macht.

Far die Entwicklung eines belastbaren Experimentierplans ist es notwendig, geeignete Krite-
rien zur Auswahl von Evaluationsmetriken zu definieren. Diese Metriken sollen es ermdgli-
chen, die Auswirkungen unterschiedlicher DVV auf datengetriebene Analyseprozesse syste-
matisch und vergleichbar zu bewerten. Dabei stehen Bewertungsmalstabe im Vordergrund,
die eine zuverlassige Unterscheidung zwischen geeigneten und weniger geeigneten Verfah-
ren erlauben, ohne dabei stark vom eingesetzten Modell oder spezifischen Datensatzen ab-
hangig zu sein. Relevante Auswabhlkriterien umfassen unter anderem die Aussagekraft hin-
sichtlich Analysequalitat, die Ubertragbarkeit auf verschiedene Datenstrukturen, sowie die Ver-
breitung und wissenschaftliche Anerkennung in der Praxis. Erganzend sind auch Effizienz-
metriken zu berlcksichtigen, etwa ein Bewertungsmal}, welches praxisnahe Aussagen uber
den Ressourcenbedarf eines Verfahrens zulasst. SchlieRlich ist es erforderlich, die Stabilitat
von Ergebnissen gegenuber Veranderungen in der Datenbasis zu erfassen, weshalb auch Kri-
terien zur Bewertung der Robustheit einbezogen werden.

Neben der Auswahl der Metriken ist zu definieren, welche Anforderungen an die Verfahren
selbst zu stellen sind, um in den Experimentierplan aufgenommen zu werden. Die Festlegung
solcher Kriterien gewahrleistet, dass die Auswahl nachvollziehbar, theoriegestitzt und prak-
tisch umsetzbar ist. Zu den zentralen Aspekten zéhlen die Verfiigbarkeit und Anwendbarkeit
der Verfahren mit gangigen Softwarebibliotheken, ihre Unabhangigkeit von spezifischen Mo-
dellarchitekturen sowie ihre inhaltliche Relevanz fir reale datenbasierte Fragestellungen. Dar-
uber hinaus sollten die Verfahren eine methodische Vielfalt abdecken, um sowohl einfache als
auch komplexere Ansatze in die Analyse einbeziehen zu kdénnen. Die tatsachliche Auswahl
der Verfahren erfolgt darauf aufbauend in der Implementierung.

Den Kern des methodischen Vorgehens bildet der Aufbau des eigentlichen Experimentier-
plans. Dieser sieht vor, dass sowohl einzelne DVV als auch deren Kombinationen untersucht
werden. Dariber hinaus wird die Reihenfolge der Anwendung variiert, um zu prifen, inwiefern
diese einen Einfluss auf die Analysequalitat hat. Ziel ist es, Wechselwirkungen und Kombina-
tionseffekte zwischen Verfahren identifizierbar zu machen und daraus Empfehlungen fir den
methodischen Aufbau datenbasierter Analysen abzuleiten. Das Design wird so konzipiert,
dass es grundsatzlich auf unterschiedliche Datensatze Ubertragbar ist und damit nicht nur
exemplarischen, sondern auch generalisierbaren Erkenntnisgewinn ermaoglicht.
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Die Implementierung dieses Plans erfolgt im nachfolgenden Kapitel, in dem die experimentel-
len Schritte anhand eines geeigneten Beispieldatensatzes durchgefuhrt und ausgewertet wer-
den. Die hier beschriebene Methodik stellt die konzeptionelle Grundlage fir eine systemati-
sche und nachvollziehbare Bewertung datenbezogener Vorverarbeitungsstrategien dar. Um
dabei belastbare und vergleichbare Ergebnisse zu erzielen, ist im ersten Schritt die Festlegung
geeigneter Evaluationsmetriken erforderlich, anhand derer sich die Auswirkungen einzelner
MaRnahmen quantifizieren lassen.

5.1 Kriterien zur Auswahl geeigneter Evaluationsmetriken

Die Evaluierung datenbasierter Analyseverfahren setzt, wie in Abschnitt 2.2.2 beschrieben,
eine fundierte Auswahl geeigneter Metriken voraus. Insbesondere bei der Bewertung von
DVV, deren Effekte nicht unmittelbar sichtbar sind, sondern sich indirekt iber nachgelagerte
Data-Mining-Verfahren ausdriicken, ist eine strukturierte Auswahl notwendig. Ziel dieses Ka-
pitels ist es, die methodischen, theoretischen und praktischen Grundlagen fiir die Wahl geeig-
neter Evaluationsmetriken zu entwickeln. Diese Metriken ermdglichen den systematischen
Vergleich verschiedener DVV und deren Kombinationen im Rahmen eines experimentellen
Designs.

511 Ziel und Funktion von Evaluationsmetriken

Evaluationsmetriken Ubernehmen in dieser Arbeit eine grundlegende methodische Funktion
fur die vergleichende Bewertung von Verfahren zur Behandlung fehlender Werte und zur Re-
duktion redundanter Merkmale und Instanzen. Ihre Aufgabe besteht darin, die Wirkung dieser
DVV auf die Datenstruktur und auf nachgelagerte Data-Mining-Verfahren messbar zu machen.
Dabei sind sie integraler Bestandteil des methodischen Designs, das eine systematische und
objektive Vergleichbarkeit verschiedener Verfahren und Verfahrenskombinationen ermdglicht.
Da sich die Auswirkungen von DVV haufig nicht direkt, sondern nur im Zusammenspiel mit
nachgelagerten Data-Mining-Verfahren zeigen, erflillen Evaluationsmetriken eine vermittelnde
Funktion. Sie verbinden die abstrakte Zielsetzung der Vorverarbeitung, etwa die Verbesserung
der Analysequalitat oder die Reduktion unnétiger Komplexitat, mit konkreten und tberprifba-
ren Ergebnissen. Dies erfordert Bewertungsgréfen, die sowohl sensibel fir Veranderungen in
den Eingangsdaten als auch robust gegenlber externen Einflussfaktoren sind. Nur so lasst
sich sicherstellen, dass beobachtete Unterschiede tatsachlich auf die gewahlten DVV zurlck-
zufihren sind und nicht durch modellinterne Eigenschaften oder zuféllige Fluktuationen Gber-
lagert werden.

Das Ziel der Verwendung von Evaluationsmetriken besteht darin, differenzierte Aussagen tber
den Nutzen einzelner Verfahren, deren Kombinationen sowie Uber die Reihenfolge ihrer An-
wendung zu ermdglichen. Vor allem im Hinblick auf Reproduzierbarkeit und Ubertragbarkeit
der Ergebnisse kommt der Auswahl geeigneter Metriken eine hohe Bedeutung zu. Sie steuern
nicht nur die Interpretation der Resultate, sondern wirken sich auf die Struktur und Durchflih-
rung des gesamten Experimentierplans aus. Darlber hinaus dienen Evaluationsmetriken in
dieser Arbeit nicht nur der nachtraglichen Bewertung der Vorverarbeitungsergebnisse, son-
dern werden bereits in der Planungsphase berucksichtigt. Auf diese Weise tragen sie dazu
bei, den Experimentierplan methodisch abzusichern und eine fundierte Grundlage flr die spa-
tere Analyse zu schaffen. lhre Auswahl tragt dazu bei, vergleichbare Rahmenbedingungen zu
definieren, unter denen verschiedene Verfahren, Verfahrenskombinationen und Reihenfolgen
systematisch analysiert werden kénnen. Durch diese vorausschauende Integration leisten sie
einen wichtigen Beitrag zur Konzeption und Strukturierung des Untersuchungsdesigns. Gleich-
zeitig bilden sie die Grundlage flir methodische Entscheidungen, etwa zur Auswahl geeigneter
Verfahrenskombinationen oder zur Bewertung von Effekten bei variierenden Datenkonfigura-
tionen. Denn nur durch geeignete Metriken lassen sich Unterschiede in der Analysequalitat
systematisch quantifizieren und DVV objektiv vergleichen.
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Die Auswahl geeigneter Metriken erfolgt dabei nicht willkurlich, sondern basiert auf klar defi-
nierten Anforderungen, die ihre methodische Eignung sicherstellen. Die systematische Aus-
wahl geeigneter BewertungsgréfRen setzt daher eine methodische Fundierung voraus. Im fol-
genden Abschnitt werden die dafir relevanten Anforderungen diskutiert, die Evaluationsmetri-
ken im Rahmen dieser Arbeit erfullen missen.

5.1.2 Methodische Anforderungen an Evaluationsmetriken

Die Auswahl geeigneter Evaluationsmetriken (vgl. Abschnitt 2.2.2) basiert auf methodischen
Prinzipien, die sicherstellen sollen, dass die gewahlten BewertungsgroRen den spezifischen
Anforderungen an die Bewertung von DVV gerecht werden. Eine Metrik ist in diesem Zusam-
menhang nur dann sinnvoll einsetzbar, wenn sie eine objektive, konsistente und nachvollzieh-
bare Beurteilung ermdglicht und sich nicht von aueren oder nachgelagerten Faktoren wie
Modellwahl, Datenpartitionierung oder Implementierungsdetails verzerren Iasst.

Damit Evaluationsmetriken zur Bewertung von DVV geeignet sind, missen sie die relevanten
Eigenschaften der Verfahren erfassen. Bspw. sollte eine Metrik zur Bewertung der Modellgute
Ruckschlisse auf die durch die Datenvorverarbeitung veranderte Generalisierungsfahigkeit
eines Modells ermdglichen. Ebenso missen Effizienzmetriken wie Rechenzeit oder Speicher-
verbrauch die tatsachliche technische Belastung eines Verfahrens widerspiegeln und dirfen
nicht durch irrelevante Faktoren verzerrt werden. Wenn die Aussagekraft einer Metrik unklar
bleibt oder stark vom Anwendungskontext abhangt, ist eine methodisch abgesicherte Unter-
suchung nicht moglich. Die Fahigkeit einer Metrik, im Kontext der Datenvorverarbeitung genau
diese inhaltlich relevanten Aspekte zu erfassen, wird im Folgenden als inhaltliche Validitat be-
zeichnet.

Fir eine methodisch fundierte Untersuchung ist es auflerdem entscheidend, dass Evaluati-
onsmetriken Ergebnisse liefern, die Uber verschiedene Verfahren und Datenzustande hinweg
konsistent interpretiert werden kénnen. Das bedeutet, dass sie unter gleichen Bedingungen
zu stabilen und vergleichbaren Ergebnissen fihren missen und nicht durch zufallige Schwan-
kungen verzerrt werden durfen. Vergleichbarkeit setzt au3erdem voraus, dass die experimen-
tellen Rahmenbedingungen kontrolliert und konstant sind, etwa hinsichtlich Modellwahl und
Randomisierung. Nur so lassen sich DVV methodisch trennscharf beurteilen. Die Fahigkeit
von Metriken, Vergleiche zwischen Verfahren zu erméglichen, wird im Folgenden als Ver-
gleichbarkeit bezeichnet.

Weiterhin sollen Evaluationsmetriken in dieser Arbeit die Wirkung der Datenvorverarbeitung
erfassen und nicht durch die Wahl eines bestimmten Klassifikators oder durch softwareseitige
Besonderheiten verfalscht werden. Andernfalls lieRe sich nicht eindeutig feststellen, ob beo-
bachtete Unterschiede auf die Datenvorverarbeitung oder auf modellspezifische Effekte zu-
rickzuflhren sind. Aus diesem Grund wird als methodische Anforderung an Evaluationsmetri-
ken die Unabhangigkeit von Modellarchitektur und Implementierung herangezogen.

Evaluationsmetriken kdnnen nur dann sinnvoll eingesetzt werden, wenn ihre Berechnung mit
vertretbarem Rechen- und Implementierungsaufwand maglich ist Dazu gehért, dass eine Met-
rik effizient berechenbar und in verbreiteten Open-Source-Bibliotheken verfugbar ist. Der Ein-
satz etablierter Python-Bibliotheken (Python Software Foundation, 2023) tragt au3erdem dazu
bei, eine standardisierte und reproduzierbare Umsetzung sicherzustellen. Metriken, deren Be-
rechnung mit erheblichem technischem oder rechnerischem Aufwand verbunden ist, sind fur
eine methodisch fundierte Untersuchung nicht geeignet. Diese Anforderung wird im Folgenden
als technische Umsetzbarkeit bezeichnet.

Damit Evaluationsmetriken in der Praxis einen Mehrwert bieten, missen ihre Ergebnisse fur
Anwender verstandlich und eindeutig interpretierbar sein. Nur so lassen sich Schlussfolgerun-
gen Uber die Wirkung einzelner DVV oder ganzer Pipelines ziehen. Voraussetzung dafir ist,
dass Metriken eindeutig definiert sind, beispielsweise durch klare mathematische Formeln,
und somit eine transparente sowie konsistente Anwendung erlauben. Auf diese Weise bleibt
insbesondere bei der Analyse unterschiedlicher Kombinationen und Reihenfolgen von Verfah-
ren sichergestellt, dass beobachtete Effekte klar zugeordnet werden kénnen. Dieses Kriterium
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wird als Praktikabilitat und Interpretierbarkeit bezeichnet. Die nachfolgende Tabelle 5.1 fasst
die methodischen Anforderungen an Evaluationsmetriken sowie deren jeweilige Bedeutung
kompakt zusammen.

Tabelle 5.1: Methodische Anforderungen an Evaluationsmetriken

Kriterium Bedeutung

Inhaltliche Validitat Metrik muss tatsachlich das bewerten, was durch
die Datenvorverarbeitung beeinflusst wird

Vergleichbarkeit Metrik muss zwischen verschiedenen Verfahren und
unter konstanten Bedingungen vergleichbare Aus-
sagen treffen

Modellunabhangigkeit Bewertung darf nicht vom eingesetzten Modell oder
der Softwareumgebung abhangen

Technische Umsetzbarkeit Berechnung muss effizient, nachvollziehbar und mit
verfugbaren Werkzeugen realisierbar sein

Praktikabilitat und Interpretierbarkeit ~Metrik muss verstandlich sein und sinnvolle Rick-
schlusse auf die Wirkung von Datenvorverarbeitung
erlauben

Tabelle 5.1 fasst die zuvor erlauterten Kriterien zusammen und verdeutlicht, welche Anforde-
rungen Evaluationsmetriken im Kontext dieser Arbeit erflllen missen. Sie dient damit als
strukturierte Orientierung fur die methodische Auswahl geeigneter Metriken.

Diese Anforderungen bilden die Grundlage fur eine belastbare und nachvollziehbare Bewer-
tung von DVV. Im nachsten Schritt werden die Ubergeordneten Bewertungsdimensionen ein-
gefihrt, anhand derer sich die Wirkung einzelner DVV systematisch analysieren Iasst.

5.1.3 Ermittlung geeigneter Bewertungsdimensionen

Bevor konkrete Evaluationsmetriken ausgewahlt werden kénnen, missen zunachst geeignete
Bewertungsdimensionen flr die Beurteilung von DVV festgelegt werden. Bewertungsdimensi-
onen bezeichnen in diesem Kontext Gbergeordnete qualitative Aspekte, die fiir datenanalyti-
sche Verfahren von Bedeutung sind und durch spezifische Metriken messbar gemacht werden
konnen. Die Auswahl geeigneter Bewertungsdimensionen orientiert sich an den methodischen
Anforderungen, die im vorhergehenden Abschnitt definiert wurden. Die Festlegung dieser Di-
mensionen stellt einen wichtigen Zwischenschritt dar. Um passende Evaluationsmetriken aus-
zuwahlen, muss zunachst festgelegt werden, welche Aspekte der Performance von DVV un-
tersucht werden sollen. Zudem ist zu klaren, inwiefern sich deren Einfluss auf die Leistung
eines nachgelagerten Data-Mining-Verfahrens erfassen lasst. Bewertungsdimensionen fun-
gieren somit als inhaltliche Briicke zwischen den in Abschnitt 5.1.2 formulierten methodischen
Anforderungen und der konkreten Auswahl geeigneter Metriken. Im Folgenden werden geeig-
nete Bewertungsdimensionen identifiziert, die sich sowohl theoretisch begriinden als auch
praktisch umsetzen lassen. Grundlage dafur ist die Zielsetzung, die Wirkung von DVV nicht
einseitig, sondern entlang unterschiedlicher Kriterien zu analysieren.

Die Modellgute gilt, wie in Abschnitt 2.2.2 in nahezu allen datengetriebenen Verfahren als
zentrale Bewertungsdimension, da sie die Fahigkeit eines Analysemodells beschreibt, auf Ba-
sis gelabelter Daten korrekte Vorhersagen zu treffen und diese Leistung auf unbekannte Daten
zu Ubertragen. Im Kontext der Datenvorverarbeitung ist dies besonders relevant, da jegliche
Veranderungen der Datenstruktur, wie etwa durch Behandlung fehlender Werte, Merkmals-
oder Instanzenreduktion, direkte Auswirkungen auf die Eingabedaten des Modells haben.
Dadurch verandern sich potenziell Muster in den Eingabedaten, die das Modell beim Training
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erfasst, was wiederum die Modelleigenschaften wie etwa Genauigkeit oder Generalisierungs-
fahigkeit beeinflussen kann. Die Herausforderung besteht dabei in der Tatsache, dass Modell-
gute nicht durch die Datenvorverarbeitung isoliert entsteht, sondern im Zusammenspiel mit
dem gewahlten Analysemodell und der konkreten Anwendungssituation. Deshalb wird in die-
ser Arbeit ein einheitlicher, verbreiteter Klassifikator als Werkzeug eingesetzt, um Verande-
rungen in der Modellleistung konsistent zu erfassen. Die Analyse folgt dabei einem Blackbox-
Prinzip, bei dem nicht die einzelnen DVV im Detail betrachtet werden, sondern deren Auswir-
kungen auf die Ergebnisse des Klassifikators. Im Mittelpunkt steht somit das Gesamtsystem,
dessen Leistungsfahigkeit sich darin widerspiegelt, wie sich die Datenvorverarbeitung auf die
Vorhersagegute des Modells auswirkt. Zur Messung der Modellgiite stehen etablierte Kenn-
zahlen wie Accuracy, Precision, Recall und FM zur Verfligung, die bereits in Abschnitt 2.2.2
eingefuhrt wurden. Diese Metriken ermdglichen eine differenzierte Betrachtung verschiedener
Fehlertypen, z. B. falsch-positive und falsch-negative Klassifikationen, und erlauben dadurch
eine differenzierte Bewertung der Wirkung von DVV. Die Modellgite erflllt damit alle metho-
dischen Anforderungen, die zuvor definiert wurden. Sie ist demnach inhaltlich valide, tber ver-
schiedene Verfahren hinweg vergleichbar, unabhangig von Implementierungsdetails und mit
geringem technischen Aufwand messbar. lhre Einbeziehung als Bewertungsdimension erlaubt
es, die Effektivitdt der Datenvorverarbeitung direkt am Zielkriterium datengetriebener Verfah-
ren zu messen, der Leistungsfahigkeit eines Analysemodells.

Die Effizienz eines DVV bezieht sich, wie in Abschnitt 2.2.2 beschrieben, auf den Ressourcen-
aufwand, der mit dessen Anwendung verbunden ist. Dazu zahlen typischerweise Rechenzeit
und Speicherverbrauch. Diese Aspekte konnen in datenintensiven Szenarien eine wesentliche
Rolle spielen, insbesondere wenn DVV skaliert oder regelmafig automatisiert ausgefuhrt wer-
den missen. Die Relevanz der Effizienz hangt mal3geblich davon ab, welche Anforderungen
ein konkreter Anwendungskontext an Ressourcenverbrauch, Laufzeit und Umsetzbarkeit
stellt. Je nach verfugbarer Infrastruktur und erwarteter Verarbeitungszeit kann die Bedeutung
dieser Dimension erheblich variieren. In dieser Arbeit, die sich an datengetriebenen Analy-
seprozessen in einem industriellen Kontext orientiert, wird davon ausgegangen, dass die tech-
nische und zeitliche Effizienz ein wichtiger Faktor ist. Es stellt sich die Frage, ob Effizienz
lediglich als praktischer Begleitfaktor zu verstehen ist oder als eigenstandige Bewertungsdi-
mension betrachtet werden sollte. Fir eine eigenstandige Betrachtung spricht hingegen, dass
Effizienzgewinne auch dann von Bedeutung sein kdnnen, wenn sie nicht mit einer unmittelba-
ren Verbesserung der Modellgtite einhergehen. Gerade im Vergleich verschiedener Vorverar-
beitungspipelines kann die explizite Berlcksichtigung der Effizienz dazu beitragen, die Ge-
samtleistung differenzierter und anwendungsnaher zu bewerten. Dartber hinaus erfiillt die Ef-
fizienzdimension grundlegende methodische Anforderungen. Sie ist demnach unabhangig von
der Modellwahl, empirisch gut messbar und erlaubt eine transparente Einschatzung des Ver-
héaltnisses von Aufwand und Ertrag. Aufgrund ihrer praktischen Relevanz und methodischen
Robustheit wird Effizienz in dieser Arbeit als eigenstandige Bewertungsdimension berlcksich-
tigt. Die relevanten Metriken zur Bewertung der Effizienz in dieser Arbeit werden in Abschnitt
5.1.4 ausgewahlt.

Die Robustheit als Bewertungsdimension bezieht sich auf die Fahigkeit eines DVV, auch bei
leichten Stérungen oder Variationen in den Eingangsdaten stabile Analyseergebnisse zu er-
maoglichen, wie in Abschnitt 2.2.2 dargelegt wurde. Gerade im Kontext dieser Arbeit, in der
Verfahren zur Behandlung fehlender Werte sowie zur Reduktion von Daten untersucht werden,
erscheint die Robustheit besonders relevant. Denn beide Arten von Datenvorverarbeitung grei-
fen in die Datenstruktur ein, sei es durch das Erganzen nicht vorhandener Informationen oder
durch das gezielte Entfernen vermeintlich irrelevanter Merkmale oder Instanzen (vgl. Kapitel
3, 4). In beiden Fallen besteht die Gefahr, dass sich kleine Anderungen in den Eingabedaten
deutlich auf das Analyseergebnis auswirken. In der Praxis sind idealtypische Datenbedingun-
gen selten gegeben, wie bereits in Abschnitt 2.3 deutlich wurde. Abweichungen durch Ausrei-
Rer, fehlerhafte Sensorwerte oder zufallige Licken in der Datenerfassung sind demnach typi-
sche Herausforderungen, die in industriellen Anwendungen auftreten (vgl. Abschnitt 2.3). Ver-
fahren, die auf bestimmte Verteilungen oder homogene Datenverhaltnisse angewiesen sind,
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kdénnen unter solchen Bedingungen instabil reagieren. Vor diesem Hintergrund liefert die Be-
wertung der Robustheit wichtige Hinweise auf die Ubertragbarkeit und Belastbarkeit des je-
weiligen Verfahrens. Dabei ist allerdings zu bedenken, dass Robustheit nicht vollstandig un-
abhangig von anderen Bewertungsdimensionen ist, da sich Instabilitat haufig in einer erhdhten
Varianz der Modellleistung widerspiegelt. Im Ergebnis wird Robustheit in dieser Arbeit als Be-
wertungsdimension berlcksichtigt. Sie ist insbesondere im Zusammenspiel mit den untersuch-
ten Verfahren zur Imputation und Datenreduktion geeignet, auf methodische Schwachen oder
Abhangigkeiten hinzuweisen, die sich in der reinen Modellgute nicht hinreichend zeigen. Ihre
Relevanz ergibt sich aus ihrer Fahigkeit, die Stabilitat datenverandernder Verfahren unter re-
alitatsnahen Bedingungen differenziert zu beurteilen.

Andere Bewertungsdimensionen, wie die in Abschnitt 2.2.2 angerissene Fairness werden im
Rahmen dieser Arbeit nicht berlcksichtigt. Zwar ist sie in bestimmten Anwendungsfeldern
durchaus relevant, insbesondere wenn es personenbezogene Daten und diskriminierungsfreie
Entscheidungen geht. Allerdings erfullt sie nicht die methodischen Anforderungen, die an die
Auswahl der Bewertungsdimensionen in dieser Arbeit gestellt werden. Fairness stellt eine ei-
genstandige ethische Bewertungsdimension dar, deren methodische Operationalisierung spe-
zifische Kontextkenntnisse und gesellschaftliche Bewertungsmalstabe erfordert. Da diese Ar-
beit keine Anwendung mit sensiblen personenbezogenen Daten behandelt, ist eine Integration
entsprechender Metriken zur Messung von Fairness nicht vorgesehen. Insgesamt Iasst sich
festhalten, dass diese Bewertungsdimension zwar grundséatzlich zu berlcksichtigen ist, im
Rahmen der vorliegenden Fragestellung und unter den gegebenen methodischen Vorausset-
zungen jedoch nicht bewertet werden kann.

Die Analyse der zur Auswahl stehenden Bewertungsdimensionen verdeutlicht, dass insbeson-
dere Modellglte, Effizienz und Robustheit sowohl den methodischen Anforderungen dieser
Arbeit entsprechen als auch inhaltlich eine differenzierte Bewertung von Verfahren zur Be-
handlung fehlender Werte und zur Datenreduktion ermdglichen. Diese drei Dimensionen bil-
den ein ausgewogenes Spektrum, das sowohl die Leistungsfahigkeit, die technische Umsetz-
barkeit als auch die Stabilitdt der Verfahren unter realitdtsnahen Bedingungen adressiert. Auf-
grund ihrer theoretischen Fundierung, praktischen Relevanz und experimentellen Zuganglich-
keit werden sie im Rahmen des folgenden Experimentierplans als zentrale Bewertungsdimen-
sionen herangezogen, auf deren Basis nachfolgend die Auswahl konkreter Evaluationsmetri-
ken erfolgt.

5.1.4 Auswahl geeigneter Evaluationsmetriken

Aufbauend auf den zuvor entwickelten Bewertungsdimensionen erfolgt in diesem Abschnitt die
methodisch fundierte Auswahl konkreter Evaluationsmetriken. Ziel ist es, solche Metriken zu
identifizieren, die die drei ausgewahlten Bewertungsdimensionen jeweils differenziert, valide
und experimentell zuverlassig erfassen. Die Auswahl erfolgt dabei unter Bezugnahme auf die
in Abschnitt 5.1.2 formulierten methodischen Anforderungen an Evaluationsmetriken.

Modeligiite

Als geeignete Metriken werden Accuracy, Precision, Recall und FM herangezogen (vgl. Ab-
schnitt 2.2.2). Diese Auswahl erfullt die Anforderung der inhaltlichen Validitat, da jede dieser
Metriken gezielt Aspekte der Modellleistung quantifiziert, die durch Datenvorverarbeitung be-
einflusst werden kénnen. Die Accuracy gibt Aufschluss Uber den Gesamtanteil korrekt klassi-
fizierter Instanzen, ist jedoch anfallig gegenuber unausgeglichenen Klassenverteilungen. Zur
differenzierteren Bewertung werden Precision und Recall herangezogen, die zwischen falsch-
positiven und falsch-negativen Klassifikationen unterscheiden. Die FM als harmonisches Mittel
dieser beiden Metriken ermoglicht eine ausgewogene Bewertung, insbesondere bei unglei-
chen Klassenverteilungen.

Die Vergleichbarkeit der gewahlten Metriken ist durch ihre normierte Skalierung und verbrei-
tete Anwendung gegeben. Sie lassen sich unabhangig von der konkreten Datensituation auf
unterschiedliche DVV anwenden und ermdglichen konsistente Aussagen uber deren Wirkung.
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Die Modellunabhangigkeit wird sichergestellt, indem ein konstanter Klassifikator mit festen Pa-
rametern verwendet wird. Dadurch ist gewahrleistet, dass Unterschiede in den Metriken auf
die Datenvorverarbeitung und nicht auf Schwankungen im Modellverhalten zurtickzufiihren
sind. Diese Kontrolle tber die Modellkonfiguration ermdglicht eine methodisch saubere Be-
wertung der Vorverarbeitungseffekte. Hinsichtlich der technischen Umsetzbarkeit erflllen alle
gewahlten Metriken die geforderten Kriterien. Sie sind vollstéandig in gangigen Bibliotheken wie
scikit-learn (scikit-learn developers, 2023) implementiert, effizient berechenbar und gut
dokumentiert. Konkret kdnnen Accuracy, Precision, Recall und FM mithilfe der Funktionen ac-
curacy score, precision score, recall score und fl score aus dem Mo-
dul sklearn.metrics direkt berechnet werden. Dies ermoglicht ihre nahtlose Integration in
die Versuche sowie eine automatisierte und reproduzierbare Erhebung der Bewertungsergeb-
nisse. Die gewahlten Metriken sind in der Praxis etabliert und liefern Kennzahlen, die sowohl
inhaltlich differenziert als auch kommunikativ anschlussfahig sind (vgl. Abschnitt 2.2.2). Sie
sind fur verschiedene Anwendergruppen nachvollziehbar und erméglichen eine transparente
Bewertung der Auswirkungen einzelner DVV auf die Modellgite. Damit werden auch die An-
forderungen an Praktikabilitdt und Interpretierbarkeit erfiillt.

Zur Erhebung der genannten Metriken wird in allen Versuchen eine Kreuzvalidierung einge-
setzt. Dieses Verfahren erhéht die Verlasslichkeit der Ergebnisse, da nicht nur eine einzelne
zufallige Aufteilung in Trainings- und Testdaten betrachtet wird, sondern mehrere Wiederho-
lungen erfolgen (vgl. Abschnitt 2.2.2). Dadurch wird das Risiko reduziert, dass die Bewertung
der Modellgute stark von einer bestimmten Datenteilung abhangt, und es entsteht eine robus-
tere Grundlage fir den Vergleich der DVV.

Insgesamt bilden Accuracy, Precision, Recall und FM ein wissenschaftlich anerkanntes, me-
thodisch begrundetes und technisch umsetzbares Instrumentarium zur Bewertung der Modell-
gute im Kontext datenbasierter Vorverarbeitung. Ihre Kombination erlaubt es, die differenzierte
Wirkung von Verfahren zur Behandlung fehlender Werte und zur Datenreduktion umfassend
und belastbar zu analysieren.

Effizienz

Die Effizienz eines DVV beschreibt den Ressourcenaufwand, der mit seiner Anwendung ver-
bunden ist (vgl. Abschnitt 2.2.2). Sie ist insbesondere dann relevant, wenn Verfahren unter
zeitkritischen Bedingungen eingesetzt, in automatisierte Pipelines integriert oder regelmaRig
neu ausgefuhrt werden sollen. Fur die vorliegende Arbeit, die auf eine methodisch fundierte
Vergleichbarkeit von DVV zielt, wird die Effizienz als eigene Bewertungsdimension bertck-
sichtigt. Die Auswahl geeigneter Metriken zur Bewertung der Effizienz erfolgt unter Berlck-
sichtigung der in Abschnitt 5.1.2 definierten methodischen Anforderungen. Als zentrale Metrik
wird die Rechenzeit herangezogen, da sie eine direkt beobachtbare und technisch zuverlassig
messbare GroRe darstellt.

Die Rechenzeit ist inhaltlich valide, da sie den unmittelbaren zeitlichen Aufwand eines Verfah-
rens erfasst und damit Ruckschlisse auf dessen praktische Einsetzbarkeit ermdglicht. Die
Messung wird jeweils fir den gesamten Ablauf einer Versuchskonfiguration durchgefihrt, be-
ginnend vor der Datenvorverarbeitung und endend nach Abschluss der Kreuzvalidierung. Auf
diese Weise umfasst die Rechenzeit sowohl die DVV als auch das Training und die Evaluation
des Modells und ermdglicht eine ganzheitliche Einschatzung des zeitlichen Aufwands. Die Re-
chenzeit ist auRerdem vergleichbar, da sie unter kontrollierten Bedingungen und bei identi-
scher Infrastruktur fir alle Verfahren erhoben wird. Dieses Vorgehen erlaubt konsistente Aus-
sagen uber relative Unterschiede im Ressourcenverbrauch. Die Vergleichbarkeit ist gewahr-
leistet, da fur alle Konfigurationen derselbe Klassifikator mit identischen Parametern eingesetzt
wird. Unterschiede in der Rechenzeit lassen sich somit eindeutig auf die Datenvorverarbeitung
zuruckfiuhren. Bezlglich der technischen Umsetzbarkeit ist die Rechenzeit unproblematisch
zu erfassen. Sie erfordert keine zusatzlichen Systemvoraussetzungen, ist mithilfe des in Py-
thon integrierten Moduls time messbar und Iasst sich leicht in bestehende Workflows integ-
rieren. Auch die Praktikabilitat und Interpretierbarkeit ist hoch, denn die Kennzahl ist intuitiv
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verstandlich, unmittelbar nachvollziehbar und liefert eine konkrete Grundlage flr die Bewer-
tung der Effizienz eines Verfahrens.

Auf die zusatzliche Messung des Speicherverbrauchs wird in dieser Arbeit bewusst verzichtet.
Zwar kann der Speicherbedarf bei datenintensiven Anwendungen von Bedeutung sein, jedoch
ist er im vorliegenden Anwendungsrahmen mit mittelgroRen Datensatzen und definierter Um-
gebung kein entscheidender Faktor. Zudem ist der Speicherverbrauch stark abhangig von sys-
temexternen Prozessen und weist eine geringere Messstabilitat auf. Da sich aus der Rechen-
zeit bereits eine belastbare Aussage zur operativen Effizienz ableiten lasst, wird die Einbezie-
hung des Speicherverbrauchs aus methodischen und praktischen Grinden nicht weiterver-
folgt. Insgesamt stellt die Rechenzeit eine robuste, vergleichbare und in der Praxis relevante
Metrik dar, um die Effizienz von DVV im Rahmen des Experimentierplans differenziert zu be-
werten.

Robustheit

Robustheit wird in dieser Arbeit als wichtige Bewertungsdimension berilicksichtigt, da die un-
tersuchten DVV in realen, oft fehleranfélligen Datenumgebungen zuverlassig funktionieren
mussen. Besonders bei Imputation und Datenreduktion ist es entscheidend, dass Verfahren
auch unter instabilen Datenbedingungen verlasslich funktionieren. Die Erfassung der Robust-
heit orientiert sich an den methodischen Anforderungen aus Abschnitt 5.1.2. In dieser Arbeit
wird Robustheit Gber die Standardabweichung der Modellgtitemalie definiert, die sich aus den
Wiederholungen der Kreuzvalidierung ergeben. Konkret dienen die Standardabweichungen
der in den Folds ermittelten Kennzahlen, etwa der Accuracy, als Indikator fir die Stabilitat der
jeweiligen Verfahren (vgl. Abschnitt 2.2.2). Auf diese Weise wird sichtbar, ob die Ergebnisse
stark von der zufélligen Aufteilung der Daten abhangen oder ob ein Verfahren auch bei variie-
renden Trainings- und Testmengen stabile Resultate liefert.

Die gewahlte Herangehensweise erfillt die Anforderung der inhaltlichen Validitat, da sie die
Empfindlichkeit der Verfahren gegeniber unvermeidbaren Zufallseffekten in realen Datensitu-
ationen abbildet. Die Vergleichbarkeit ist gegeben, da alle Verfahren unter identischen Rah-
menbedingungen bewertet werden und dieselbe Kreuzvalidierung angewendet wird. Die Mes-
sung ist auRerdem modellunabhangig, da stets derselbe Klassifikator verwendet wird und nur
die Vorverarbeitungsbedingungen modifiziert werden. Auch die technische Umsetzbarkeit ist
gewahrleistet, da die bendtigten Wiederholungen und Variationen sich mit Uberschaubarem
Rechenaufwand in bestehenden Python-Workflows implementieren lassen. Standardisierte
Zufallssteuerung Uber der Parameter random state der scikit-learn-Bibliothek sorgt
dabei fur die Reproduzierbarkeit der Ergebnisse. Bezlglich der Praktikabilitat und Interpretier-
barkeit bietet die Varianz der Metriken zur Bewertung der ModellgUte eine intuitive und breit
anerkannte Grundlage zur Bewertung von Stabilitat. Sie macht sichtbar, ob ein Verfahren zu-
verlassig arbeitet oder empfindlich auf geringflgige Veranderungen reagiert. Damit liefert die
Robustheitsbewertung zusatzliche Erkenntnisse, die Uber die reine Leistung unter Idealbedin-
gungen hinausgehen. Die gewahlte Umsetzung stellt sicher, dass die Robustheit datenveran-
dernder Malinahmen empirisch belastbar, methodisch nachvollziehbar und technisch prakti-
kabel beurteilt werden kann. In Kombination mit Modellgite und Effizienz ergibt sich ein ganz-
heitliches Bewertungsprofil fur die untersuchten DVV. Die folgende Tabelle 5.2 zeigt die aus-
gewahlten Evaluationsmetriken sowie ihre jeweilige Bewertungsdimension und Funktion.

Die in Tabelle 5.2 zusammengefassten Metriken bilden die Grundlage fiir die experimentelle
Bewertung der DVV im Rahmen des Experimentierplans. lhre Zuordnung zu den jeweiligen
Bewertungsdimensionen ermoglicht eine systematische und nachvollziehbare Analyse der Ef-
fekte unterschiedlicher Strategien. Durch die Kombination etablierter Metriken mit klaren Zu-
ordnungskriterien entsteht ein konsistenter Bewertungsrahmen, der sowohl methodischen als
auch praktischen Anforderungen gerecht wird.

Da eine vollstandige Bertcksichtigung aller erhobenen Metriken zu einer hohen Komplexitat
und eingeschrankten Ubersichtlichkeit fihren wiirde, ist es sinnvoll, die Auswertung zunéchst
auf primare Metriken zu fokussieren. Diese sollten die wesentlichen Aspekte der Modellgiite
und Effizienz abbilden und zugleich eine kompakte, vergleichbare Darstellung der Ergebnisse
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Tabelle 5.2: Auswahl der Evaluationsmetriken

Bewertungsdimension Evaluationsmetrik Funktion

Modellgute Accuracy Messung der Gesamtleistung

Modellgute Precision Erkennung falsch-positiver Klassifikati-
onen

Modellgute Recall Erkennung falsch-negativer Klassifika-
tionen

Modellgute FM Balance der Fehlerarten

Effizienz Rechenzeit Messung des Zeitaufwands

Robustheit Standardabweichung  Messung der Stabilitat

der Modellgute

ermoglichen. Accuracy beschreibt die Gesamtgite des Modells, wahrend die FM Precision
und Recall zu einer ausgewogenen Malzahl verdichtet und damit eine kompakte Aussage
Uber beide Metriken liefert. Die Rechenzeit erganzt diese Betrachtung um die Dimension der
Effizienz. Vor diesem Hintergrund dienen Accuracy und die FM als primare Maf3e zur Bewer-
tung der Modellgite sowie die Rechenzeit zur Erfassung der Effizienz. Precision, Recall und
die Standardabweichungen der Gitemalie werden zwar ebenfalls erhoben, jedoch als sekun-
dare Metriken betrachtet. Die Aussagen von Precision und Recall sind bereits in der FM ent-
halten, wahrend die Standardabweichungen fiir jede Gltemetrik einzeln vorliegen und daher
nicht isoliert, sondern im Gesamtbild als Mal fur Stabilitat und Robustheit der Verfahren ein-
geordnet werden. Alle ausgewahlten Metriken werden vollstdndig dokumentiert und fur detail-
liertere Analysen herangezogen. Somit bleibt gewahrleistet, dass trotz Fokussierung auf pri-
mare Metriken auch die sekundaren Metriken in die Analyse einbezogen werden konnen. Im
nachsten Abschnitt erfolgt die Auswahl konkreter DVV, die im Rahmen des Experimentierplans
untersucht werden.

5.2 Kriterien zur Auswahl geeigneter Datenvorverarbeitungsverfahren

Die Auswahl geeigneter DVV bildet einen methodisch bedeutsamen Zwischenschritt dieser
Arbeit. Sie ist notwendig, um in einem spateren Experimentierplan eine fundierte und syste-
matisch begriindete Untersuchung der Wirkung der angewandten Verfahren durchfiihren zu
koénnen. Ziel dieses Abschnitts ist es, Auswahlkriterien zu definieren, die eine transparente,
kontextgerechte und objektiv nachvollziehbare Eingrenzung der im Experiment zu untersu-
chenden Verfahren erméglichen. Die konkrete Auswahl erfolgt im Implementierungskapitel
und orientiert sich an den hier festgelegten Kriterien. Die Kriterien leiten sich aus den metho-
dischen Zielsetzungen dieser Arbeit sowie aus inhaltlichen Bewertungen der in den Abschnit-
ten 3.3, 0 und 4.3 dargestellten Verfahren ab. Dabei werden sowohl Verfahren zur Behandlung
fehlender Werte als auch solche zur Datenreduktion auf Merkmals- und Instanzebene bertck-
sichtigt.

Die Auswahl der Verfahren im Rahmen des Experimentierplans richtet sich mafigeblich nach
ihrer Eignung fir realistische Datenprobleme. Besonders geeignet sind Verfahren, die mit ty-
pischen Merkmalen industrieller Daten wie fehlenden Sensorwerten, Redundanzen, hoher Di-
mensionalitdt oder inkonsistenten Eingaben umgehen kdénnen. Verfahren hingegen, die aus-
schlieBlich unter idealisierten Voraussetzungen zuverlassig funktionieren oder eine vollstan-
dige Datenmatrix voraussetzen, sind fir den Anwendungsrahmen dieser Arbeit nur einge-
schrankt geeignet. Ebenfalls entscheidend ist die Robustheit gegenlber Variationen in den
Eingangsdaten. Verfahren, deren Resultate stark schwanken, wenn sich z. B. der Anteil feh-
lender Werte leicht andert, oder die instabil auf unterschiedliche Partitionierungen reagieren,
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kénnen im Rahmen einer empirisch vergleichenden Studie nur eingeschrankt interpretiert wer-
den. In Abschnitt 3.3.5 wurde etwa diskutiert, dass bestimmte multivariate Verfahren sensitiv
auf Datenverteilungen reagieren. Dies stellt eine Eigenschaft dar, die bei der Auswahl der Ver-
fahren berlcksichtigt werden muss. Da im Experimentierplan nicht nur die Wirkung einzelner
Schritte, sondern auch Kombinations- und Reihenfolgeneffekte untersucht werden, miissen
die eingesetzten Verfahren unabhangig voneinander anwendbar sein. Verfahren, die interne
Modellannahmen voraussetzen oder als vollstdndige Pipelines agieren, erschweren eine ge-
zielte Variation und methodische Isolierbarkeit. Dies betrifft insbesondere komplexe Wrapper-
(vgl. Abschnitt 4.2.4) oder Embedded-Verfahren (vgl. Abschnitt 4.2.5), bei denen Auswahl und
Modelltraining eng verzahnt sind. Vor diesem Hintergrund ist die Modularitat und Kombinier-
barkeit der Verfahren ein wesentliches Kriterium fir ihre Auswahl. Verfahren mit hohem Lauf-
zeit- oder Speicheraufwand, wie etwa modellbasierte Imputation oder Wrapper-basierte Merk-
malsselektion, sind nur dann sinnvoll einsetzbar, wenn ihr Mehrwert gegenuber effizienteren
Ansatzen hinreichend grof ist. In Abschnitt 3.3.6 wurde gezeigt, dass bestimmte komplexe
Imputationsverfahren zwar eine hohe Genauigkeit versprechen, unter ressourcenkritischen
Bedingungen jedoch schwer skalierbar sind. Im Sinne der Praktikabilitat und Umsetzbarkeit
mussen solche Verfahren daher kritisch abgewogen werden. Vor diesem Hintergrund bildet
die Rechendkonomie und Skalierbarkeit ein zentrales Kriterium fir die Auswahl geeigneter
Verfahren. Gerade in einem experimentellen Vergleich, in dem viele Schritte methodisch nach-
vollzogen und dokumentiert werden missen, ist es auRerdem erforderlich, dass die Wirkung
eines Verfahrens verstandlich und prinzipiell nachvollziehbar bleibt. Verfahren, die auf undo-
kumentierten oder schwer zuganglichen Heuristiken beruhen, sind daher aus methodischen
Grinden weniger geeignet. Vor diesem Hintergrund stellt die Interpretierbarkeit der Verfahren
und ihrer Wirkung ein zentrales Auswahlkriterium dar. Damit die Verfahren zuverlassig ange-
wendet und in bestehende Evaluationsprozesse integriert werden kdnnen, missen sie mit ver-
breiteten Python-Bibliotheken umsetzbar sein und eine stabile Programmierschnittstelle auf-
weisen. Ansatze, die auf experimentellen Implementierungen ohne dokumentierte Stabilitat
beruhen, sind dagegen flr eine systematische Auswertung ungeeignet. Vor diesem Hinter-
grund ist die technische Verflugbarkeit und Stabilitdt der Implementierung ein wesentliches
Auswahlkriterium.

Die genannten Kriterien bilden den Rahmen fur die spatere Auswahl geeigneter Verfahren im
Implementierungskapitel. Sie gewahrleisten, dass die Auswahl methodisch fundiert, empirisch
belastbar und theoretisch anschlussfahig erfolgt unter Ruckgriff auf die im Grundlagenteil er-
arbeiteten Differenzierungen und in direkter Orientierung an den Zielstellungen des Experi-
mentierplans. Die Tabelle 5.3 konkretisiert die in diesem Abschnitt hergeleiteten Auswahlkri-
terien und fasst die zentralen Anforderungen an geeignete DVV kompakt zusammen.

Tabelle 5.3: Kriterien zur Auswahl von DVV

Kriterium Bedeutung

Eignung fur reale Datenprobleme Verfahren mussen unter industriellen Bedingun-
gen einsetzbar sein

Robustheit gegenuber Datenvariationen Stabile Ergebnisse erforderlich

Modularitat und Kombinierbarkeit Verfahren missen isoliert und in Kombination
anwendbar sein

Rechendkonomie und Skalierbarkeit Ressourcenschonung fir wiederholte Anwen-
dung notwendig

Interpretierbarkeit Funktionsweise muss nachvollziehbar sein

Verfugbarkeit in Python-Bibliotheken Implementierung in stabilen, dokumentierten

Bibliotheken erforderlich
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Tabelle 5.3 dient als methodisch fundierter Bewertungsrahmen, anhand dessen potenzielle
Verfahren im Hinblick auf ihre inhaltliche Eignung, technische Umsetzbarkeit und experimen-
telle Belastbarkeit systematisch geprift werden kénnen. Durch die strukturierte Gegenuber-
stellung der Kriterien entsteht eine nachvollziehbare Grundlage fur die Auswahl der Verfahren,
die in der Implementierung des Experimentierplans erfolgt. Aufbauend auf dieser Basis wird
im nachsten Abschnitt der Experimentierplan konzeptioniert, der DVV gezielt kombiniert, in
ihrer Anwendungsreihenfolge variiert und bewertet, um deren Wirkung unter kontrollierten Be-
dingungen methodisch fundiert zu analysieren.

5.3 Aufbau des Experimentierplans

Ziel dieses Abschnitts ist die Entwicklung eines experimentelles Designs, welches die diffe-
renzierte Bewertung von Verfahren zur Behandlung fehlender Werte und zur Datenreduktion
ermdglicht. Im Fokus stehen dabei sowohl die Wirkung einzelner Verfahren als auch deren
Kombinationen und Anwendungsreihenfolgen. Die Bewertung erfolgt anhand der in Abschnitt
5.1.3 bestimmten Bewertungsdimensionen Modellgiite, Effizienz und Robustheit. Der Experi-
mentierplan bildet damit das methodische Bindeglied zwischen der theoretischen Fundierung
und der praktischen Implementierung. Aufbauend auf dieser Zielsetzung werden im Folgenden
die grundlegenden Bestandteile des Experimentierplans schrittweise entwickelt.

5.3.1  Konzeptionelle Zielsetzung und Bewertungsstrategie

Das Erkenntnisinteresse des Experiments liegt in der differenzierten Untersuchung der Wir-
kung verschiedener DVV auf die Leistungsfahigkeit eines nachgelagerten Data-Mining-Ver-
fahrens. Betrachtet werden sowohl Verfahren zur Behandlung fehlender Werte als auch Maf3-
nahmen zur Reduktion redundanter Merkmale und Instanzen. Da theoretische Uberlegungen
oder vereinzelte empirische Beobachtungen keine belastbaren Riickschlisse auf das Zusam-
menwirken mehrerer Verarbeitungsschritte zulassen, ist ein systematisch aufgebauter Experi-
mentierplan erforderlich. Erst durch gezielte Variation und kontrollierte Bewertung wird es
moglich, isolierte Effekte, Wechselwirkungen und Reihenfolgeabhangigkeiten methodisch
trennscharf zu erfassen. Ein weiterer Vorteil des experimentellen Aufbaus liegt in der Méglich-
keit, nicht nur beschreibende, sondern auch kausale Aussagen Uber die Wirkung von Daten-
vorverarbeitung zu treffen. Die gezielte Durchflihrung einzelner Schritte in einem konstant ge-
haltenen Analyseumfeld erlaubt es, Ursache-Wirkungs-Zusammenhange differenziert und
nachvollziehbar darzustellen. Dabei wird berilcksichtigt, dass die Performance datenveran-
dernder MaRnahmen vom jeweiligen Datensatz abhangt. Der Experimentierplan ist so konzi-
piert, dass er kontextspezifisch erkennen lasst, welche Verfahren, Kombinationen und Reihen-
folgen in einer konkreten Anwendung besonders gut geeignet sind.

Das Untersuchungsdesign folgt einem mehrstufigen Aufbau, der die verschiedenen Analyse-
perspektiven voneinander trennt. In einem ersten Schritt wird ein Analysemodell auf die Roh-
daten ohne jegliche Datenvorverarbeitung angewendet. Diese Baseline dient als Ausgangs-
punkt zur Einordnung der spateren Ergebnisse und liefert eine Referenz flr die Wirkung da-
tenverandernder MaRnahmen. AnschlieBend werden die verschiedenen DVV einzeln unter-
sucht. Dabei wird jedes Verfahren isoliert auf den unveranderten Datensatz angewendet und
anschlieend evaluiert, um seine spezifische Wirkung auf die Modellperformance festzustel-
len. In einem dritten Schritt erfolgt die kombinierte Anwendung von Verfahren, wobei auch
deren Reihenfolge variiert wird. Diese Variation ermdglicht es, Wechselwirkungen zwischen
Imputations- und Reduktionsmafinahmen sichtbar zu machen und deren Auswirkungen auf
die Analysequalitat differenziert zu bewerten. Nach jeder Versuchspipeline wird ein konstantes
Analysemodell auf die resultierenden Daten angewendet. Die Bewertung erfolgt jeweils an-
hand der in Abschnitt 5.1.4 definierten Metriken zur Modellgite, Effizienz und Robustheit. Auf
Zwischenmessungen nach Teilprozessen wird bewusst verzichtet, da alle betrachteten Ver-
fahren zuvor bereits separat analysiert werden. Dieses Vorgehen gewahrleistet eine saubere
methodische Trennung, erhdht die Vergleichbarkeit und erlaubt belastbare Aussagen Uber die
Wirkung einzelner Schritte und deren Zusammenspiel. Auf dieser methodischen Grundlage
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wird in den folgenden Abschnitten der genaue Aufbau und Ablauf des Experimentierplans be-
schrieben. Dabei wird zunachst auf die isolierte Anwendung einzelner Verfahren eingegangen,
bevor im Anschluss kombinierte Pipelines betrachtet werden.

5.3.2 Untersuchung von Einzelverfahren

Bevor einzelne Verfahren zur Datenvorverarbeitung isoliert untersucht werden, erfolgt zu-
nachst die Analyse einer Baseline. Dabei wird das Analysemodell ohne jegliche Datenvorver-
arbeitung direkt auf die Rohdaten angewendet. Diese Referenzkonfiguration dient als metho-
discher Ausgangspunkt, an dem sich samtliche Veranderung durch die nachfolgenden Verfah-
rensschritte relativ messen lassen. Die Wahl eines konstanten Klassifikationsmodells mit fes-
ten Parametern stellt sicher, dass die Ergebnisse der Baseline valide und konsistent sind. Da-
bei wird bertcksichtigt, dass die Rohdaten Verzerrungen enthalten konnen. Die Baseline bildet
somit eine praxisnahe und unverfalschte Ausgangssituation ab.

Im Anschluss an die Baseline erfolgt die Analyse der Einzelverfahren, da diese eine metho-
disch fundierte Referenz flr die folgenden Verfahrenskombinationen darstellen. Alle ausge-
wahlten DVV, sowohl zur Behandlung fehlender Werte als auch zur Reduktion redundanter
Merkmale und Instanzen, werden jeweils einzeln auf den Rohdatensatz angewendet. Nach
jeder Anwendung erfolgt die Bewertung der Auswirkungen anhand des Data-Mining-Verfah-
rens. Dieses Vorgehen erlaubt eine differenzierte Einschatzung der isolierten Wirkung jedes
Verfahrens im Hinblick auf Modellgute, Effizienz und Robustheit. Die Anwendung einzelner
DVV stellt eine methodisch notwendige Grundlage dar, um die spezifische Wirkung jedes Ver-
fahrens nachvollziehen zu kénnen. Sie ermoglicht es, die Veranderung der Modellperformance
eindeutig auf die jeweilige Mallnahme zuriickzufliihren und so deren Effekt empirisch abzusi-
chern. Insbesondere bei Verfahren zur Behandlung fehlender Werte und zur Datenreduktion
kann die Wirkung einzelner Verfahren sehr unterschiedlich ausfallen, wie in den Abschnitten
0 und 4.4 deutlich wurde. Ein Imputationsverfahren kann bspw. systematische Verzerrungen
verursachen oder bestimmte Verteilungen glatten, wahrend eine Merkmalsselektion den Infor-
mationsgehalt reduzieren oder die Interpretierbarkeit erhéhen kann. Ohne eine isolierte Be-
trachtung besteht das Risiko, dass solche Effekte Uiberlagert oder falsch interpretiert werden,
wenn mehrere Verfahren in einer Pipeline eingesetzt werden. Dartber hinaus fungieren die
Ergebnisse der Einzelanalysen als notwendige Referenzwerte fur die spatere Bewertung von
Verfahrenskombinationen. Nur wenn bekannt ist, wie sich ein Verfahren allein auf das Modell
auswirkt, lasst sich bewerten, ob die Kombination mit einem weiteren Verfahren zu einer Ver-
besserung, Neutralisierung oder Verschlechterung der Analysequalitat fihrt. Diese Differen-
zierbarkeit bildet die Grundlage fur alle nachgelagerten Vergleiche im Experimentierplan. Die
Durchfiihrung erfolgt standardisiert, jedes Verfahren wird also nach einem einheitlichen Ablauf
angewendet und der Effekt anschlieRend im selben Data-Mining-Verfahren mithilfe der defi-
nierten Evaluationsmetriken bewertet. So ist sichergestellt, dass die Resultate unter kontrol-
lierten Bedingungen zustande kommen und sich ausschlief3lich auf das jeweilige DVV zuruck-
fuhren lassen. Die Ergebnisse der isolierten Anwendung der Verfahren liefern die notwendige
Referenz, um die Wirkung komplexerer Konfigurationen einordnen zu kénnen. Aufbauend da-
rauf wird nachfolgend untersucht, wie sich mehrere DVV unterschiedlicher Ursachenbehand-
lung in Kombination verhalten, wobei insbesondere Interaktionen und Reihenfolgeeffekte dif-
ferenziert analysiert werden. Die nachfolgende Abbildung 5.1 zeigt den schematischen Aufbau
der experimentellen Konfiguration zur Analyse einzelner DVV.
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inzelverfahren ate Verfahrens

Abbildung 5.1: Schematische Darstellung der Anwendung von Einzelverfahren im Experimentierplan
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Abbildung 5.1 visualisiert den Versuchsaufbau im Experimentierplan fir die Anwendung von
Einzelverfahren. Dabei zeigen eingerahmte Elemente jeweils das Ergebnis aus den nicht ein-
gerahmten Elementen, den Aktionen. Ausgehend von denselben Rohdaten wird jeweils ein
einzelnes DVV auf den Datensatz angewendet. Im Anschluss erfolgt die Anwendung des kon-
stanten Analysemodells und die Bewertung anhand der zuvor definierten Metriken. Diese Kon-
figuration ermdglicht eine direkte Zuordnung beobachteter Effekte zur jeweiligen Maflnahme.
Die Untersuchung der Einzelverfahren bildet einen zentralen Bestandteil der Versuchsarchi-
tektur, da sie eine klare Trennung und Bewertung der isolierten Effekte erméglicht. Aufbauend
auf diesem Konzept wird im nachsten Schritt der Experimentierplan um Kombinationen von
DVV erweitert, um auch Interaktionen und Reihenfolgeeffekte systematisch berticksichtigen
zu konnen.

5.3.3 Untersuchung von Verfahrenskombinationen und Reihenfolgevariation

Ausgehend von den zuvor gewonnenen Einzelanalysen richtet sich der Fokus nun auf die
kombinierte Anwendung mehrerer DVV. Dabei werden jeweils ein Verfahren zur Behandlung
fehlender Werte und ein Verfahren zur Datenreduktion nacheinander in der Versuchspipeline
auf den Rohdatensatz angewendet. Unter dem Begriff Datenreduktion werden sowohl Merk-
malsreduktion als auch Instanzenreduktion zusammengefasst. Die beiden Kategorien unter-
scheiden sich hinsichtlich ihrer Eingriffsrichtung, haben dennoch beide eine Verringerung des
Umfangs der Eingangsdaten als Ziel. Daher werden sie im Rahmen des Experimentierplans
als Verfahren zur Datenreduktion zusammengefasst und nicht kategorisch unterschieden.

Fir jede Kombination werden jeweils zwei Verfahren auf die Daten angewendet, wobei die
Reihenfolge variiert wird. Jede Kombination wird in zwei Varianten getestet, wobei einmal die
Datenreduktion vor der Behandlung fehlender Werte und einmal die Behandlung fehlender
Werte vor der Datenreduktion angewendet wird. Diese Reihenfolgevariation ist erforderlich, da
die Anwendung eines Verfahrens die Ausgangslage fir das jeweils nachfolgende Verfahren
verandert. Wird bspw. zuerst ein Imputationsverfahren durchgefihrt, flieRen erganzte Werte
in die nachfolgende Merkmals- oder Instanzenreduktion ein, was die Auswahl relevanter Struk-
turen beeinflussen kann. Umgekehrt verandert ein vorgelagertes Datenreduktionsverfahren
den Informationsgehalt der Daten, was wiederum dazu flhren kann, dass wichtige Informatio-
nen fur die Imputation nicht mehr zur Verfugung stehen und die Schatzgenauigkeit sinkt. In
beiden Fallen entsteht eine veranderte Ausgangslage, die die Wirkung der Gesamtverarbei-
tung beeinflusst. Nur durch den Vergleich beider Reihenfolgen lassen sich solche Interaktions-
effekte identifizieren und bewerten.

Nach jeder durchlaufenen Pipeline, ob Einzelverfahren oder Kombination, wird das standardi-
sierte Data-Mining-Verfahren erneut trainiert und bewertet. Zwischenmessungen innerhalb der
Pipelines entfallen, da alle betrachteten Verfahren bereits in isolierter Form analysiert werden.
Diese methodische Trennung stellt sicher, dass beobachtete Effekte eindeutig auf bestimmte
Verfahrensschritte oder Kombinationen zurtckgefuhrt werden kénnen. Nach jeder vollstandi-
gen Vorverarbeitungskette wird das Data-Mining-Verfahren auf die transformierten Daten an-
gewendet, wobei die Bewertung uber die zuvor ausgewahlten Evaluationsmetriken erfolgt.
Dadurch wird gewahrleistet, dass jede Konfiguration unter identischen Bewertungsbedingun-
gen analysiert wird und sowohl unmittelbare als auch tbergreifende Effekte systematisch ver-
gleichbar bleiben. Die gesamte Durchfiihrung erfolgt unter konstanten Rahmendbedingungen,
sodass externe Einflussfaktoren ausgeschlossen werden kdnnen und die Ergebnisse ver-
gleichbar bleiben. In der nachfolgenden Abbildung 5.2 ist die Vorgehensweise im Experimen-
tierplan mit Verfahrenskombinationen schematisch dargestellt.

Abbildung 5.2 zeigt den Versuchsaufbau im Experimentierplan fur Verfahrenskombinationen
in zwei Durchlaufen. Im ersten Durchlauf erfolgt zunachst die Behandlung fehlender Werte
(DVV A), gefolgt von der Datenreduktion (DVV B). Im zweiten Durchlauf wird die Reihenfolge
der Verfahrensanwendung umgekehrt und so zunachst die Datenreduktion (DVV B) und an-
schlieBend die Imputation (DVV A) vorgenommen. In beiden Fallen wird nach Abschluss der
vollstandigen Datenvorverarbeitung das standardisierte Analysemodell auf die transformierten

45



a)

O [ I
L Lo b T CN
Vorverarbeitete Anwendung des
Rohdaten DVWA — DVVB —> Data-Mining- —>[ Evaluationsmetriken]

Verfahrens

] o
il 1. L i, oo N
Vorverarbeitete Anwendung des
Rohdaten DVWB — DVVA Daten Data-Mining- —’[ Evaluationsmetriken ]

Verfahrens

Abbildung 5.2: Schematische Darstellung der Verfahrenskombination im Experimentierplan

Daten angewendet. Dieses Vorgehen erlaubt es, systematisch zu untersuchen, ob und in wel-
cher Weise die Reihenfolge der DVV die Analyseergebnisse beeinflusst. Die Konzeption des
Experimentierplans bildet damit die methodische Grundlage fir die nachfolgende empirische
Untersuchung. Im folgenden Kapitel wird diese Konzeption in eine konkrete Implementierung
Uberfihrt, um Verfahren zur Behandlung fehlender Werte und zur Datenreduktion unter kon-
trollierten Bedingungen systematisch zu testen und ihre Wirkung auf ein nachgelagertes Data-
Mining-Verfahren zu messen.

46



6 Praktische Umsetzung des Experimentierplans

Die Umsetzung des im vorherigen Abschnitt entwickelten Experimentierplans erfolgt im Rah-
men einer modular aufgebauten Implementierung, die eine systematische Untersuchung der
Wirkung von DVV ermdglicht. Ziel ist es, das in Abschnitt 5.3 beschriebene Versuchsdesign
mit realen Produktionsdaten nachzubilden und die Auswirkungen einzelner sowie kombinierter
DVV mithilfe der in Abschnitt 5.1.4 ausgewahlten Evaluationsmetriken anhand eines nachge-
lagerten Data-Mining-Verfahrens zu bewerten. Die Implementierung erfolgt in der Program-
miersprache Python, da diese eine hohe Flexibilitat bei der Verarbeitung, Transformation und
Analyse von Daten bildet. Zum Einsatz kommen dabei unter anderem die Bibliotheken pandas
(Datenmanagement und Vorverarbeitung) (pandas development team, 2025), NumPy (nume-
rische Operationen) (NumPy developers, 2023) und scikit-learn (Imputation, Merkmals-
selektion, Modelltraining und Evaluation). Die gesamte Analyse wird in einer Jupyter-Note-
book-Umgebung durchgeflhrt, um eine strukturierte, dokumentierbare und reproduzierbare
Umsetzung der einzelnen Schritte zu ermdglichen. Die Durchfiihrung aller Versuche erfolgt
lokal auf einem Apple MacBook Air (Modell MacBookAir10,1) mit Apple M1 Chip und 8 GB
Arbeitsspeicher. Das Gerat verflgt Uber acht CPU-Kerne (4 Performance- und 4 Effizienz-
kerne) und arbeitete unter macOS 15.6 (Kernel-Version Darwin 24.6.0). Als Laufzeitumgebung
diente Python 3.11.8 in Verbindung mit einer Jupyter-Notebook-Oberflache. Alle verwendeten
Bibliotheken wurden auf aktuelle Versionen abgestimmt, um eine konsistente Ausfihrungsum-
gebung und damit die Reproduzierbarkeit der Experimente zu gewahrleisten. Die in den Ex-
perimenten eingesetzten Bibliotheken samt Versionsangaben sind in Anhang E dokumentiert.
Fir die Umsetzung des Experimentierplans wird ein geeigneter Datensatz bendtigt, der die
Durchflihrung der vorgesehenen Schritte ermdglicht. Ausgehend von den methodischen Zie-
len ergeben sich dabei konkrete Anforderungen an Struktur und Inhalt der verwendeten Daten.

6.1 Datengrundlage und Beschreibung

Fir die Umsetzung des experimentellen Designs wird ein Datensatz bendtigt, der bestimmte
strukturelle und inhaltlich Anforderungen erfiillt. Diese Anforderungen ergeben sich direkt aus
dem Ziel des Experimentierplans, verschiedene DVV zur Behandlung fehlender Werte und zur
Datenreduktion hinsichtlich ihrer Wirkung auf die Analyseleistung des nachgelagerten Data-
Mining-Verfahrens systematisch zu bewerten. Eine wesentliche Voraussetzung ist das Vor-
handensein fehlender Werte, da nur so unterschiedliche Verfahren zu deren Behebung hin-
sichtlich ihrer Wirkung untersucht und verglichen werden konnen. Darlber hinaus wird eine
ausreichend hohe Anzahl von Merkmalen vorausgesetzt, um Verfahren zur Merkmals- und
Instanzenreduktion angemessen anwenden kdnnen. Die Merkmale sollten ein gewisses Maf}
an Redundanz oder Korrelation aufweisen, damit Verfahren zur Merkmalsreduktion auf reale
Zusammenhange reagieren und mogliche Auswirkungen wie Informationsverlust oder Modell-
vereinfachung Uberhaupt messbar werden. Eine binare Zielvariable ist erforderlich, um die
Auswirkungen der Datenvorverarbeitung im Rahmen eines Klassifikationsmodells quantitativ
anhand der ausgewahlten Evaluationsmetriken bewerten zu kénnen. Zusatzlich sollte der Da-
tensatz in einem moglichst unbereinigten Zustand vorliegen, damit die Wirkung der Anwen-
dung einzelner DVV effektiv und nachvollziehbar ist.

Ausgehend von diesen Anforderungen wird im Folgenden der Datensatz vorgestellt, der als
Grundlage fir die experimentelle Umsetzung dient. Bei dem eingesetzten Datensatz handelt
es sich um reale Produktionsdaten aus der Halbleiterfertigung, die im Rahmen eines industri-
ellen Qualitatssicherungsprozesses erhoben wurden. Der Datensatz hat den Titel SECOM
(Semi-Conductor Manufacturing) und wurde Gber das UC Irvine Machine Learning Repository
bereitgestellt (McCann & Johnston, 2008). Jede Beobachtung im Datensatz reprasentiert eine
Produktionseinheit, fir die 590 Prozessvariablen uber Sensoren oder Messpunkte aufgezeich-
net wurden. Die einzelnen Merkmale im SECOM-Datensatz sind nicht naher spezifiziert, es
handelt sich um anonymisierte numerische Prozessgrofien. Diese werden erganzt durch einen
Zeitstempel, der den Zeitpunkt der Qualitatskontrolle angibt, sowie eine Zielvariable, die das
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Ergebnis der Prifung kodiert. Der Zielwert ist binar ausgepragt, und nimmt einen Wert von -1
fur bestandene Bauteile sowie einen Wert von 1 fir fehlerhafte Bauteile an. Die folgende Ab-
bildung 6.1 veranschaulicht die grundlegende Struktur des eingelesenen Datensatzes sowie
zentrale Kennzahlen zur Zielvariablenverteilung und Datenqualitat.

DataFrame-Form: (1567, 592)

label timestamp 0 1 2 ... 589
0 -1 19/07/2008 11:55:00 3030.93 2564.00 2187.7333 ... NaN
1 -1 19/07/2008 12:32:00 3095.78 2465.14 2230.4222 ... 208.2045
2 1 19/07/2008 13:17:00 2932.61 2559.94 2186.4111 ... 82.8602

Anteil fehlender Werte: 4.52% (41951 von 927664 Werten)

Anzahl numerischer Merkmale: 590
Nahezu konstante Merkmale: 116 von 590
Vollstandig fehlende Merkmale: 0

Verteilung der Zielvariable:
Klasse Anzahl Anteil (%)

0 -1 1463 93.36

1 1 104 6.64

Abbildung 6.1: Struktur und zentrale Kennzahlen des SECOM-Datensatzes (Python-Output)

Die Abbildung 6.1 zeigt einen Python-Output, der eine Ubersicht tber die Struktur und Be-
schaffenheit der eingelesenen Daten liefert. Der obere Teil der Abbildung veranschaulicht an-
hand der Darstellung der ersten Zeilen, wie die einzelnen Beobachtungen im Datensatz struk-
turiert sind. Jede Zeile umfasst demnach eine Zielvariable, einen Zeitstempel sowie 590 nu-
merische Prozessmerkmale, wobei bereits ein Wert als fehlend angezeigt wird (Zeile 0, Spalte
589). Das Fehlen des Wertes wird mit NaN gekennzeichnet. Unter den Beobachtungen folgen
zusammenfassende Kennzahlen zur Datenqualitat. Der Datensatz weist insgesamt einen An-
teil fehlender Werte von 4,52 % auf, was einer absoluten Anzahl von 41951 entspricht. Von
den 590 Merkmalen gelten 116 als nahezu konstant, was bedeutet, dass sie Uber alle Instan-
zen hinweg nur eine minimale Streuung zeigen. Diese Einschatzung basiert auf der Berech-
nung der Standardabweichung je Merkmal. Merkmale mit einem Streuungswert von weniger
als 0,00001 wurden dabei als nahezu konstant klassifiziert. Gleichzeitig existieren keine voll-
standig fehlenden Merkmale. Jede Spalte enthalt somit mindestens einen gultigen Wert. Ab-
schlieBend zeigt die Abbildung die Verteilung der Zielvariable. Demnach entfallen 93,36 % der
Instanzen auf die Kategorie —1 (bestanden), wahrend nur 6,64 % als fehlerhaft klassifiziert
sind. Diese Unausgeglichenheit ist typisch fir industrielle Fertigungsprozesse, in denen eine
geringe Fehlerrate angestrebt wird. Gleichzeitig stellt sie eine Herausforderung fir die Modell-
bildung dar, da viele Klassifikationsverfahren dazu tendieren, die dominante Klasse zu bevor-
zugen und seltener auftretende Fehlerfalle zu Gbersehen, wie in Abschnitt 2.2.2 beschrieben.
Umso wichtiger ist eine differenzierte Bewertung des Modells im Hinblick auf Robustheit und
Klassifikationsgute.

Um das Auftreten fehlender Werte differenzierter zu betrachten, folgt ergdnzend eine grafische
Darstellung in Form der in Abschnitt 3.2 eingefuihrten Missingness Matrix. Wahrend der Anteil
fehlender Werte einen allgemeinen Uberblick bietet, liefert die Visualisierung Hinweise auf
mogliche Muster in der Verteilung der Leerstellen. So lasst sich erkennen, ob bestimmte Merk-
male besonders haufig betroffen sind oder ob sich das Fehlen auf einzelne Gruppen von In-
stanzen konzentriert. Diese Einblicke sind besonders relevant, da die Struktur der fehlenden
Werte beeinflusst, welche Verfahren zur Behandlung der fehlenden Werte im weiteren Verlauf
geeignet sind. Abbildung 6.2 zeigt einen Ausschnitt der Missingness Matrix des SECOM-Da-
tensatzes. Dargestellt sind aufgrund des hohen Umfangs des gesamten Datensatzes 250 zu-
fallig ausgewabhlte Instanzen sowie das erste Drittel der 590 Merkmale.
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Abbildung 6.2: Missingness-Matrix des SECOM-Datensatzes (Ausschnitt)

In Abbildung 6.2 entspricht jede horizontale Linie einem Merkmal, das Uber die ausgewahlten
Instanzen hinweg dargestellt wird. Die Linien sind durchgéngig, wenn fir ein Merkmal bei einer
Instanz ein Wert vorliegt und zeigen Unterbrechungen an den Stellen, an denen Werte fehlen.
Diese Darstellung macht auf einen Blick sichtbar, bei welchen Merkmalen und Instanzen Da-
tenlicken auftreten und ob sich dabei systematische Muster erkennen lassen. Die Abbildung
verdeutlicht, dass die fehlenden Werte nicht gleichmaRig tuber alle Merkmale verteilt sind, son-
dern sich auf bestimmte Spalten konzentrieren. Dieses Muster legt nahe, dass systematische
Ursachen fur das Fehlen der Daten vorliegen kénnten, bspw. defekte Sensoren oder unterbro-
chene Messphasen. Die Visualisierung bestatigt damit die zuvor beschriebene Menge fehlen-
der Werte und liefert gleichzeitig erste Hinweise auf mdgliche Strukturen im Auftreten der Lu-
cken, die bei der Auswahl geeigneter Imputationsverfahren bericksichtigt werden kénnen.

Zusammenfassend lasst sich festhalten, dass sich der SECOM-Datensatz eine geeignete
Grundlage fir die Umsetzung des entwickelten Experimentierplans darstellt. Er erfillt grund-
legende Anforderungen wie das Vorhandensein fehlender Werte, eine ausreichende Anzahl
an Merkmalen und Instanzen sowie eine binare Zielvariable. Zudem stammen die Daten aus
einem realen industriellen Fertigungsprozess, was typische Eigenschaften praktischer Produk-
tionsumgebungen abbildet, wie etwa das musterartige Fehlen von Werten infolge von bspw.
Sensordefekten. Auch wenn die Merkmale nicht naher beschrieben sind und damit keine in-
haltliche Interpretation einzelner Variablen méglich ist, stellt dies fir die angestrebte Analyse
von DVV keine wesentliche Einschrankung dar. Die stark unausgeglichene Klassenverteilung
der Zielvariable hingegen ist methodisch relevant und wird bei der Modellierung und Bewer-
tung entsprechend berticksichtigt. Auf Grundlage dieser Datensatzeigenschaften sowie der
methodischen Zielsetzung wird im nachsten Schritt ein Klassifikationsmodell festgelegt, wel-
ches in allen Experimenten konsistent eingesetzt wird. Ziel ist es, zunachst eine Baseline-
Leistung auf dem unvorbereiteten Datensatz zu ermitteln, um darauf aufbauend die Wirkung
einzelner und kombinierter DVV analysieren zu kdnnen.

6.2 Auswahl des Klassifikationsmodells und Baseline-Versuch

Fir die experimentelle Analyse wird ein einheitliches Klassifikationsmodell definiert, das in
samtlichen Versuchskonfigurationen verwendet wird. Durch die einheitliche Modellwahl lassen
sich Unterschiede in den Evaluationsmetriken eindeutig auf die jeweils angewandten DVV zu-
ruckfihren. Da der SECOM-Datensatz fehlende Werte enthalt, muss ein Klassifikator ausge-
wahlt werden, der mit fehlenden Werten umgehen kann. Der in Abschnitt 2.2.1 beschriebene
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verbreitete RandomForestClassifier aus der Python-Bibliothek scikit-learn kann
nicht mit fehlenden Werten umgehen, was ihn in diesem Anwendungskontext disqualifiziert.
Stattdessen kommt im vorliegenden Experimentierplan der HistGradientBoostingClas-
sifier aus scikit-learn zum Einsatz, der auf dem in Abschnitt 2.2.1 beschriebenen His-
togramme-basierten Gradient Boosting beruht. Dieses Modell kann fehlende Werte verarbeiten
und ist fir numerische sowie hochdimensionale Daten geeignet. Es bendtigt keine vorherige
Skalierung der Merkmale und kann auch mit nichtlinear verteilten Eingabedaten robust umge-
hen. Zudem zeichnet sich das Modell durch eine hohe Effizienz in der Verarbeitung grofierer
Datensatze aus, da es Histogramme zur Approximation der Merkmalsverteilungen verwendet.

Zur Bestimmung der Baseline-Leistung wird der Klassifikator zunachst auf den unvorbereiteten
SECOM-Rohdatensatz angewendet. Die resultierenden Evaluationsmetriken dienen als Refe-
renz fur die spatere Bewertung der Wirkung einzelner Verfahren und Verfahrenskombinatio-
nen. Da die Vielzahl der geplanten Experimente mit dem hochdimensionalen SECOM-Daten-
satz einen hohen Rechenaufwand verursacht, wurde auf eine zehnfache Kreuzvalidierung ver-
zichtet. Wie bereits in Abschnitt 2.2.2 erlautert, existiert kein fixes Optimum fir die Anzahl der
Folds. Bereits eine geringere Zahl an Folds kann stabile und aussagekraftige Ergebnisse lie-
fern und zugleich die Rechenzeit erheblich reduzieren. Vor diesem Hintergrund wird in dieser
Arbeit eine dreifache Kreuzvalidierung eingesetzt, bei der der Datensatz jeweils in drei gleich
grolRe Teilmengen unterteilt. In jedem Durchlauf wird das Modell auf zwei dieser Teilmengen
trainiert und auf der verbleibenden Teilmenge getestet. Die so erzielten Ergebnisse werden
gemittelt, um eine robuste und verlassliche Einschatzung der Modellgite zu erhalten. Zur
quantitativen Bewertung werden die in Abschnitt 5.1.4 ausgewahlten Metriken Accuracy, Pre-
cision, Recall und die FM herangezogen, welche in Anlehnung an die Implementierung in sci-
kit-learn im Folgenden als F1-Score bezeichnet wird. Dartber hinaus werden die Rechen-
zeit zur Bewertung der Effizienz sowie die Standardabweichung der Validierungsergebnisse
zur Bewertung der Robustheit berticksichtigt. Die Ausgabe in Abbildung 6.3 zeigt die Evalua-
tionsmetriken des Baseline-Versuchs auf dem unvorbereiteten SECOM-Datensatz.

Baseline (ohne Vorverarbeitung)

Accuracy (MW = SD): 0.8342 + 0.1410
Precision (MW = SD): 0.0405 + 0.0572
Recall (MW + SD): 0.2381 + 0.3367
F1-Score (MW = SD): 0.0692 + 0.0978
Rechenzeit (Sekunden): 9.92
Anzahl Merkmale: 590
Anzahl Instanzen: 1567
Verteilung Zielvariable: {-1: 1463, 1: 104}

Abbildung 6.3: Ergebnisse des Baseline-Versuchs auf dem unvorbereiteten Rohdatensatz

Die Ergebnisse des Baseline-Versuchs in Abbildung 6.3 zeigt eine durchschnittliche Accuracy
von 0,8342 bei einer Standardabweichung von + 0,1410. Damit erzielt das Modell auf den
ersten Eindruck eine hohe Gesamtgenauigkeit. Bei Betrachtung der weiteren Kennzahlen wird
jedoch deutlich, dass das Modell fehlerhafte Bauteile kaum erkennt. Die Precision betragt
0,0405 (+ 0,0572) und zeigt damit, dass lediglich etwa vier Prozent der vom Modell als defekt
klassifizierten Instanzen tatsachlich fehlerhaft sind. Der Recall liegt bei 0,2381 (+ 0,3367), so-
dass nur knapp ein Viertel der tatsachlich defekten Bauteile erkannt wurde. Die hohe Stan-
dardabweichung dieses Wertes unterstreicht zudem eine starke Instabilitat Gber die Kreuzvali-
dierungsdurchlaufe. Der daraus resultierende F1-Score von 0,0692 (+ 0,0978) bestatigt, dass
weder eine verlassliche Erkennungsrate noch eine ausreichende Prazision bei der Vorhersage
defekter Instanzen erzielt werden konnte. Insgesamt lasst sich festhalten, dass das Modell in
dieser Konfiguration keine praktikable Losung fir die vorliegende Klassifikationsaufgabe dar-
stellt.
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Die Ursache liegt in der stark unausgeglichenen Zielverteilung des SECOM-Datensatzes, in
dem nur 6,64 % der Instanzen als fehlerhaft klassifiziert sind. Wie in Abschnitt 2.2.2 beschrie-
ben, neigen Lernalgorithmen in solchen Féllen dazu, die Minderheitsklasse zu vernachlassi-
gen. Aus diesem Grund wird im nachsten Schritt das in Abschnitt 2.3 beschriebene SMOTE-
Verfahren eingesetzt, bei der es sich um ein Verfahren zur gezielten Generierung syntheti-
scher Instanzen der Minderheitsklasse handelt, um eine ausgewogene Verteilung der Zielva-
riable herzustellen. Auf dieser Grundlage wird das Modell in die Lage versetzt, auch seltener
auftretende Fehlerfalle zu lernen und zu klassifizieren. Ziel ist es, die Erkennungsleistung zu
verbessern und damit eine praxisrelevante Prognosefahigkeit zu erreichen. Die Integration von
SMOTE bildet zudem eine methodisch notwendige Voraussetzung flir den nachgelagerten Ex-
perimentierplan, da die Wirkung verschiedener DVV nur dann vergleichbar untersucht werden
kann, wenn das zugrunde liegende Klassifikationsmodell in der Lage ist, beide Klassen prinzi-
piell zu unterscheiden. In der vorliegenden Implementierung wird SMOTE Uber die Python-
Bibliothek imbalanced-learn (imbalanced-learn developers, 2023) angewendet. Die Aus-
gabe in Abbildung 6.4 zeigt die Ergebnisse des angepassten Baseline-Versuchs, in dem
SMOTE zur Ausbalancierung der Zielvariable angewendet wurde.

Dummy-Imputation + SMOTE - Dummys zurick zu NaN

Accuracy (MW = SD): 0.8719 + 0.0995
Precision (MW + SD): 0.8211 + 0.1314
Recall (MW + SD): 0.9850 + 0.0213
F1-Score (MW + SD): 0.8911 + 0.0832
Rechenzeit (Sekunden): 11.75
Anzahl Merkmale: 590
Anzahl Instanzen: 2926
Verteilung Zielvariable: {-1: 1463, 1: 1463}

Abbildung 6.4: Ergebnisse des Baseline-Versuchs mit SMOTE

Der angepasste Baseline-Versuch mit SMOTE zeigt in der Ausgabe in Abbildung 6.4 vergli-
chen mit der urspringlichen Konfiguration eine deutlich verbesserte Modellgite. Wahrend im
ersten Versuch kaum fehlerhafte Instanzen erkannt wurden (Recall = 0,2381), identifiziert das
Modell nach Anwendung von SMOTE Uber 98 % der Fehler korrekt (Recall = 0,9850) bei
gleichzeitig hoher Precision (0,8211). Der F1-Score steigt entsprechend auf 0,8911 an. Neben
den Mittelwerten der Modellgute-Metriken wird erneut auch deren Standardabweichung tber
die drei Kreuzvalidierungsdurchlaufe zur Bewertung der Robustheit herangezogen. Im Gegen-
satz zur urspriinglichen Baseline-Konfiguration zeigen sich hier nachvollziehbare Streuungen,
die eine inhaltlich interpretierbare Aussage zur Stabilitdt des Modells ermdglichen. Die relativ
geringen Standardabweichungen bei Accuracy (0,0995), Precision (0,1314), Recall (0,0213)
und F1-Score (0,0832) deuten auf eine konsistente Modellleistung hin, die nur in geringem
Malfe durch Variation in den Teilmengen des Datensatzes beeinflusst wird. Diese Werte spre-
chen fir eine robuste Klassifikation unter den gegebenen Bedingungen. Die Kombination aus
hoher Erkennungsleistung und niedriger Streuung bestatigt, dass die Anwendung von SMOTE
nicht nur zu einer verbesserten, sondern auch zu einer stabileren Modellgite fuhrt. Damit be-
statigt sich, dass die Ausbalancierung der Zielvariable mittels SMOTE eine grundlegende Vo-
raussetzung fur eine verlassliche Bewertung der Modellleistung und damit auch der Wirkung
von DVV ist. Auf dieser Grundlage kénnen nun verschiedene Verfahren der Datenvorverarbei-
tung gezielt und vergleichbar untersucht werden. Im folgenden Abschnitt wird daftir zunachst
festgelegt, welche konkreten Verfahren ausgewahlt und im Experimentierplan bertcksichtigt
werden.

6.3 Auswahl der Datenvorverarbeitungsverfahren

Die Auswahl geeigneter Verfahren erfolgt mit Blick auf ihre praktische Einsetzbarkeit im Rah-
men des entwickelten Experimentierplans. Die Auswahl orientiert sich an den in Abschnitt 5.2
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definierten Kriterien, insbesondere an der Eignung fur reale industrielle Datenprobleme, der
Modularitat, der Rechendkonomie, der technischen Verfligbarkeit sowie der methodischen In-
terpretierbarkeit. Grundlage fiir die Auswahl bieten die in den Abschnitten 3.3 und 4.2 bzw. 4.3
beschriebenen Verfahren.

6.3.1  Auswahl der Verfahren zur Behandlung fehlender Werte

Fiar die experimentelle Analyse der Auswirkungen fehlender Werte auf die Modellleistung wer-
den funf Imputationsverfahren ausgewahlt. Bericksichtigt werden zunachst drei statistische
Verfahren, die sich trotz methodischer Einschrankungen durch eine hohe Effizienz, breite Ver-
fugbarkeit und einfache Integration in den Experimentierplan auszeichnen. Die Mittelwertim-
putation ersetzt fehlende Werte durch den arithmetischen Mittelwert eines Merkmals (vgl. Ab-
schnitt 3.3.3). Sie ist leicht interpretierbar, rechendékonomisch und Uber sklearn.im-
pute.SimpleImputer in der Bibliothek scikit-1earn unkompliziert in Python umsetzbar.
Obwohl sie die Varianzstruktur verzerren kann, erlaubt sie eine erste Einschatzung der Mo-
dellrobustheit durch einfache Ersetzungen. Ergénzend wird die Medianimputation bertcksich-
tigt, bei der fehlende Werte durch den Median eines Merkmals ersetzt werden. Dieses Verfah-
ren ist besonders fur numerische Daten geeignet, da es robust gegentber Ausreiern ist und
auch bei schief verteilten Variablen eine verlasslichere Schatzung als der arithmetische Mittel-
wert liefert (vgl. Abschnitt 3.3.3). Die Umsetzung erfolgt ebenfalls (iber den SimpleImputer
in scikit-learn, wobei lediglich die Strategie entsprechend angepasst wird. Die Konstan-
tenimputation schlieBlich ersetzt alle fehlenden Werte durch einen festen Wert, wie z. B. 0 (vgl.
Abschnitt 3.3.3). Auch dieses Verfahren ist Giber den SimpleImputer direkt implementierbar.
Es erfillt zwar nicht die Anforderungen an Interpretierbarkeit und statistische Validitat, wird
jedoch gezielt eingesetzt, um die Auswirkungen trivialer Imputationsverfahren im Vergleich zu
fundierteren Verfahren zu priifen. Zusammen bieten diese drei Verfahren eine Referenz fiir
die Bewertung robusterer Imputationsverfahren. Ausschlaggebend fiir die Entscheidung, diese
drei einfachen Verfahren einzubeziehen, ist neben ihrer unkomplizierten Umsetzbarkeit der
geringe zu erwartende Rechenaufwand, der eine effiziente Durchfiihrung der Experimente er-
moglicht.

Als multivariate Verfahren mit hdherer Aussagekraft werden die KNN-Imputation und die itera-
tive Imputation (vgl. Abschnitt 3.3.5) in die Analyse einbezogen. Die kNN-Imputation bertck-
sichtigt lokale Ahnlichkeiten im Merkmalsraum und eignet sich insbesondere fiir strukturierte
numerische Daten. Die Implementierung erfolgt Uber sklearn.impute.KNNImputer,
wodurch eine nahtlose Integration in Pipelines moglich ist. Trotz Einschrankungen in hochdi-
mensionalen Raumen ist das Verfahren modular einsetzbar, nachvollziehbar und stabil ver-
fugbar. Die iterative Imputation basiert auf sequenziellen Regressionsmodellen und wird in
scikit-learn durch sklearn.impute.IterativeImputer unterstitzt. Sie beriicksich-
tigt multivariate Zusammenhange und ist insbesondere dann geeignet, wenn eine realitats-
nahe Rekonstruktion der Datenstruktur angestrebt wird. Beide Verfahren gelten als robust ge-
genuber Datenvariationen und erflllen grundlegende Kriterien wie Modularitat, methodische
Interpretierbarkeit und technische Verfugbarkeit.

Neben den statistischen und multivariaten Verfahren wurde auch geprift, modellbasierte Ver-
fahren in die Analyse einzubeziehen. Diese gelten zwar als besonders leistungsfahig bei kom-
plexen Interaktionen und nichtlinearen Zusammenhangen (vgl. Abschnitt 3.3.6), erwiesen sich
in den Tests jedoch als mit einem erheblich héheren Rechenaufwand verbunden. Da Effizienz
ein zentrales Auswahlkriterium in der Methodik darstellt und samtliche Verfahren in alle Ver-
suchskonfigurationen integriert werden mussen, wurde auf den Einsatz modellbasierter Ver-
fahren verzichtet. Auf den Einsatz von Eliminierungsverfahren wird ebenfalls verzichtet, da sie
bei einem relevanten Anteil fehlender Werte zu erheblichen Informationsverlusten flihren und
die Aussagekraft der Ergebnisse verzerren konnen (vgl. Abschnitt 3.3.1). Ebenso werden klas-
senbasierte Verfahren nicht berlicksichtigt, da ihre Bildung homogener Gruppen bei Uberwie-
gend numerischen und hochdimensionalen Daten kaum praktikabel ist und sie zudem multiva-
riate Abhangigkeiten zwischen Variablen nur unzureichend bericksichtigen kénnen (vgl. Ab-
schnitt 3.3.4).
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Insgesamt deckt die Auswahl ein breites Spektrum von Verfahren zur Behandlung fehlender
Werte ab, von einfachen statistischen bis hin zu komplexeren iterativen Verfahren. Sie erfullt
damit grundlegende Anforderungen an die methodische Fundierung, Vergleichbarkeit und
praktische Anwendbarkeit im Rahmen des Experimentierplans und bildet eine belastbare
Grundlage fir die nachfolgenden Analyseschritte. Die folgende Tabelle 6.1 gibt einen Uber-
blick Gber die ausgewahlten Verfahren und bewertet sie anhand der Auswahlkriterien.

Tabelle 6.1: Bewertung der ausgewahlten Imputationsverfahren anhand methodischer Kriterien

Verfahren

Mittelwertimputation

Medianimputation

Konstantenimputation

kNN-Imputation

Q Q O ‘ ‘ Interpretierbarkeit
‘ ‘ ‘ . . Verfligbarkeit

‘ ‘ ‘ ‘ ‘ Modularitat & Kombinierbarkeit
O O ‘ ‘ . Rechendkonomie

‘ . Q Q Q Eignung fiir Realdaten
@@ O @ O rovwm

Iterative Imputation

Die Tabelle 6.1 veranschaulicht die Bewertung der eingesetzten Imputationsverfahren anhand
zentraler Kriterien, wobei volle, halbe und leere Kreise eine gute, teilweise oder geringe Erful-
lung der Auswabhlkriterien beschreiben. Die Mittelwertimputation wird insgesamt als positiv be-
wertet, hat jedoch Einschrankungen in Bezug auf Eignung fir Realdaten und Robustheit.

Die Mittelwertimputation fihrt durch das Ersetzen aller fehlenden Werte mit demselben Wert
zu einem Verlust an Varianz und einer Verzerrung der Kovarianzen, wodurch die urspringliche
Datenverteilung nicht mehr adaquat abgebildet wird (vgl. Abschnitt 3.3.3). Die Starke der Mit-
telwertimputation liegt hingegen vor allem in der hohen Rechendkonomie und Verflgbarkeit in
scikit-learn, weshalb sie als geeignetes Verfahren im Experimentierplan bericksichtigt
wird.

Die Medianimputation weist gegenlber der Mittelwertimputation Vorteile bei schiefen Vertei-
lungen und AusreilRern auf, da der Median als robuste Lagekennzahl weniger empfindlich re-
agiert (vgl. Abschnitt 3.3.3). Dennoch bleibt auch hier eine Verzerrung der Datenstruktur be-
stehen, weil auch hier je Merkmal stets derselbe Wert imputiert wird. Aufgrund der ebenfalls
geringen Rechenlast, hohen Interpretierbarkeit und Verflgbarkeit in scikit-learn ist den
Kriterien nach geeignet fur die Berlcksichtigung im Experimentierplan.
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Die Konstantenimputation wird deutlich kritischer bewertet. Zwar ist sie technisch einfach, ver-
fugbarin scikit-learn und extrem recheneffizient, jedoch sind die erzeugten Ersatzwerte
arbitrér und kénnen die Datenstruktur stark verfalschen (vgl. Abschnitt 3.3.3). lhre Bertcksich-
tigung im Experimentierplan liegt primar darin, eine Vergleichsbasis fur triviale Imputationsver-
fahren zu schaffen.

Die kKNN-Imputation erzielt grundsatzlich gute Ergebnisse bei strukturierten numerischen Da-
ten, da sie lokale Ahnlichkeiten berlicksichtigt (vgl. Abschnitt 3.3.6). Hinsichtlich der Robustheit
ist das Verfahren jedoch nur teilweise geeignet, da es empfindlich auf Ausreil3er reagiert und
in hochdimensionalen Datensatzen durch den Verlust an Trennscharfe des Distanzmalies an
Aussagekraft verliert (vgl. Abschnitt 3.3.6). Auch die Rechendkonomie ist lediglich teilweise
erflllt, da mit zunehmender Datenmenge fir jede Imputation zahlreiche Distanzberechnungen
erforderlich werden und der Aufwand dadurch erheblich steigt. SchlieRlich ist auch die Inter-
pretierbarkeit eingeschrankt, da die Schatzwerte ausschlieBlich aus lokalen Nachbarschafts-
beziehungen abgeleitet werden und keine expliziten Modellparameter oder nachvollziehbaren
Entscheidungsregeln vorliegen (vgl. Abschnitt 3.3.6). Trotz dieser Einschrankungen ist die
kNN-Imputation fur den vorliegenden Experimentierplan gut geeignet, da sie unkompliziert im-
plementierbar ist und durch die Nutzung lokaler Strukturen einen praxisnahen und robusten
Kontrast zu den einfacheren statistischen Verfahren darstellt.

Die iterative Imputation wird insgesamt positiv bewertet, da sie multivariate Zusammenhéange
bericksichtigt und dadurch eine realitdtsnahe Rekonstruktion fehlender Werte erméglicht (vgl.
Abschnitt 3.3.5). Einschrankungen bestehen jedoch hinsichtlich der Robustheit, da die Ergeb-
nisse stark von Modellannahmen sowie der Konvergenz des iterativen Prozesses abhangen
und bei kleineren Datensatzen instabil sein kdnnen. Die Rechendkonomie ist gering, da die
mehrfachen Modellschatzungen mit einem erheblich héheren Rechenaufwand verbunden sind
und das Verfahren dadurch deutlich weniger effizient als statistische Verfahren ist (vgl. Ab-
schnitt 3.3.5). Zudem ist die Interpretierbarkeit eingeschrankt, da die einzelnen Regressions-
schritte und Abhangigkeiten zwischen Variablen nicht transparent nachvollzogen werden kon-
nen. Trotz dieser Limitierungen erweist sich die iterative Imputation als geeignetes Verfahren
fir den Experimentierplan, da sie multivariate Strukturen nutzt, in scikit-learn verfigbar
ist und eine methodisch fundierte Alternative zu den einfacheren Verfahren bietet.

6.3.2 Auswahl der Verfahren zur Datenreduktion

Nach der Auswahl geeigneter Verfahren zur Behandlung fehlender Werte werden im nachsten
Schritt Verfahren zur Datenreduktion ausgewahlt, die in der Implementierung des Experimen-
tierplans bertcksichtigt werden. Die Auswahl bertcksichtigt sowohl Verfahren zur Merkmals-
als auch zur Instanzenreduktion (vgl. Abschnitt 4.1), da beide Anséatze auf die Reduktion re-
dundanter Daten abzielen. Entscheidend fir die Auswahl sind auch hier die in Abschnitt 5.2
definierten Kriterien zur Auswahl geeigneter DVV.

Als grundlegendes Filterverfahren wird die CFS einbezogen, welche Merkmale anhand ihres
Zusammenhangs mit der Zielvariable und ihrer wechselseitigen Unabhangigkeit auswahlt (vgl.
Abschnitt 4.2.1). Obwohl keine native Implementierung in scikit-learn vorliegt, kann CFS
durch eine Kombination aus Korrelationsanalyse und heuristischer Merkmalbewertung effi-
zient nachgebildet werden. Es ist modular einsetzbar und geeignet fir hochdimensionale Da-
tensatze, bei denen Redundanzstrukturen haufig auftreten. Die hohe Interpretierbarkeit und
geringen Rechenanforderungen durch die Verwendung statistischer Malke machen CFS zu
einem praxistauglichen Verfahren fur die systematische Merkmalsreduktion.

Auflerdem wird MI eingesetzt, welches als informationsbasiertes Verfahren auch nichtlineare
Zusammenhange zwischen Merkmalen erkennen kann (vgl. Abschnitt 4.2.2). Die Umsetzung
uber sklearn.feature selection.mutual info classif aus scikit-learn er-
moglicht eine direkte Anwendung im Klassifikationskontext. Ml Uberzeugt vor allem durch
seine Robustheit gegenliber Datenvariationen sowie durch die Eignung fir komplexe Merk-
malsstrukturen und adressiert damit das Auswahlkriterium der Eignung fir reale, nichtlinear
strukturierte Daten.
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Im Rahmen der Merkmalsreduktion wird auch der VIF eingesetzt, ein etabliertes Verfahren zur
Erkennung linearer Redundanzen zwischen Pradiktoren (vgl. Abschnitt 4.2.3). Der VIF
quantifiziert, in welchem Ausmalf ein Merkmal durch die Ubrigen erklarbar ist, und dient somit
der gezielten Identifikation von Merkmalen, die keine eigenstéandige Information zum Modell
beitragen. Die Umsetzung kann uUber eine eigene Implementierung unter Ruickgriff auf die
statsmodels-Bibliothek (statsmodels developers, 2023) erfolgen, da keine direkte
Integration in scikit-learn besteht. Der VIF eignet sich insbesondere durch seine
methodische Klarheit und hohe Interpretierbarkeit und wird damit als Verfahren zur Entfernung
redundanter Merkmale im Experimentierplan bertcksichtigt.

Die PCA (vgl. Abschnitt 4.2.6) erflllt ebenfalls grundlegende Auswahlkriterien und wird im Ex-
perimentierplan bertcksichtigt. Sie ermdglicht eine kompakte Reprasentation des Merkmals-
raums unter Erhalt maximaler Varianzanteile und ist in sklearn.decomposition.PCA effi-
zient implementiert. Obwohl die erzeugten Hauptkomponenten nicht mehr direkt interpretier-
bar sind, bietet PCA eine strukturierte und verlustarme Verdichtung des Merkmalsraums. Das
Verfahren ist effizient implementierbar, rechenékonomisch und besonders geeignet fir Da-
tensatze mit hoher Multikollinearitat.

Als Verfahren zur Reduktion von Instanzen wird schlieRlich ENN (vgl. Abschnitt 4.3.3) bertck-
sichtigt. Es ist in imblearn.under sampling.EditedNearestNeighbours verfligbar
und entfernt potenziell fehlerhafte oder widerspriichliche Instanzen anhand lokaler Nachbar-
schaftsverhaltnisse. ENN bietet eine robuste Moglichkeit zur strukturerhaltenden Bereinigung
von Trainingsdaten und lasst sich nahtlos mit SMOTE kombinieren. Die hohe Kompatibilitat
mit dem eingesetzten Klassifikationsmodell sowie die stabile Implementierung sprechen fir
die praktische Einsetzbarkeit im Experimentierplan. Distanzbasierte Verfahren werden nicht
bericksichtigt, da ihre Aussagekraft in hochdimensionalen Datensatzen stark abnimmt (vgl.
Abschnitt 4.3.1). Clustering-Verfahren werden nicht berlcksichtigt, da sie Instanzen zu Repra-
sentanten aggregieren und damit die Datenstruktur verandern (vgl. Abschnitt 4.3.2). Dies er-
schwert die eindeutige Interpretation der Effekte und ist im Rahmen des Experimentierplans
nicht zielfihrend.

Die Auswahl der finf Verfahren deckt grundlegende methodische Perspektiven der Datenre-
duktion ab und erfillt die in der Methodik definierten Auswahlkriterien in wesentlichen Punkten.
Durch die Kombination von Filter-, und Wrapperverfahren, Merkmalsextraktion sowie Instan-
zenselektion wird eine methodische Vielfalt erreicht, die differenzierte experimentelle Analysen
ermdglicht. Auch fiir diese Verfahren gibt die folgende Tabelle 6.2 einen Uberblick und bewer-
tet sie anhand der Auswabhlkriterien.

Die Tabelle 6.2 veranschaulicht die Bewertung ausgewahlter Verfahren hinsichtlich zentraler
Kriterien, wobei volle, halbvolle und leere Kreise fiir eine gute, teilweise oder geringe Erfiillung
stehen. CFS wird insgesamt positiv bewertet, zeigt jedoch in drei Kategorien Einschrankun-
gen. Die Eignung fur reale Daten ist begrenzt, da das Verfahren von bedingter Unabhangigkeit
der Merkmale ausgeht und bei komplexen Interaktionen an seine Grenzen stof3t. Die Robust-
heit ist eingeschrankt, da sich die Merkmalsauswahl bei geringen Datendnderungen verandern
kann. Auch die Verfugbarkeit ist nur teilweise gegeben, da es keine etablierte Python-Imple-
mentierung in gangigen Bibliotheken gibt. Allerdings lasst sich CFS aufgrund seiner einfachen
Struktur mit geringem Aufwand selbst programmieren, was eine teilweise Erfillung rechtfertigt.
In den ubrigen Kriterien Uberzeugt CFS durch hohe Interpretierbarkeit, Rechenékonomie und
gute Kombinierbarkeit.

MI wird in den meisten Kategorien positiv bewertet, weist jedoch bei Robustheit und Interpre-
tierbarkeit Einschrankungen auf. Die Robustheit gegenuber Datenvariationen ist nur teilweise
erflllt, da die Schatzung der wechselseitigen Information sensibel auf Ausreifer und Stichpro-
bengréfle reagiert. Auch die Interpretierbarkeit ist eingeschrankt, da Ml zwar quantitative Re-
levanzwerte fir Merkmale liefert, jedoch ohne nachvollziehbare Schwellen oder strukturelle
Auswabhlregeln. Insgesamt erfillt Ml einen GroRteil der Kriterien durch seine breite Anwend-
barkeit, Modularitat und Verflgbarkeit in etablierten Bibliotheken.
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Tabelle 6.2: Bewertung der ausgewahlten Datenreduktionsverfahren anhand methodischer Kriterien

Verfahren b
)
X
S
©
0
[
2
3 £ o =
] o 2 )
) X £ x
(1’4 o3 o © =
- - c K] ()
E b= -S 3 ::T; f
o = :0 k=] ©
> = - e o Q2
7 ] o = o]
2 3 3 < 2 =]
re) ° T} ) ‘t
K=l [e) o () - (]
I} 14 = (12 £ >
cFs > O e & o O
w ® O 6 & O o
vIF e O 6 o o O
PCA ® O 6 & O o
ENN e O e o O o

Das VIF-Verfahren weist in drei Kategorien Einschrankungen bei der Erfullung der Kriterien
auf. Die Robustheit ist begrenzt, da das Verfahren empfindlich auf Rauschen und starke Kor-
relationen bei kleinen Stichproben reagiert. Die Rechendkonomie ist ebenfalls nur teilweise
gegeben, da fur jedes Merkmal ein Regressionsmodell gegen alle tibrigen Merkmale berech-
net wird. Auch die Verfugbarkeit ist eingeschrankt, denn VIF ist zwar technisch verflgbar (z. B.
Uber statsmodels), aber nicht so unkompliziert nutzbar wie andere Feature-Selection-Ver-
fahren, die direkt in gangigen Machine-Learning-Workflows wie scikit-learn integriert
sind. Insgesamt Uberzeugt das VIF-Verfahren insbesondere durch seine praxisnahe Anwend-
barkeit und die weitgehend nachvollziehbare Erkennung redundanter Merkmale.

Die PCA wird in der Kategorie Interpretierbarkeit mit einer geringen Erfiillung bewertet, da die
erzeugten Hauptkomponenten komplexe Linearkombinationen aller urspriinglichen Merkmale
darstellen und somit einer direkten inhaltlichen Deutung weitgehend entzogen sind. Die Ro-
bustheit ist als teilweise erfiillt bewertet, da die PCA empfindlich auf Ausreier, Rauschen und
unskalierte Merkmale reagiert. Trotz dieser Einschrankungen ist PCA aufgrund ihrer rechneri-
schen Effizienz, weitreichenden Verflugbarkeit und ihres Potenzials zur Aufdeckung verborge-
ner Strukturen ein geeignetes Verfahren der Merkmalsextraktion.

AbschlieRend wird das ENN-Verfahren Gberwiegend positiv bewertet, zeigt jedoch in der Ka-
tegorie Robustheit Einschrankungen. Zwar entfernt das Verfahren inkonsistente Instanzen und
kann dadurch die Klassifikationsleistung verbessern, jedoch besteht die Gefahr, dass auch
informative Instanzen entfernt werden, was insbesondere bei komplexen Entscheidungsgren-
zen problematisch sein kann. Die Interpretierbarkeit ist ebenfalls nur teilweise gegeben, da die
Entscheidungen auf lokaler Nachbarschaft basieren und nicht durch explizite Regeln oder mo-
dellhafte Strukturen nachvollziehbar dokumentiert werden. In den Ubrigen Kriterien berzeugt
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ENN durch seine einfache Integration in Pipelines, geringe Rechenanforderungen und breite
Verfugbarkeit in etablierten Bibliotheken.

Nach der konzeptuellen Bewertung der eingesetzten Verfahren folgt nun die praktische Um-
setzung im Rahmen des Experimentierplans. Das folgende Kapitel beschreibt die technische
Durchflihrung der Experimente sowie die konkrete Implementierung der Verarbeitungsschritte
in Python.

6.4 Durchfiihrung der Experimente

Die technische Umsetzung des Experimentierplans erfolgt in Python auf Basis der zuvor defi-
nierten Verfahren und Konfigurationen. Fir jede Konstellation wird eine Vorverarbeitungspipe-
line umgesetzt, die je nach Versuch Imputation, Datenreduktion und die erforderliche SMOTE
kombiniert. Die Implementierung ist modular aufgebaut und verwendet ausschlieRlich etab-
lierte Bibliotheken (scikit-learn, imblearn, NumPy, pandas) und ist so gestaltet, dass
Verfahren austauschbar und erweiterbar sind. Alle Imputationsverfahren werden deklarativ in
Dictionaries registriert und anschlieBend in Einzelversuchen aufgerufen bzw. zu Versuchs-
kombinationen zusammengesetzt. Dadurch lassen sich technisch zusatzliche Verfahren oder
abgewandte Parameter mit minimalem Anderungsaufwand in den Experimentierplan integrie-
ren. Um Reproduzierbarkeit und methodische Vergleichbarkeit sicherzustellen, werden alle
zufallsbasierten Verfahren mit einem festen Startwert Gber random state ausgeflhrt. Dies
betrifft insbesondere SMOTE, den Klassifikator, die PCA sowie die iterative Imputation. Auf
diese Weise wird gewahrleistet, dass die Ergebnisse nicht durch unterschiedliche Zufallswerte
verzerrt werden und die Unterschiede zwischen den Verfahren auf die Datenvorverarbeitung
zurlickzufiihren sind. Dartber hinaus wurden die Verfahren jeweils mit Parametern konfigu-
riert, die einen begriindeten Ausgleich zwischen Genauigkeit und Effizienz schaffen. So wur-
den bei der iterativen Imputation die Zahl der Iterationen auf drei begrenzt, um den Rechen-
aufwand im hochdimensionalen SECOM-Datensatz handhabbar zu halten und dennoch eine
robuste Schatzung multivariater Zusammenhange zu ermdglichen. Bei der PCA wird ein Vari-
anzschwellenwert von 95 % gewahlt, sodass einerseits die wesentlichen Strukturen der Daten
erhalten bleiben und andererseits eine deutliche Reduktion der Dimensionalitat erreicht wird.
Die selbst implementierten Reduktionsverfahren wurden ebenfalls mit klar definierten Parame-
tern ausgestattet. Das CFS-Verfahren verwendet eine feste Korrelationseinschrankung von
0,7, um Merkmale mit hoher gegenseitiger Abhangigkeit auszuschlie3en und gleichzeitig eine
hinreichende Variabilitadt der ausgewahlten Merkmale zu sichern. Der Schwellenwert liegt im
Bereich mittlerer Zusammenhange 4.2.1 und stellt damit einen Kompromiss dar, der Redun-
danzen reduziert, ohne die Merkmalsbasis unnétig stark einzuschranken. Das MI-Verfahren
basiert auf der Auswahl der Merkmale mit der hochsten wechselseitigen Information zur Ziel-
variablen (vgl. Abschnitt 4.2.2). Um einerseits die Komplexitat im hochdimensionalen SECOM-
Datensatz zu reduzieren und andererseits gentigend Merkmale fir eine aussagekraftige Ana-
lyse zu bewahren, wird die Anzahl der ausgewahlten Merkmale auf 50 begrenzt. Fir das
VIF-Verfahren wurde ein Schwellenwert von 5 gewahlt, da Werte oberhalb dieses Grenzwertes
als Hinweis auf problematische Multikollinearitat gewertet werden (vgl. Abschnitt 4.2.3).

Zunachst werden die Rohdaten des SECOM-Datensatzes eingelesen und in Merkmale sowie
Zielvariable unterteilt. AnschlieRend werden je nach Versuch die in Abschnitt 6.3 ausgewahl-
ten DVV angewendet. Dabei wird zwischen Einzelverfahren und Kombinationen unterschie-
den. Bei den Kombinationen wird jede Konstellation in beiden maoglichen Reihenfol-
gen (DVV1 — DVV2 und DVV2 — DVV1) ausgefiihrt, um explizit moégliche Reihenfolgeeffekte
zu analysieren (vgl. Abschnitt 5.3.3).

Trotz ermittelter Eignung ist eine Herausforderung des SECOM-Datensatzes die stark unaus-
geglichene Zielvariable, da fehlerhafte Bauteile nur in etwa 6,6 % der Instanzen vorkommen.
Um dieses Ungleichgewicht zu korrigieren, wird in allen Konfigurationen das Verfahren
SMOTE eingesetzt, da ansonsten die Gefahr bestiinde, dass das Modell fast ausschlief3lich
die Mehrheitsklasse vorhersagt. Grundsatzlich wird SMOTE am Ende der jeweiligen DVV an-
gewendet, also nach der Imputation und gegebenenfalls nach der Datenreduktion. Auf diese
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Weise beruht die kiinstliche Datengenerierung auf einer sauberen und konsistenten Datenba-
sis, was die Prazision des Verfahrens erhdht und gleichzeitig die Rechenlast reduziert, da nur
die tatsadchlich verwendeten Merkmale berlcksichtigt werden. Eine Ausnahme bildet das
ENN-Verfahren, das gezielt Instanzen aus den Daten entfernt. Hier wird SMOTE zuerst ange-
wendet, um die gleiche ausgeglichene Datenbasis wie bei den Ubrigen Verfahren herzustellen,
und ENN entfernt anschlieRend redundante Instanzen. Dadurch bleibt die Vergleichbarkeit mit
anderen Konfigurationen gewahrleistet.

Da weder SMOTE noch einige Reduktionsverfahren mit fehlenden Werten umgehen koénnen,
wird zusatzlich eine temporare Dummy-Imputation eingesetzt. Fehlende Werte werden dabei
zunachst durch einen konstanten numerischen Platzhalter ersetzt. Konkret wurde der
Wert 999999 gewahlt, da er aul3erhalb des Wertebereichs der urspringlichen Messdaten liegt
und keine Uberschneidungen mit realen Auspréagungen auftreten. Auf diese Weise kénnen alle
Verfahren, die keine fehlenden Werte akzeptieren, ohne technische Fehler ausgefliihrt werden.
Zwar fuhrt die Verwendung von Platzhaltern dazu, dass SMOTE diese Werte formal in die
Interpolation einbezieht (vgl. Abschnitt 2.3), wodurch die erzeugten Instanzen nicht vollstandig
den realen Daten entsprechen. Dennoch wurde die Dummy-Imputation bewusst gewahlt, da
sie eine technisch einfache und methodisch konsistente Méglichkeit darstellt, alle Verfahrens-
kombinationen im Experimentierplan vergleichbar und reproduzierbar auszufihren. Damit
handelt es sich nicht um eine perfekte, wohl aber um eine pragmatische und im gegebenen
Kontext vertretbare Losung.

Die Evaluation der Modellgute erfolgt mittels dreifacher Kreuzvalidierung (vgl. Abschnitte 2.2.2,
6.2). Der Datensatz wird nach der Anwendung von SMOTE in drei gleich gro3e Folds unterteilt,
sodass jede Teilmenge die durch SMOTE hergestellte ausgeglichene Klassenverteilung bei-
behalt. In jedem Durchlauf werden zwei Folds zum Training und ein Fold zum Testen verwen-
det. Auf diese Weise wird sichergestellt, dass beide Klassen in allen Teilmengen gleicherma-
Ren vertreten sind und die dreifache Wiederholung zufallige Verzerrungen in der Ergebnisbe-
wertung reduziert. Die Wahl von drei Folds stellt einen methodischen Kompromiss dar. Mit
einer hoheren Anzahl an Folds liel3e sich die Schatzung der Modellglite zwar noch stabiler
absichern, allerdings steigen damit sowohl die Rechenzeit als auch die Komplexitat der Aus-
wertung erheblich an (vgl. Abschnitt 2.2.2). Eine geringere Anzahl von Folds wirde hingegen
das Risiko erhdhen, dass die Ergebnisse stark von einer einzelnen zufalligen Aufteilung ab-
hangen. Drei Folds bilden daher einen ausgewogenen Mittelweg, sie gewahrleisten eine hin-
reichend robuste Schatzung der Modellgiite, ohne den Rechenaufwand Ubermafig zu erh6-
hen, und sind damit insbesondere flir hochdimensionale Datensatze wie SECOM praktikabel.
Als Klassifikator wird durchgangig der HistGradientBoostingClassifier verwendet.
Dieses Modell wurde bewusst gewahlt, da es robust gegenliber hochdimensionalen numeri-
schen Daten ist, keine Vorannahmen Uber die Verteilung der Variablen erfordert und fehlende
Werte verarbeiten kann (vgl. Abschnitt 2.2.1). Durch die Wahl eines einheitlichen Modells kon-
nen Unterschiede in den Ergebnissen eindeutig auf die Datenvorverarbeitung zurlickgefuhrt
werden, ohne dass zusatzliche Modellunterschiede als Stérfaktor auftreten. Die Ergebnisse
werden einheitlich in einer Tabelle dokumentiert und am Ende des Programmdurchlaufs ge-
speichert. Neben den Mittelwerten und Standardabweichungen der Gitemetriken Accuracy,
Precision, Recall und F1-Score wird auch die Rechenzeit wird flr jeden Versuch vollstandig
erfasst, beginnend jeweils vor Anwendung des ersten DVV und endend nach Abschluss der
Modellanwendung im Rahmen der Kreuzvalidierung. Damit flieRen sowohl die Aufwande der
Datenvorverarbeitung als auch die Modelllaufzeit in die Bewertung ein. Das Einbeziehen des
Modells ist notwendig, da die gewahlten DVV die Grof3e und Struktur der Datenbasis mal3geb-
lich verandern und sich dies direkt auf die Dauer des Modelltrainings und der Vorhersage aus-
wirkt. Auf diese Weise wird die Effizienz eines Verfahrens nicht isoliert, sondern in ihrem prak-
tischen Gesamtkontext beurteilt, was eine realistische Einschatzung des Verhaltnisses von
Modellgite und Rechendkonomie ermdglicht. Das Ablaufdiagramm des Quellcodes in Abbil-
dung 6.5 verdeutlicht die durchgefiihrten Schritte vom Einlesen der Daten bis zur Ergebnisag-
gregation.
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Abbildung 6.5 stellt den Ablauf der experimentellen Durchfiihrung in acht Schritten anhand
eines Ablaufdiagramms dar. Nach dem Einlesen der Rohdaten werden das Klassifikationsmo-
dell und die Evaluationsmetriken definiert. Darauf folgt die Implementierung der DVV, die nicht
direkt in Python-Bibliotheken verfugbar sind. Alle weiteren DVV werden wiederum in Dictio-
naries registriert, um spater aufgerufen werden zu kénnen. Anschlielend erfolgt die Durchfiih-
rung der Baselines, die als Referenz dienen. Im nachsten Schritt werden die Experimente mit
den Einzelverfahren durchgefiihrt. Nach der Anwendung des jeweiligen DVV werden die Daten
mit SMOTE ausbalanciert und anschlielend im Rahmen einer dreifachen Kreuzvalidierung
evaluiert. AnschlieRend werden die Verfahrenskombinationen getestet, wobei jede Kombina-
tion in beiden mdglichen Reihenfolgen geprift wird. Die in der Abbildung dargestellten Schlei-
fen symbolisieren, dass alle Einzelverfahren und Verfahrenskombinationen jeweils systema-
tisch nacheinander durchlaufen werden. Auch hier erfolgt nach der Datenvorverarbeitung die
Anwendung von SMOTE und die anschlielende Modellbewertung per Kreuzvalidierung. Ab-
schlieBend werden die Ergebnisse aller Konfigurationen systematisch aggregiert und fir die
Auswertung bereitgestellt.

Nach der Darstellung des experimentellen Vorgehens und des Aufbaus der Programmlogik
folgt nun die Auswertung der erzielten Resultate. Im folgenden Abschnitt werden die Ergeb-
nisse der Experimente systematisch dargestellt und anhand der definierten Evaluationsmetri-
ken beschrieben, um eine fundierte Grundlage fiir die anschliel3ende Diskussion und Interpre-
tation zu schaffen.

6.5 Auswertung der Versuchsergebnisse

In diesem Kapitel werden die im Rahmen des Experimentierplans erzielten Ergebnisse syste-
matisch ausgewertet. Ziel der Analyse ist es, die Auswirkungen der Anwendung unterschied-
licher DVV auf die Leistungsfahigkeit des nachgelagerten Klassifikators zu untersuchen. Dabei
wird sowohl die Modellglte sowie die Stabilitat der Ergebnisse als auch die benétigte Rechen-
zeit betrachtet, um neben der Vorhersagequalitat auch Effizienzunterschiede zu bewerten. Fur
die Auswertung der Einzelverfahren dient die Baseline unter Einsatz von SMOTE als Referenz,
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sodass die isolierten Effekte der verschiedenen Imputations- und Reduktionsverfahren im Ver-
gleich zum Ausgangsmodell sichtbar werden. Bei den Kombinationsversuchen hingegen bil-
den die jeweiligen Einzelverfahren die Referenzpunkte. Auf diese Weise lassen sich die rela-
tiven Effekte der Verfahrenskombinationen und insbesondere potenzielle Reihenfolgeein-
flisse nachvollziehen. Die Auswertung erfolgt in zwei Schritten. Zunachst werden die Einzel-
verfahren betrachtet und im Anschluss die Kombinationen, sodass sowohl die isolierte Wir-
kung als auch die Wechselwirkungen der Verfahren auf deutlich werden.

6.5.1  Auswertung der Einzelverfahren

Zur Bewertung der einzelnen Imputationsverfahren werden die Ergebnisse jeweils mit der Ba-
seline unter Einsatz von SMOTE verglichen, welches auch bei jedem anderen Versuch ange-
wendet wurde. Abbildung 6.6 fokussiert sich auf die in Abschnitt 5.1.4 definierten primaren
Metriken und zeigt somit die erzielten Mittelwerte der Gitemafle Accuracy und F1-Score sowie
die jeweils bendtige Rechenzeit fir Datenvorverarbeitung und Modellanwendung. Precision
und Recall sowie die Standardabweichung der Glitemetriken wurden aus Griinden der Uber-
sichtlichkeit nicht in das Diagramm aufgenommen, da ihre Aussage im F1-Score bereits in
einer ausgewogenen MalRzahl zusammengefluhrt wird. Die detaillierten Ergebnisse sind jedoch
in der Ergebnistabelle in Anhang B vollstandig dokumentiert.
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Abbildung 6.6: Versuchsergebnisse der einzeln angewandten Imputationsverfahren

Die Auswertung in Abbildung 6.6 vergleicht die funf eingesetzten Imputationsverfahren mit der
Baseline unter Verwendung von SMOTE. Auf der linken Achse sind Accuracy und F1-Score
als Balken dargestellt, wahrend die rechte Achse die Rechenzeit in Sekunden als Linie abbil-
det. Es zeigt sich in der Abbildung, dass die Accuracy-Werte aller Verfahren dicht beieinander
liegen und sich im Bereich von etwa 0,86 bis 0,88 bewegen. Auch die F1-Scores weisen nur
geringe Unterschiede auf und liegen zwischen 8,88 und 0,9. Deutlicher fallen hingegen die
Unterschiede in der Rechenzeit aus. Wahrend die einfacheren statistischen Verfahren sowie
die kNN-Imputation mit Laufzeiten um 9 bis knapp 11 Sekunden nahe an der Baseline liegen,
hebt sich die iterative Imputation mit einer Laufzeit von tber 400 Sekunden deutlich ab. Zu-
sammenfassend lasst sich festhalten, dass sich die statistischen Imputationsverfahren in Be-
zug auf die Modellgite kaum von komplexeren Ansatzen, wahrend die iterative Imputation
zwar vergleichbare Werte liefert, jedoch mit einem erheblich héheren Rechenaufwand verbun-
den ist.
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Im nachsten Schritt werden die Verfahren zur Datenreduktion betrachtet, um deren Einfluss
auf Modellgite und Effizienz zu analysieren. Abbildung 6.7 stellt dazu die Mittelwerte von
Accuracy und F1-Score sowie die jeweilige Rechenzeit der Verfahren dar. Analog zur
Auswertung der Imputationsverfahren liegt der Fokus im Diagramm auf den in Abschnitt 5.1.4
definierten primaren Metriken, die vollstandigen Versuchsergebnisse sind jedoch in der
Ergebnistabelle in Anhang B dokumentiert.
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Abbildung 6.7: Versuchsergebnisse der einzeln angewandten Reduktionsverfahren

Die Auswertung in Abbildung 6.7 stellt die Ergebnisse der untersuchten Datenreduktionsver-
fahren im Vergleich zur Baseline mit SMOTE dar. Auf der linken Achse sind wieder Accuracy
und F1-Score als Balken dargestellt, wahrend die rechte Achse die bendtigte Rechenzeit in
Sekunden als Linie zeigt. Wahrend VIF und ENN mit Accuracy-Werten von 0,8685 bzw. 0,8716
sowie F1-Scores von 0,8877 bzw. 0,8901 nahezu das Niveau der Baseline erreichen, fallen
CFS und MI etwas ab. Besonders bei Ml ist der Riickgang deutlich, mit Accuracy 0,8384 und
F1-Score 0,8651. PCA erzielt mit Accuracy 0,8257 und F1-Score 0,8465 die schwachsten Er-
gebnisse und zeigt damit, dass die Verdichtung des Merkmalsraums zulasten der Modellleis-
tung geht. Auffallig ist zudem, dass bei CFS und MI der Abstand zwischen Accuracy und F1-
Score grofier ausfallt, was auf eine hohere Sensitivitat gegeniber unausgeglichenen Klassen
hinweist. Auch bei der Laufzeit treten Unterschiede auf, die allerdings weniger ausgepragt sind
als bei den Imputationsverfahren. Mit 1,9 s weist PCA die kirzeste Rechenzeit auf, gefolgt von
CFS mit 3,3 s, MI mit 4,0 s und VIF mit 4,1 s. ENN bendtigt mit 10,5 s genauso viel Rechenzeit
wie der Baseline-Versuch. Damit wird deutlich, dass vor allem PCA durch ihre kurze Laufzeit
auf Kosten der Modellgute hervorsticht, wahrend VIF und ENN die besten Werte bezuglich der
resultierenden Modellgute erzielen.

Nachdem die Imputations- und Reduktionsverfahren zunachst isoliert betrachtet wurden, folgt
im nachsten Abschnitt die Analyse ihrer Kombinationen im Experimentierplan. Ziel ist es, zu
untersuchen, ob und inwiefern sich durch die Kombination von Imputations- und Reduktions-
verfahren zusatzliche Effekte auf Modellgite und Effizienz ergeben und inwieweit die Reihen-
folge der Anwendung dabei eine Rolle spielt.

61



6.5.2 Auswertung der Verfahrenskombinationen

In diesem Abschnitt werden die Ergebnisse der Kombination von Imputations- und Redukti-
onsverfahren im Rahmen des Experimentierplans betrachtet. Dabei steht im Fokus, wie sich
die aufeinander folgende Anwendung der Verfahren beider Ansatze auf die Effizienz und re-
sultierende Modellgite der nachgelagerten Klassifikators auswirkt. Durch die Analyse ver-
schiedener Konstellationen wird ersichtlich, wie sich die Wirkung der Einzelverfahren veran-
dert, wenn sie gemeinsam eingesetzt werden. Die Vorgehensweise bei der Auswertung erfolgt
analog zur Auswertung der Einzelverfahren anhand der in Abschnitt 5.1.4 definierten primaren
Metriken. Dabei werden die Resultate gruppiert nach dem jeweils eingesetzten Imputations-
verfahren dargestellt. Jede dieser Gruppen enthalt dabei das Ergebnis des Einzelverfahrens
sowie die der zugehoérigen Kombinationen mit den Reduktionsverfahren in beiden gepriften
Reihenfolgen. Auf diese Weise kdnnen Unterschiede innerhalb der Gruppen sowie potenzielle
Reihenfolgeeffekte klar nachvollzogen werden. Abbildung 6.8 zeigt die Ergebnisse der Mittel-
wertimputation in Kombination mit den im Experimentierplan berlcksichtigten Datenredukti-
onsverfahren.
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Abbildung 6.8: Versuchsergebnisse der Verfahrenskombinationen mit der Mittelwertimputation

Die in Abbildung 6.8 dargestellten Ergebnisse zeigen, dass die Kombination der Mittelwertim-
putation mit den Datenreduktionsverfahren zu teils deutlichen Unterschieden in der Modellgite
und Rechenzeit fuhrt. Ein Beispiel hierfir ist die Kombination von Mittelwertimputation und
CFS. Wird CFS im Anschluss an die Imputation durchgefihrt, liegt der F1-Score bei 0,8942,
wahrend er bei umgekehrter Reihenfolge auf 0,8554 sinkt. Die Rechenzeit sinkt von 4,4 auf
2,8 Sekunden. Auch bei der Kombination mit Ml zeigen sich klare Reihenfolgeeffekte. Hier
erzielt Versuch 14, bei dem zuerst MI und anschliefend die Mittelwertimputation durchgefihrt
wird, sichtbar bessere Ergebnisse hinsichtlich der Accuracy und F1-Score als der Gegenver-
such 13. Die Rechenzeit hingegen ist in beiden Versuchen fast gleich. Ein besonders signifi-
kanter Effekt ergibt sich bei der Kombination mit dem VIF. Wird der VIF vor der Imputation
eingesetzt, erreicht der nachgelagerte Kilassifikator nicht nur eine hdéhere Modellgite
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(F1: 0,8979 gegenuber 0,8798), sondern benétigt auch deutlich weniger Rechenzeit (4,1 s ge-
genuber 59,8 s). Die Kombination mit dem ENN-Verfahren liefert insgesamt die besten Ergeb-
nisse in der betrachteten Gruppe. Insbesondere wenn ENN vor der Imputation angewendet
wird, ergibt sich mit einem F1-Score von 0,9017 der héchste Wert aller getesteten Konfigura-
tionen. Weniger ausgepragt sind die Reihenfolgeeffekte bei der PCA. Beide Versuche liegen
in ihrer Performance dicht beieinander, wobei beide unterhalb der Werte des Versuchs mit
isolierter Mittelwertimputation (Versuch 1) liegen.

Auffallig ist zudem, dass die Precision-Werte im Vergleich zu Recall und Accuracy teils starker
schwanken (vgl. Anhang B). So variiert die Precision etwa zwischen 0,7481 (Versuch 13) und
0,8399 (Versuch 20), wahrend der Recall in nahezu allen Versuchen konstant sehr hoch bleibt,
teils Uber 0,98. Dieses Muster deutet darauf hin, dass die Modelle insgesamt viele tatsachliche
Positivfalle korrekt erkennen (hoher Recall), dabei jedoch unterschiedlich gut darin sind,
falsch-positive Vorhersagen zu vermeiden (schwankende Precision). In der praktischen An-
wendung bezogen auf den SECOM-Datensatz kann dies bedeuten, dass ein Modell zwar nur
wenige bestandene Instanzen verpasst, aber unter Umstanden viele defekte Instanzen falsch-
lich als positiv klassifiziert, was je nach Einsatzgebiet problematisch sein kann. Auch die Stan-
dardabweichungen, insbesondere bei Precision und F1-Score, unterscheiden sich je nach Ver-
fahren deutlich und geben Hinweise auf die Stabilitdt der Modelle Uber verschiedene Folds
hinweg. Eine hohe Standardabweichung, wie etwa in Versuch 12 (CFS vor Mittelwertimputa-
tion) mit einer Precision-Standardabweichung von 0,1475, zeigt, dass die Modellleistung tber
die verschiedenen Validierungslaufe stark schwankt. In anderen Fallen, wie bspw. in Versuch
14 (Ml vor Mittelwertimputation), ist die Streuung deutlich geringer, was auf konsistentere Er-
gebnisse hinweist. Zusammenfassend zeigt sich, dass die Kombination und Reihenfolge der
Verfahren in dieser Gruppe messbare Auswirkungen auf die Modellglte hat. Neben Accuracy
und F1-Werten unterscheiden sich dabei auch die Rechenzeiten teils erheblich, wie insbeson-
dere die Versuche mit dem VIF-Verfahren veranschaulicht.

Die nachste betrachtete Gruppe ist die der Iterativen Imputation in Kombination mit den ver-
schiedenen Reduktionsverfahren. Die iterative Imputation ersetzt fehlende Werte durch schritt-
weise Annaherung mittels Regressionsmodellen (vgl. Abschnitt 3.3.5) und wird im Folgenden
in Kombination mit CFS, MI, VIF, PCA und ENN untersucht. Auch in dieser Gruppe wird zwi-
schen der Anwendung des Reduktionsverfahrens vor bzw. nach der Imputation unterschieden.
Die Ergebnisse dieser Kombinationen werden gemeinsam mit dem Einzelverfahren darge-
stellt, um Unterschiede innerhalb der Gruppe und potenzielle Reihenfolgeeffekte identifizieren
zu kénnen. Abbildung 6.9 zeigt die Resultate fir diese Gruppe in einem Diagramm analog zu
den bereits betrachteten Auswertungen.

Die in Abbildung 6.9 dargestellten zeigen demnach die Modellgite und Rechenzeit der Kom-
bination der iterativen Imputation mit den im Experimentierplan berticksichtigten Datenreduk-
tionsverfahren. Auch in dieser Gruppe lassen sich klare Unterschiede in den Versuchsergeb-
nissen erkennen. So zeigt sich bei der Kombination mit CFS, dass die Anwendungsreihenfolge
einen deutlichen Unterschied bewirkt. Wird CFS nach der iterativen Imputation durchgefihrt
(Versuch 51), liegt der F1-Score bei 0,8894. Bei umgekehrter Reihenfolge (Versuch 52) wird
hingegen ein erkennbar niedrigerer Wert von 0,8533 erreicht, wahrend gleichzeitig die Ac-
curacy von 0,8688 auf 0,8192 sinkt. Die Rechenzeit unterscheidet sich dabei in beiden Versu-
chen erheblich. In Versuch 51 betragt sie 437,2 s, wahrend sie in Versuch 52 auf 6,6 s absinkt.
Der Reihenfolgenwechsel bedeutet hier also einen grof3en Effizienzgewinn, jedoch auf Kosten
der Modellgute.

Ein ahnliches Muster zeigt sich bei der Kombination mit MI. Die Reihenfolge MI vor iterativer
Imputation (Versuch 54) liefert jedoch leicht bessere Ergebnisse mit einem F1-Score von
0,8542 (Accuracy: 0,8240). Bei umgekehrter Anwendungsreihenfolge (Versuch 53) liegt der
F1-Score bei 0,8480 (Accuracy: 0,8141), wahrend die Rechenzeit auch hier in der Reihenfolge
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Abbildung 6.9: Versuchsergebnisse der Verfahrenskombinationen mit der iterativen Imputation

Imputation vor Reduktion mit 446,2 s im Vergleich zu 6,4 s deutlich hdher liegt. Die Kombina-
tion mit dem VIF-Verfahren zeigt, wie bereits in der Gruppe der Mittelwertimputation, signifi-
kante Unterschiede in Abhangigkeit von der Reihenfolge. Wird VIF vor der iterativen Imputa-
tion eingesetzt (Versuch 56), wird ein F1-Score von 0,8917 erreicht. Dieser liegt Uber dem
Wert von 0,8775, der bei der umgekehrten Reihenfolge (Versuch 55) erzielt wird. Gleichzeitig
sinkt die Rechenzeit von 516,1 s auf 4,9 s, was die Modellleistung Versuch 56 insgesamt sehr
performant macht. Im Fall der PCA-Kombination liegen die Ergebnisse beider Versuche relativ
nah beieinander. Versuch 57, bei dem die iterative Imputation vor der der PCA angewendet
wird, erzielt einen F1-Score von 0,8421 (Accuracy: 0,8305). In Versuch 58 mit umgekehrter
Reihenfolge liegt der Wert bei 0,8465 (Accuracy: 0,8257). Die Rechenzeiten unterscheiden
sich jedoch auch hier mit 455,5 s gegen 3,6 s wieder stark. Die Ergebnisse der ENN-Kombi-
nation zeigen ein von den ubrigen Kombinationen abweichendes Muster. Zugleich ist ENN das
einzige Verfahren zur Reduktion von Instanzen im Experimentierplan. In beiden Versuchen ist
die Modellgite mit einer Accuracy um 0,88 und einem F1-Score um 0,9 vergleichsweise hoch.
Jedoch ist hier auch die Rechenzeit mit 452,9 s (Versuch 59) und 632,7 s (Versuch 60) sehr
hoch und fallt beim Reihenfolgenwechsel nicht ab.

Wie bereits in der zuvor betrachteten Gruppe zeigt sich auch bei dieser Gruppe, dass die
Precision-Werte deutlich starker schwanken als Recall und Accuracy (vgl. Anhang B). Die Pre-
cision reicht von 0,7487 in Versuch 53 bis 0,8386 in Versuch 60. Der Recall bleibt in nahezu
allen Fallen konstant sehr hoch und liegt meist Gber 0,98. Dies deutet darauf hin, dass die
Modelle zuverlassig positive Instanzen erkennen, aber unterschiedlich gut darin sind, falsch-
positive Vorhersagen zu vermeiden. Die Standardabweichungen, insbesondere bei Precision
und F1-Score, unterscheiden sich ebenfalls deutlich und lassen Ruckschlisse auf die Modell-
stabilitat zu. Beispielhaft sei Versuch 52 genannt, der mit einer Precision-Standardabweichung
von 0,1463 relativ starke Schwankungen aufweist. Andere Konfigurationen, wie etwa Versuch
54, liefern deutlich stabilere Ergebnisse mit einer geringeren Precision-Standardabweichung
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von 0,0953. Zusammenfassend wird in dieser Gruppe besonders deutlich, dass die Reihen-
folge der Verfahren erhebliche Auswirkungen auf die Rechenzeit hat. In vielen Fallen fuhrt eine
geanderte Reihenfolge zu massiven Unterschieden im Zeitaufwand, teils bei vergleichbarer
Modellglte. Dies betrifft vor allem Kombinationen mit CFS, MI, VIF und PCA und zeigt die
praktische Relevanz der Reihenfolgewahl bei rechenintensiven Verfahren wie der iterativen
Imputation.

Im Anschluss wird die Gruppe der Konstantenimputation betrachtet. Dieses Imputationsver-
fahren ersetzt fehlende Werte durch einen festen, willktrlich gewahlten Wert (hier 0) und wurde
bewusst als triviales Beispiel in den Experimentierplan aufgenommen, um Unterschiede zu
fundierteren Verfahren zu prifen. Ziel ist es, zu untersuchen, wie sich eine derart vereinfachte
Imputation in Kombination mit verschiedenen Reduktionsverfahren auf die Modellgiite und Re-
chenzeit auswirkt. Auch hier wird zwischen beiden Reihenfolgen der Anwendung unterschie-
den. Die Ergebnisse der Kombinationen werden zusammen mit dem Einzelverfahren darge-
stellt, um die Effekte innerhalb der Gruppe sichtbar zu machen. Eine Ubersicht iiber die Re-
sultate zeigt die folgende Abbildung 6.10.
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Abbildung 6.10: Versuchsergebnisse der Verfahrenskombinationen mit der Konstantenimputation

Abbildung 6.10 zeigt die Ergebnisse der Konstantenimputation in Kombination mit Reduktions-
verfahren, jeweils in beiden getesteten Reihenfolgen. Insgesamt dhneln die Ergebnisse weit-
gehend denen der Gruppe mit Mittelwertimputation. Die F1-Werte bewegen sich in einem ahn-
lichen Bereich, wobei auch hier die besten Ergebnisse durch Kombination mit VIF und ENN
erzielt werden. Versuch 35, in dem das VIF-Verfahren nach der Konstantenimputation ange-
wendet wird, erreicht mit 0,9077 den héchsten F1-Score der gesamten Versuchsreihe. Der
Gegenversuch 36 senkt mit einem fast gleichen Wert von 0,9060 die auffallig hohe Rechenzeit
von 111,6 s auf 4,8 s. Bei den Kombinationen mit CFS, M| und PCA zeigt sich, dass die Vari-
ante mit Imputation vor Reduktion jeweils eine geringere Modellgiite erzielt als die umgekehrte
Reihenfolge. Besonders drastisch fallt dieser Effekt in Kombination mit CFS auf (Versuch 31
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und 32). Die Rechenzeiten innerhalb dieser Gruppe liegen insgesamt auf einem relativ niedri-
gen Niveau. Bei den Kombinationen mit CFS und MI bewegen sie sich um etwa 4 Sekunden,
bei PCA sogar nur bei rund 2 Sekunden. In Kombination mit ENN betragen sie durchschnittlich
etwa 7 Sekunden. Die Gruppe mit Konstantenimputation weist im Allgemeinen ein Ergebnis-
profil auf, das dem der Mittelwertimputation sehr ahnlich ist. Auch hier treten in mehreren Fal-
len Unterschiede in der Modellgite und Rechenzeit in Abhangigkeit von der Reihenfolge der
Verfahren auf. Die Rechenzeiten bleiben dabei Giberwiegend niedrig, mit Ausnahme der Kom-
bination mit VIF in Versuch 35. Bemerkenswert ist, dass trotz der methodischen Einfachheit
des Verfahrens in mehreren Kombinationen Ergebnisse erzielt werden, die die Resultate kom-
plexerer Imputationsverfahren erreichen oder sogar tbertreffen.

Zur Vermeidung redundanter Darstellungen und tUbermaRiger Informationsdichte werden in
diesem Abschnitt lediglich drei exemplarische Gruppen im Detail ausgewertet. Die Auswahl
orientiert sich daran, dass sich anhand der Gruppen mit Mittelwert-, iterativer und Konstanten-
imputation bereits zentrale Muster und Effekte deutlich herausarbeiten lassen. Diese drei
Konstellationen decken verschiedene methodische Anséatze ab und erméglichen eine differen-
zierte Betrachtung typischer Reihenfolge- und Kombinationseffekte. Die vollstandigen Ergeb-
nisse der beiden verbleibenden Gruppen mit Median- und kNN-Imputation, einschlief3lich der
jeweiligen Visualisierungen, sind im Anhang dokumentiert (vgl. Diagramme in Anhang C).

Die Analyse der Einzelverfahren und Verfahrenskombinationen im Experimentierplan zeigt
klar, dass DVV und ihre Reihenfolge einen messbaren Einfluss auf die Modellleistung des
nachgelagerten Klassifikators haben. In vielen Konstellationen ergeben sich deutliche Unter-
schiede bei der resultierenden Modellgite und vor allem bei der Rechenzeit, was insbeson-
dere bei rechenintensiven Verfahren wie der iterativen Imputation auffallt. Hier kann in vielen
Fallen insbesondere die Anwendung der Reduktionsverfahren vor der Imputation den Zeitauf-
wand deutlich senken, ohne dass die Modellgute nennenswert darunter leidet. Vergleichend
wird deutlich, dass auch sehr einfache Verfahren wie die Konstantenimputation in Kombination
mit effektiven Reduktionsverfahren zu konkurrenzfahigen Ergebnissen flihren kénnen. Gleich-
zeitig bestatigen sich bestimmte Verfahren wie VIF und ENN als besonders leistungsstark,
unabhangig vom jeweiligen Imputationsverfahren. Die Erhebung zusatzlicher Metriken wie
Standardabweichungen erweitert die Aussagekraft der Auswertung, da sie Rickschlisse auf
die Modellstabilitat Uber verschiedene Folds der Kreuzvalidierung hinweg zulasst. Die drei
exemplarisch ausgewerteten Gruppen mit Mittelwert-, iterativer und Konstantenimputation bil-
den eine ausgewogene Grundlage fir die Identifikation typischer Muster und Effekte. Sie de-
cken sowohl einfache als auch komplexe Imputationsverfahren ab und zeigen deutlich, wie
stark die Kombination mit Reduktionsverfahren die Modellqualitat beeinflussen kann. Um Re-
dundanz zu vermeiden und die Lesbarkeit zu wahren, wurden die beiden verbleibenden Grup-
pen mit Median- und KNN-Imputation nicht im Haupttext analysiert. lhre vollstandigen Ergeb-
nisse sowie die zugehdrigen Diagramme befinden sich im Anhang und kénnen dort nachvoll-
zogen werden.

Die Auswertung der Versuchsergebnisse wird im folgenden Kapitel aufgegriffen und inhaltlich
eingeordnet. Dabei werden die beobachteten Muster und Effekte vertiefend analysiert, ihre
Ursachen diskutiert und bestehende Zusammenhange herausgearbeitet. Darauf aufbauend
erfolgt eine Bewertung der Ergebnisse im Hinblick auf ihre praktische Relevanz sowie eine
Ableitung von Empfehlungen fur den Einsatz geeigneter Verfahren und Reihenfolgen im An-
wendungskontext.
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7 Diskussion und Fazit

In diesem Kapitel werden die im Rahmen der Arbeit erzielten Ergebnisse systematisch aufge-
arbeitet und bewertet. Zunachst erfolgt eine Zusammenfassung der zentralen Resultate, bevor
diese im Hinblick auf die Forschungsfrage interpretiert und ihre Ursachen sowie Implikationen
diskutiert werden. Darauf aufbauend wird die methodische Vorgehensweise kritisch reflektiert,
wobei sowohl Starken als auch Limitationen der Arbeit herausgestellt werden. Den Abschluss
bildet ein Fazit, das die wesentlichen Erkenntnisse bindelt und die erreichten Ziele der Unter-
suchung bewertet.

71 Zusammenfassung der Ergebnisse

Die durchgefuhrten Experimente zeigen, dass die untersuchten DVV die Ergebnisse von Data-
Mining-Verfahren in unterschiedlichem Malie beeinflussen. Die Erwartung, dass komplexere
Verfahren grundsatzlich zu praziseren Klassifikationen fihren, konnte nicht bestatigt werden.
Sowohl statistische Verfahren als auch anspruchsvollere Ansatze lieferten nahezu identische
Gltemale, der Unterschied lag hauptsachlich in der benétigten Rechenzeit. Wahrend Mittel-
wert- und Median-, und Konstantenimputation mit sehr geringen Laufzeiten Ergebnisse auf
hohem Niveau erzeugten, bendétigte die iterative Imputation um ein Vielfaches mehr Rechen-
zeit. Dies verdeutlicht, dass die Komplexitat eines Verfahrens nicht zwangslaufig einen Quali-
tatsgewinn mit sich bringt. Bei den Reduktionsverfahren zeigte sich, dass Verfahren wie VIF
und ENN zu einer leichten Verbesserung der Modellgute flhrten, dafiir jedoch langere Lauf-
zeiten in Kauf genommen werden mussten. Die PCA hingegen erzielte die kiirzesten Rechen-
zeiten, blieb jedoch hinsichtlich der Klassifikationsergebnisse hinter den anderen Verfahren
zurtick. CFS und Ml lagen in ihrer Leistung unterhalb der Baseline und konnten weder bei
Effizienz noch bei Gite Uberzeugen.

Besonders auffallig waren die Ergebnisse bei den Verfahrenskombinationen und Reihenfolge-
variationen. Wurde ein Reduktionsverfahren vor einem komplexeren Imputationsverfahren
durchgefiuhrt, konnte die Rechenzeit drastisch reduziert werden, ohne dass die Glte des Klas-
sifikators darunter litt. Daruber hinaus zeigte sich, dass einfache Verfahren in Kombination mit
geeigneten Reduktionsverfahren teilweise Ergebnisse erreichten, die mit den komplexeren
Verfahren mithalten oder diese sogar ubertreffen konnten. Zuséatzlich offenbarte die Stabili-
tatsanalyse deutliche Unterschiede zwischen den getesteten Verfahren. Einige Konfiguratio-
nen lieferten konsistente Resultate Gber mehrere Durchlaufe hinweg, wahrend andere gréRRere
Schwankungen aufwiesen. Damit wurde neben Laufzeit und Modellgite auch die Verlasslich-
keit der Ergebnisse als relevante Dimension sichtbar. Insgesamt zeigt sich, dass die Wahl und
Kombination der DVV maf3geblich die Resultate bestimmt und dass gerade im Zusammenspiel
der Verfahren erhebliche Unterschiede sichtbar werden. Um diese Ergebnisse einordnen und
ihre Ursachen besser verstehen zu kdnnen, ist eine vertiefte Interpretation erforderlich.

7.2 Interpretation der Ergebnisse

Die folgende Interpretation der Ergebnisse knupft an die beobachteten Muster an und disku-
tiert, welche Eigenschaften der eingesetzten Verfahren die Ergebnisse erklaren kdnnten und
welche praktischen Implikationen sich daraus ableiten lassen. Zunachst werden die Einzelver-
fahren interpretiert, ehe die Analyse auf die Verfahrenskombinationen ausgeweitet wird.

Die Analyse der Imputationsverfahren macht deutlich, dass erhéhte Komplexitat der DVV nicht
automatisch mit einem Leistungsgewinn einhergeht. Die nahezu identischen Ergebnisse der
Modellgite von statistischen Verfahren und komplexeren Verfahren wie der iterativen Imputa-
tion lassen sich dadurch erklaren, dass der zugrunde liegende Datensatz keine Strukturen
enthalt, die aufwandige Regressionsschatzungen erfordern. Fehlende Werte konnten offenbar
schon durch unkompliziert berechnete Ersetzungen so erganzt werden, dass der Klassifikator
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die fur die Zielvariable wesentlichen Muster zuverlassig erkennen konnte. Die iterative Impu-
tation erzeugte daher keine messbare Verbesserung der Modellgute, sondern lediglich einen
extremen Anstieg der Rechenzeit. Fir die praktische Anwendung lasst sich daraus ableiten,
dass ein aufwandiges Verfahren nicht zwangslaufig bessere Ergebnisse liefert, sondern seine
Starke nur dann entfalten kann, wenn Daten hochgradig komplexe Abhangigkeiten enthalten,
die einfache Schatzungen nicht abbilden kénnen.

Bei den Reduktionsverfahren zeigte sich ein differenzierteres Bild. Dass VIF und ENN die Mo-
dellglte leicht verbessern konnten, spricht dafur, dass diese Verfahren besonders effektiv da-
rin sind, redundante oder stérende Merkmale zu eliminieren und damit die Informationsdichte
fur den Klassifikator zu erhéhen. Dabei muss berlcksichtigt werden, dass ENN lediglich re-
dundante Instanzen entfernt und damit den Informationsgehalt hinsichtlich der Anzahl der
Merkmale nicht mindert. Die PCA hingegen reduzierte zwar die Anzahl der Merkmale dras-
tisch, entfernte dabei jedoch auch Informationen, die fir die Klassifikation offenbar relevant
gewesen waren. Das erklart, warum PCA zwar die kirzeste Laufzeit aufwies, aber eine gerin-
gere Modellglte erzielte. Die schwache Performance von CFS und MI hinsichtlich der resul-
tierenden Modellgite legt nahe, dass diese Verfahren fir den SECOM-Datensatz praktisch
nicht geeignet waren, weil ihre Kriterien fir den Erhalt von Merkmalen nicht mit den tatsachlich
relevanten Strukturen Ubereinstimmten. CFS beruht auf Korrelationen zwischen Merkmalen
und dem Zielwert sowie zwischen den Merkmalen untereinander und erfasst damit vor allem
lineare Abhangigkeiten. In einem hochdimensionalen Datensatz wie SECOM besteht jedoch
die Gefahr, dass Merkmale ausgeschlossen werden, die zwar isoliert betrachtet keine starke
Korrelation zeigen, aber in Kombination mit anderen Variablen wichtige Informationen enthal-
ten. Ml bewertet den Informationsgewinn jedes Merkmals einzeln, wodurch Variablen mit
schwachem, aber komplementarem Beitrag verworfen werden, wahrend redundante Merk-
male mit hohem Einzelinformationswert erhalten bleiben. Auf diese Weise gingen dem Klassi-
fikator entscheidende Signale verloren, was die Modellgiite verringerte. Die Ergebnisse ma-
chen deutlich, dass Verfahren mit univariaten oder ausschlieBlich korrelationsbasierten Aus-
wahlkriterien bei hochkomplexen Datensatzen wie SECOM an ihre Grenzen stofl3en und dass
Ansatze besser geeignet sind, die auch Interaktionen und nichtlineare Zusammenhange be-
rucksichtigen konnen. Die Ergebnisse verdeutlichen, dass Datenreduktion nicht pauschal vor-
teilhaft ist, sondern je nach Verfahren und Datensatz sehr unterschiedliche Auswirkungen ha-
ben kann.

Noch deutlicher wurden die Effekte in der Verfahrenskombination mit Variation der Reihen-
folge. Besonders die Beobachtung, dass VIF vor Imputation sowohl die Modellgite steigerte
als auch die Rechenzeit massiv senkte, verdeutlicht den praktischen Nutzen einer gezielten
Reihenfolgegestaltung. Hier lasst sich die Ursache darin sehen, dass VIF zunachst die Zahl
der Merkmale stark reduziert und damit die Imputation auf einen wesentlich kleineren Variab-
lenraum angewendet wird. Dadurch sinkt die Rechenzeit erheblich, wahrend die relevanten
Informationen erhalten bleiben und die Gute sogar steigt. Ein ahnlicher Mechanismus erklart
die positiven Ergebnisse bei Kombinationen mit ENN, welches durch das Entfernen Uberflus-
siger Instanzen die Klassifikation ohne Informationsverlust insgesamt stabiler und praziser
macht. Besonders bemerkenswert ist, dass einfache Verfahren wie die Mittelwert- oder Kon-
stantenimputation in Kombination mit Reduktionsverfahren Ergebnisse erreichten, die mit
komplexeren Verfahren nicht nur mithalten, sondern sie teilweise Ubertreffen konnten. Das
zeigt, dass die Starke nicht in der isolierten Leistungsfahigkeit eines einzelnen Verfahrens
liegt, sondern im Zusammenspiel innerhalb der Pipeline. Die Konstantenimputation in Kombi-
nation mit VIF, die GUberraschend den héchsten F1-Score der gesamten Untersuchung erzielte,
verdeutlicht diesen Zusammenhang besonders stark. Obwohl die Ersetzung der fehlenden
Werte durch einen festen Wert methodisch inadaquat erscheint, wurde ihre Wirkung durch die
anschlielfende Anwendung von VIF deutlich abgeschwacht. VIF entfernte Merkmale, die durch
die uniforme Ersetzung wenig informativ oder redundant geworden waren, sodass am Ende
nur robuste und relevante Variablen fur den Klassifikator verblieben. Dadurch verlor die wenig
differenzierte Imputation an Einfluss und es konnten trotz der einfachen Vorgehensweise sehr
gute Ergebnisse erzielt werden. Diese Konstellation zeigt, dass auch sehr einfache Verfahren,
die methodisch wenig differenziert sind, in Kombination mit geeigneten Reduktionsverfahren
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leistungsfahige Ergebnisse erzielen kénnen. Die Konstantenimputation erreichte bereits iso-
liert betrachtet eine vergleichbare Modellglte wie andere statistische Ansatze. In Verbindung
mit VIF konnten die Ergebnisse jedoch noch einmal gesteigert werden, dass selbst triviale,
vermeintlich inadaquate Verfahren in der richtigen Kombination eine hohe Leistungsfahigkeit
entfalten kénnen. Entscheidend ist daher nicht allein die Wirksamkeit einzelner Verfahren,
sondern ihr gezieltes Zusammenspiel innerhalb der Pipeline.

Ein weiteres zentrales Ergebnis betrifft die Unterschiede zwischen Precision und Recall. Uber
nahezu alle Konfigurationen hinweg blieb der Recall konstant sehr hoch, was darauf hindeutet,
dass der Klassifikator positive Falle zuverlassig erkennt. Die teilweise stark schwankende Pre-
cision weist jedoch darauf hin, dass die Modelle unterschiedlich stark dazu neigen, falsch-
positive Klassifikationen zu erzeugen. Dieses Muster lasst sich damit erklaren, dass die Impu-
tations- und Reduktionsverfahren die Entscheidungsgrenzen des Kilassifikators unterschied-
lich formen. Wahrend manche Konfigurationen ein sehr robustes Abbild der relevanten Muster
erzeugen, fihren andere dazu, dass die Klassifikation unsauber trennt und damit vermehrt
falsch-positive Ergebnisse liefert. Fur die praktische Anwendung bedeutet das, dass ein hoher
Recall allein nicht genugt, um ein Verfahren als gut zu bewerten, da eine hohe Rate an falsch-
positiven Klassifikationen Prozesse ebenso stark belasten kann wie eine niedrige Trefferquote.

SchlieBlich liefert die Analyse der Standardabweichungen wichtige Hinweise auf die Stabilitat
der Ergebnisse der Data-Mining-Verfahren. GroRe Schwankungen, wie sie etwa bei der Kom-
bination von CFS und Mittelwertimputation beobachtet wurden, deuten auf eine hohe Abhan-
gigkeit von den einzelnen Folds der Kreuzvalidierung hin. Das bedeutet, dass die Modelle in
Abhangigkeit von der konkreten Trainings- und Testaufteilung stark variieren. Wahrend CFS
stark auf Korrelationen zwischen Merkmalen reagiert und je nach Datenteilmenge unterschied-
liche Merkmalsauswahlen trifft, kdnnte die Mittelwertimputation durch ihre Abhangigkeit von
Ausreil3ern und die unterschiedliche Berechnung des Mittelwerts in den einzelnen Folds vari-
ierende Imputationswerte erzeugen. Dies lasst vermuten, dass sich beide Effekte gegenseitig
verstarken und in den Ergebnissen als erhéhte Standardabweichungen der Gltemale sicht-
bar werden. Umgekehrt zeigen Konfigurationen mit stabileren Ergebnissen, wie bspw. Ml vor
iterativer Imputation, dass Verfahren mit geringeren Schwankungen in der Praxis verlasslicher
sind, selbst wenn ihre durchschnittliche Gute etwas geringer ist. Eine mogliche Erklarung hier-
fur ist, dass beide Verfahren auf plausiblen Schatzungen basieren, die im Gegensatz zu sta-
tistischen Imputationsverfahren weniger anfallig fir Ausreier oder Stichprobenvariationen
sind. Fur den praktischen Anwendungsfall ergibt sich daraus die Schlussfolgerung, dass Sta-
bilitdt stets neben Modellglte und Effizienz berlcksichtigt werden muss. Ein Verfahren, das
konsistente Ergebnisse liefert, ist oftmals geeigneter als eines, das in Einzelfallen etwas bes-
sere Werte erreicht, dabei aber unvorhersehbar schwankt. Die zentralen Ergebnisse sind da-
mit eingeordnet, woran sich eine kritische Reflexion der methodischen Vorgehensweise im
folgenden Abschnitt anschlief3t.

7.3 Kritische Reflexion

Der Experimentierplan hat sich als geeignet erwiesen, um die Forschungsfrage nach den Ef-
fekten von Reihenfolge und Kombination von DVV systematisch zu beantworten. Die struktu-
rierte und modulare Anlage ermdglichte es, Unterschiede in Effizienz und Modellgute nach-
vollziehbar zu erfassen und zugleich Wechselwirkungen zwischen den Verfahren sichtbar zu
machen. Insbesondere die Reihenfolgeeffekte lieRen sich durch den Aufbau eindeutig erken-
nen, wodurch die Arbeit einen wichtigen Beitrag zur realistischen Bewertung von Datenvorver-
arbeitung leistet. Damit erflllt die Arbeit nicht nur die inhaltlichen Zielsetzungen, sondern
schliet auch eine Lucke im Stand der Technik, indem sie zeigt, wie sich durch die gezielte
Variation von Verfahren innerhalb eines konsistenten und erweiterbaren Vergleichsrahmens
praxisnahe Erkenntnisse Uber die Gestaltung von Data-Mining-Pipelines gewinnen lassen.

Gleichzeitig sind einige Einschrankungen zu berlcksichtigen. Die Experimente wurden auf
dem SECOM-Datensatz durchgefihrt, der durch eine unausgeglichene Verteilung der Zielva-

69



riablen gepragt ist. Dieses Ungleichgewicht musste mit SMOTE kinstlich ausgeglichen wer-
den, wodurch die Klassifikationsaufgabe zwar handhabbar, aber zugleich durch kunstlich er-
zeugte Daten beeinflusst wurde. Zudem war fir die Anwendung der Reduktionsverfahren eine
Dummy-Imputation erforderlich, da die meisten dieser Verfahren nicht mit fehlenden Werten
umgehen kénnen. Fehlende Werte wurden daher zunachst durch einen konstanten Platzhalter
ersetzt. Da SMOTE diese Platzhalter jedoch in seine Interpolationen einbezieht, lassen sich
die Werte nachtraglich nicht in jedem Fall eindeutig wieder durch NaN kennzeichnen. Dies
fuhrt zu einer leichten Verzerrung der Datenbasis, die methodisch in Kauf genommen wurde,
um die Vergleichbarkeit und Durchfihrbarkeit aller Kombinationen sicherzustellen. Es konnten
auBerdem nicht alle komplexeren Verfahren bericksichtigt werden, da deren Rechenzeit auf
der verfugbaren Hardware ein praktikables Maf} Gberschritten hatte. Stattdessen konzentrierte
sich die Arbeit auf eine reprasentative Auswahl, die sowohl einfache als auch komplexere An-
satze abdecki.

Die genannten Limitationen markieren die Rahmenbedingungen der Arbeit, beeintrachtigen
jedoch nicht die Aussagekraft der zentralen Ergebnisse. Vielmehr verdeutlichen sie, unter wel-
chen Rahmenbedingungen die Untersuchung durchgefiihrt wurde, und machen den spezifi-
schen Erkenntnisgewinn transparent. Innerhalb dieses Rahmens liefert die Arbeit robuste und
praxisnahe Ergebnisse, die klare Einsichten in die Wirkung von Imputations- und Reduktions-
verfahren sowie deren Kombination und Reihenfolgevariation ermdglichen. Damit leistet die
Arbeit einen Beitrag zur fundierten Bewertung von Strategien in der Datenvorverarbeitung und
liefert praxisnahe Hinweise fir den Einsatz datengetriebener Verfahren im industriellen Um-
feld.

7.4 Fazit

Die Ergebnisse der Arbeit legen nahe, dass die Wahl und Reihenfolge von DVV einen mess-
baren Einfluss auf die Resultate nachgelagerter Klassifikationsverfahren haben kénnen. Die-
ser Einfluss betrifft sowohl die Modellgiite als auch die Rechenzeit und die Robustheit der
Ergebnisse. Wahrend die Modellgite bei vielen Verfahren ahnlich blieb, unterschieden sich
die Verfahren deutlich in ihrer Effizienz und Verlasslichkeit. Damit wird deutlich, dass die Da-
tenvorverarbeitung nicht nur ein vorbereitender Schritt ist, sondern eine zentrale Stellgréie,
die die Gesamtleistung datengetriebener Analysen wesentlich beeinflussen kann.

Ein zentrales Ergebnis der Analyse ist der Hinweis darauf, dass komplexere DVV nicht
zwangslaufig zu besseren Klassifikationsergebnissen fuhren. In vielen Fallen gentgten bereits
einfache statistische Verfahren zur Aufbereitung der Daten, um vergleichbare Resultate zu
erzielen. Auffallig war zudem, dass einfache Verfahren in Kombination mit geeigneten Reduk-
tionsverfahren teilweise sogar bessere Ergebnisse lieferten als deutlich komplexere modellba-
sierte Ansatze. Entscheidend ist also nicht die Komplexitat eines einzelnen Verfahrens, son-
dern dessen Zusammenspiel mit anderen Verfahren innerhalb der Pipeline.

Die Analyse von Kombination und Reihenfolgenvariation deutet darauf hin, dass durch eine
gezielte Anordnung der Verfahren erhebliche Effizienzgewinne mdglich sind, ohne dass die
Modellglte darunter leidet. In einigen Konstellationen lie} sich die Gute sogar steigern, was
den praktischen Nutzen einer bewussten Pipeline-Gestaltung unterstreicht. Datenvorverarbei-
tung sollte daher nicht als isolierte Wahl einzelner Verfahren verstanden werden, sondern als
abgestimmtes Gesamtsystem, dessen Wirkung nur im Zusammenspiel beurteilt werden kann.

Die Arbeit leistet damit einen Beitrag, der Gber die Betrachtung isolierter Verfahren hinausgeht.
Sie zeigt, dass systematische Kombinations- und Reihenfolgeeffekte einen wesentlichen Ein-
fluss auf die Analyseergebnisse haben kénnen und deren gezielte Betrachtung praxisnahe
und differenzierte Einsichten ermdglicht. Damit konnten die Ziele der Arbeit erreicht werden,
indem sowohl die Wirkung einzelner Verfahren als auch ihr Zusammenspiel untersucht und
bewertet wurde. Auf dieser Grundlage folgt abschlieRend eine Zusammenfassung der wich-
tigsten Ergebnisse sowie ein Ausblick auf weiterfihrende Forschungsperspektiven.
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8 Zusammenfassung und Ausblick

Die Arbeit hat untersucht, welchen Einfluss Verfahren der Datenvorverarbeitung auf die Er-
gebnisse von Klassifikationsverfahren haben. Betrachtet wurden dabei Verfahren zur Imputa-
tion fehlender Werte sowie zur Reduktion von Merkmalen und Instanzen, die einzeln, in Kom-
bination und in variierenden Reihenfolgen analysiert wurden. Die Ergebnisse zeigen, dass die
Wahl und Anordnung dieser Verfahren einen messbaren Einfluss auf Modellglite, Rechenzeit
und Stabilitat hat. Wahrend sich die Modellgute bei vielen Verfahren auf einem ahnlichen Ni-
veau bewegte, zeigten sich vor allem bei Laufzeit und Robustheit deutliche Unterschiede. Be-
sonders deutlich wurde, dass komplexe modellbasierte Verfahren nicht zwangslaufig bessere
Resultat erzielen, sondern einfache statistische Verfahren in vielen Fallen gleichwertige oder
sogar bessere Voraussetzungen fir prazise Klassifikationsergebnisse schaffen kénnen. Von
besonderer Bedeutung erwies sich die Reihenfolge der Verfahrensanwendung, da sie in meh-
reren Konstellationen Effizienzgewinne erméglichten, ohne die Modellgiite zu mindern.

Die Ergebnisse der Arbeit haben sowohl theoretische als auch praktische Implikationen. Die
Ergebnisse legen nahe, dass die Forschung zur Datenvorverarbeitung verstarkt das Zusam-
menspiel von Verfahren und deren Reihenfolge berlicksichtigen sollte, da hier erhebliche Ein-
flisse auf Effizienz und Ergebnisqualitat entstehen. Fir die Praxis verdeutlichen die Ergeb-
nisse, dass einfache, statistische Imputationsverfahren in Kombination mit gezielt gewahlten
Reduktionsverfahren oft eine solide und effiziente L6sung darstellen kénnen. Die bewusste
Gestaltung der gesamten Pipeline tritt damit starker in den Vordergrund als die Wahl einzelner
Verfahren. Die gewonnenen Erkenntnisse kénnten dazu beitragen, Leitlinien fir die Auswahl
und Kombination von DVV zu entwickeln, die sich an unterschiedlichen Anwendungsszenarien
orientieren. Die Ergebnisse kdnnen damit als Grundlage dienen, datengetriebene Prozesse
systematischer, transparenter und effizienter zu gestalten.

Trotz dieser Erkenntnisse bleiben Fragen offen, die weiterer Forschung bedurfen. Die Unter-
suchung beschrankte sich auf einen Datensatz mit spezifischen Eigenschaften, dessen Klas-
senungleichgewicht durch kunstliche Erweiterung ausgeglichen werden musste. Unklar ist, in-
wieweit die identifizierten Muster auch in Datensatzen mit abweichender Struktur, etwa aus
anderen Domanen, mit anderer Verteilung oder gré3erem Datenvolumen, reproduzierbar sind.
Zudem konnten nicht alle verfigbaren Verfahren einbezogen werden, insbesondere solche mit
hohem Ressourcenbedarf. Die Experimente wurden ausschlieBlich mit einem Klassifikator
durchgeflihrt, sodass nicht ausgeschlossen werden kann, dass andere Lernalgorithmen un-
terschiedlich stark auf Reihenfolge und Kombination der DVV reagieren.

Daraus ergeben sich mehrere Perspektiven flr zuklnftige Forschung. Eine naheliegende
Richtung ist die Ausweitung auf unterschiedliche Datensatze, um die Generalisierbarkeit der
Ergebnisse zu prifen. Dabei erscheint es besonders relevant, nicht nur Daten mit dahnlicher
Struktur, sondern auch andere Typen und Herklnfte einzubeziehen, etwa Logistikdaten oder
Prozessdaten aus anderen industriellen Bereichen. Dartber hinaus kdnnte die Integration wei-
terer DVV, etwa solcher auf Deep-Learning-Anséatzen, das Spektrum der untersuchten Verfah-
ren sinnvoll erweitern. Auch die systematische Analyse unterschiedlicher Klassifikatoren und
deren Interaktion mit DVV er6ffnet zusatzliche Erkenntnismdglichkeiten. Der entwickelte Quell-
code ist bewusst modular aufgebaut, sodass sich weitere Verfahren mit geringem Anpas-
sungsaufwand integrieren lassen. Damit kann die Arbeit als Grundlage fir weiterfuhrende Ver-
gleiche dienen und eine flexible Umgebung zur Uberprifung zusétzlicher Ansétze bereitstel-
len.
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Anhang

Anhang A: Ubersicht der implementierten Versuchskonfigurationen

Tabelle A1: Versuchsubersicht des Experimentierplans

Versuch DVV1 DVV 2 Versuchstyp
Vo1 Mittelwertimputation - Einzelverfahren
V02 Medianimputation - Einzelverfahren
V03 Konstantenimputation - Einzelverfahren
Vo4 kNN-Imputation - Einzelverfahren
V05 Iterative Imputation - Einzelverfahren
V06 CFS - Einzelverfahren
Vo7 MI - Einzelverfahren
Vo8 VIF - Einzelverfahren
V09 PCA - Einzelverfahren
V10 ENN - Einzelverfahren
V11 Mittelwertimputation CFS Kombination
V12 CFS Mittelwertimputation Kombination
V13 Mittelwertimputation MI Kombination
V14 MI Mittelwertimputation Kombination
V15 Mittelwertimputation VIF Kombination
V16 VIF Mittelwertimputation Kombination
V17 Mittelwertimputation PCA Kombination
V18 PCA Mittelwertimputation Kombination
V19 Mittelwertimputation ENN Kombination
V20 ENN Mittelwertimputation Kombination
V21 Medianimputation CFS Kombination
V22 CFS Medianimputation Kombination
V23 Medianimputation MI Kombination
V24 MI Medianimputation Kombination
V25 Medianimputation VIF Kombination
V26 VIF Medianimputation Kombination
Va7 Medianimputation PCA Kombination
V28 PCA Medianimputation Kombination
V29 Medianimputation ENN Kombination
V30 ENN Medianimputation Kombination
V31 Konstantenimputation CFS Kombination
V32 CFS Konstantenimputation Kombination
V33 Konstantenimputation MI Kombination
V34 MI Konstantenimputation Kombination
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Versuch DVV1 DVV 2 Versuchstyp
V35 Konstantenimputation VIF Kombination
V36 VIF Konstantenimputation Kombination
V37 Konstantenimputation PCA Kombination
V38 PCA Konstantenimputation Kombination
V39 Konstantenimputation ENN Kombination
V40 ENN Konstantenimputation Kombination
V41 kNN-Imputation CFS Kombination
V42 CFS kNN-Imputation Kombination
V43 kNN-Imputation MI Kombination
V44 MI kNN-Imputation Kombination
V45 kNN-Imputation VIF Kombination
V46 VIF kNN-Imputation Kombination
v47 kNN-Imputation PCA Kombination
V48 PCA kNN-Imputation Kombination
V49 kNN-Imputation ENN Kombination
V50 ENN kNN-Imputation Kombination
V51 Iterative Imputation CFS Kombination
V52 CFS Iterative Imputation Kombination
V53 Iterative Imputation MI Kombination
V54 MI Iterative Imputation Kombination
V55 Iterative Imputation VIF Kombination
V56 VIF Iterative Imputation Kombination
V57 Iterative Imputation PCA Kombination
V58 PCA Iterative Imputation Kombination
V59 Iterative Imputation ENN Kombination
V60 ENN Iterative Imputation Kombination
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Isse

Ubersicht der Versuchsergebni

Anhang B

Tabelle B1: Versuchsergebnisse nach Ausfiihrung der Experimente
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Abbildung C2: Versuchsergebnisse der Verfahrenskombinationen mit der KNN-Imputation



Anhang D: Quelicode

import pandas as pd

import numpy as np

import time

from sklearn.experimental import enable_iterative_ imputer

from statsmodels.stats.outliers_influence import variance_inflation_factor
from sklearn.ensemble import HistGradientBoostingClassifier

from sklearn.impute import SimpleImputer, KNNImputer, IterativeImputer
from sklearn.feature_ selection import mutual info_classif

from sklearn.decomposition import PCA

from sklearn.model_selection import cross_validate

from sklearn.metrics import make_scorer, accuracy_score, precision_score, recall score, fl score
from imblearn.over_sampling import SMOTE

from imblearn.under sampling import EditedNearestNeighbours

# Sammelliste fur die Ergebnisiibersicht
summary_rows = []

# 1. Daten einlesen

pfad = "Hier Pfad zum Datensatzordner einfiigen"

X_raw = pd.read_csv(pfad + "secom.data", sep=" ", header=None).dropna(axis=1, how='all') # Features laden; komplett
leere Spalten entfernen

y_raw = pd.read _csv(pfad + "secom_labels.data", sep=" ", header=None).iloc[:, 0] # Label-Spalte laden

# 2. Modell & Evaluationsmetriken definieren
model = HistGradientBoostingClassifier (random state=42) # Modellinstanz mit Fixierung des Zufallswertes
scoring = { # Dictionary der zu berechnenden Metriken (zero_division=0: 0 vermeiden bei Division)
"accuracy": make_scorer (accuracy_score),
"precision": make_scorer (precision_score, zero_division=0),
"recall": make_scorer (recall_score, zero division=0),
"f1": make_scorer (fl_score, zero_division=0),

def evaluate model (X, y): # Hilfsfunktion fiir Kreuzvalidierung (CV)
return cross_validate(model, X, y, cv=3, scoring=scoring) # 3-fold CV mit obigem Modell/Metriken

def _add row(name, category, results, elapsed, meta=None): # Ergebniszeile zusammenbauen und anhd&ngen
meta = meta or {}
row = { # Dictionary mit Kennzahlen und Meta
"Versuch": name, # Versuchsbezeichnung
"Kategorie": category, # Baseline / Imputation / Reduktion / Kombination
"Accuracy MW": float (results["test_accuracy"].mean()),
"Accuracy_SD": float (results["test_accuracy"].std()),
"Precision MW": float (results["test_precision"].mean()),
"Precision_SD": float (results["test_precision"].std()),
"Recall MW": float (results["test recall"].mean()),
"Recall SD": float(results["test_recall"].std()),
"F1 _MW": float(results(["test fl1"].mean()),
"F1_SD": float(results["test fl1"].std()),
"Zeit_s": float (elapsed)

}
summary_rows.append (row) # Zeile zur Gesamtliste hinzufiigen

# 3. CFS, MI & VIF als Funktionen definieren
def apply cfs(X, y): # Korrelation-basiertes Feature-Subset (vereinfachte CFS-Variante)

corrs = X.apply(lambda col: np.abs(np.corrcoef (col, y) [0, 1])) # Korrelation jedes Features mit Zielvariable
berechnen

corr matrix = X.corr().abs() # Korrelation zwischen allen Features

selected = [] # Hier landen die ausgewdhlten Features

for col in corrs.sort_values(ascending=False).index: # Iterieren durch die Features in absteigender Reihenfolge
(starkste Korrelation mit Ziel zuerst)
if not selected or all(corr matrix[col][selected] < 0.7): # Feauture nur wé&hlen, wenn es zu allen bereits
gewadhlten Features eine geringe Korrelation (< 0.7) hat
selected.append(col) # Feature hinzufiigen
return X[selected] # DataFrame mit den ausgewd&hlten Spalten

def apply mi (X, y, k=50): # Mutual Information Top 50

mi = mutual_info_classif (X, y.values.ravel()) # MI-Werte pro Feature
top_k_idx = np.argsort(mi) [-k:] # Indizes der k groBten MI-Werte
return X.iloc[:, top_k_idx] # Spalten-Subset anhand Indizes

def apply vif(X): # VIF-basierte Feature-Selektion

corr matrix = X.corr().abs() # Berechnung der Korrelationsmatrix (absolut, d.h. Vorzeichen egal)

upper = corr_matrix.where(np.triu(np.ones(corr_matrix.shape), k=1).astype(bool)) # Betrachtung nur des oberen
Dreiecks der Matrix (sonst doppelte Infos)

to_drop = [column for column in upper.columns if any(upper[column] > 0.95)] # Markierung aller Spalten, die mit
irgendeiner anderen Spalte sehr hoch korrelieren (> 0.95)

X = X.drop(columns=to_drop) # Entfernung dieser stark korrelierten Spalten (spart Rechenzeit und reduziert tri-
viale Doppelungen)

vif data = pd.DataFrame ({"feature": X.columns,

"VIF": [variance_inflation_factor(X.values, i) for i in range(X.shape[1l])]}) # Berech-

nung des VIF fiir alle verbleibenden Features

selected = vif _data([vif_data["VIF"] < 5]["feature"].tolist() # nur Features mit VIF < 5 behalten (unterhalb
Schwelle fiir problematische Multikollinearitat)

return X[selected] # Rickgabe des Teil-DataFrames mit nur den ausgewdhlten Features

# 4. Verfahren definieren

imputation_methods = { # Sammlung der unterschiedlichen Imputationsverfahren
"mean": SimpleImputer (strategy="mean"), # Mittelwertimputation
"median": SimplelImputer (strategy="median"), # Medianimputation

"constant": SimpleImputer (strategy="constant", fill value=0), # Konstantenimputation mit 0

"knn": KNNImputer (),

"iterative": IterativelImputer (max_ iter=3, random state=42), # Iterative Imputation mit 3 Iterationen und Zu-
fallswert 42
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}
reduction_methods = { # Sammlung der Reduktionsverfahren
"cfs": "cfs", # Platzhalter-String: ruft apply cfs auf
"mi": "mi", # Platzhalter-String: ruft apply mi auf
"vif": "vif", # Platzhalter-String: ruft apply vif auf
"pca": PCA(n_components=0.95, random_state=42), # PCA mit 95 % Varianz, Zufallswert 42
"enn": EditedNearestNeighbours () # ENN-Verfahren (Instanzenreduktion)
}

# 5. Baseline

# Baseline ohne Vorverarbeitung

start = time.time() # Startzeit messen

results = evaluate _model (X_raw, y_raw) # CV auf Rohdaten

_add_row ("Baseline (ohne Vorverarbeitung)", "Baseline", results, time.time() - start) # Ergebnisse protokollieren

# Baseline mit Dummy-Imputation + SMOTE + Dummys wieder entfernen

start = time.time() # Startzeit messen

X_dummy = SimpleImputer (strategy="constant", fill value=999999).fit_ transform(X_raw) # Dummyimputation

X _bal, y_bal = SMOTE(random_state=42).fit resample (X_dummy, y_raw) # SMOTE (Balance herstellen)

X _bal = pd.DataFrame (X_bal).replace (999999, np.nan) # Dummywerte zuriick auf NaN setzen

results = evaluate_model (X_bal, y_bal) # CV anwenden

_add_row ("Baseline (Dummy-Imputation + SMOTE)", "Baseline", results, time.time() - start) # Ergebnisse protokollie-
ren

# 6. Einzelverfahren

# Imputationsverfahren
for name, imputer in imputation_methods.items(): # iiber alle Imputationsverfahren iterieren
start = time.time() # Startzeit messen
X_imp = imputer.fit transform(X_raw) # Imputation durchfiihren
X_imp, y_imp = SMOTE (random_state=42).fit resample(X_imp, y raw) # SMOTE anwenden
results = evaluate model (X_imp, y_imp) # CV ausfiithren
_add_row (f"Imputation: {name}", "Imputation", results, time.time() - start) # Ergebnisse protokollieren

# Reduktionsverfahren
for name, reducer in reduction_methods.items(): # iiber alle Reduktionsverfahren iterieren

start = time.time ()

X_dummy = SimpleImputer (strategy="constant", fill value=999999).fit_ transform(X_raw) # Dummyimputation fiir Ver-
fahren, die nicht mit NaN umgehen kénnen

y_red = y raw.copy() # Zielvariable kopieren (wird teils f{iberschrieben)

if name == "cfs": # CFS-Zweig
X_red = apply_ cfs(pd.DataFrame (X _dummy), y_red) # CFS anwenden
elif name == "mi": # MI-Zweig
X_red = apply mi (pd.DataFrame (X_dummy), y_red) # MI anwenden
elif name == "vif": # VIF-Zweig
X_red = apply vif (pd.DataFrame (X _dummy)) # VIF anwenden
else:
if hasattr(reducer, "fit_transform"): # z. B. PCA (hat fit_ transform); Transformator -> arbeitet spalten-
weise

X_red = reducer.fit_ transform(X_dummy, y_ red)
else: # Resampling-Verfahren (z. B. ENN); Resampler -> arbeitet zeilenweise
X_red, y red = reducer.fit resample (X _dummy, y_red)

X_red, y_red = SMOTE (random_state=42).fit resample(X_red, y red) # SMOTE anwenden
X_red = pd.DataFrame (X_red) .replace (999999, np.nan) # Dummywerte wieder zu NaN

results = evaluate model (X_red, y_red) # CV ausfiithren
_add_row (f"Reduktion: {name}", "Reduktion", results, time.time() - start) # Ergebnisse protokollieren

# 7. Verfahrenskombinationen
for imp_name, imputer in imputation_methods.items(): # alle Imputationsverfahren
for red name, reducer in reduction _methods.items(): # alle Reduktionsverfahren

# Imputation — Reduktion

start = time.time() # Startzeit messen

X_imp = imputer.fit transform(X_raw) # zuerst Imputation
y_res = y raw.copy() # Zielvariable kopieren

if red_name == "cfs": # CFS nach Imputation
X_red = apply_ cfs(pd.DataFrame (X_imp), y_res) # CFS anwenden
X_red, y_res = SMOTE(random_state=42).fit resample(X_red, y_ res) # SMOTE
y_res = pd.Series(y_res).astype(int) # Zielvariable in Ganzahl (int) umwandeln
elif red name == "mi": # MI nach Imputation
X_red = apply mi(pd.DataFrame (X_imp), y res)
X_red, y res = SMOTE (random_state=42).fit resample (X red, y_res)
y_res = pd.Series(y_res) .astype (int)
elif red name == "vif": # VIF nach Imputation
X_red = apply vif (pd.DataFrame (X_imp))
X_red, y res = SMOTE (random_state=42).fit resample (X red, y_res)
y_res = pd.Series(y_res) .astype (int)
elif red name == "enn": # ENN nach Imputation
X_smote, y smote = SMOTE (random_state=42).fit resample(X_imp, y res) # erst SMOTE
y_smote = pd.Series(y_smote).astype (int)
X_red, y_res = reducer.fit_ resample(X_smote, y_smote) # dann ENN
y_res = pd.Series(y_res) .astype (int)
else:
if hasattr(reducer, "fit_transform"): # Merkmalsreduktion/PCA
X_red = reducer.fit transform(X_imp, y_res) # Reduzieren
else:
X red, y_res = reducer.fit_ resample(X_imp, y res) # Resampling
y_res = pd.Series(y_res).astype(int) # Zielvariable in Ganzahl (int) umwandeln
X_red, y_res = SMOTE(random_state=42).fit resample(X_red, y res) # zusdtzlich SMOTE
y_res = pd.Series(y_res) .astype (int)

n_features_out = X_red.shape[l] # Anzahl Features nach Verarbeitung
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results = evaluate model (X_red, y_res) # CV ausfiithren

_add_row (f"Kombination: {imp_name} - {red name}", "Kombination", results, time.time() - start) # Ergebnisse
protokollieren

# Reduktion — Imputation

start = time.time() # Startzeit

X_dummy = SimpleImputer (strategy="constant", fill value=999999).fit transform(X_raw) # Dummyimputation
y_res = y raw.copy() # Zielvariable kopieren

if red_name == "cfs": # CFS vor Imputation
X_red = apply_ cfs(pd.DataFrame (X _dummy), y_res) # CFS anwenden
X_red = pd.DataFrame (X_red).replace (999999, np.nan) # Dummy zuriick zu NaN
X_imp2 imputer.fit_ transform(X_red) # dann "richtige" Imputation
X_imp2, y_res = SMOTE (random_ state=42).fit resample (X_imp2, y_res) # SMOTE anwenden
y_res = pd.Series(y_res).astype(int) # Zielvariable in Ganzahl (int) umwandeln
results = evaluate _model (X_imp2, y_res) # CV ausfithren
n_features_out = X _imp2.shape(l] # Anzahl Feautures speichern

elif red name == "mi": # MI vor Imputation
X_red = apply mi (pd.DataFrame (X_dummy), y_ res)
X_red = pd.DataFrame (X_red).replace (999999, np.nan)
X_imp2 imputer.fit transform(X_red)
X_imp2, y_res = SMOTE (random state=42).fit resample (X_imp2, y res)
y_res = pd.Series(y_res) .astype (int)
results = evaluate_model (X_imp2, y res)
n_features_out = X imp2.shape[1l]

elif red name == "vif": # VIF vor Imputation
X_red = apply vif (pd.DataFrame (X_dummy) )
X red = pd.DataFrame (X red) .replace (999999, np.nan)
X:impZ imputer.fit_t;ansform(X_red)
X_imp2, y_res = SMOTE (random state=42).fit resample (X_imp2, y res)
y_res = pd.Series(y_res) .astype (int)
results = evaluate_model (X_imp2, y res)
n_features_out = X imp2.shape[1l]

elif red name == "enn": # ENN vor Imputation
X_smote, y_smote = SMOTE (random_state=42).fit resample (X_dummy, y_res)
y_smote = pd.Series(y_smote).astype (int)
X_red, y res = reducer.fit resample (X smote, y_smote)
y_res = pd.Series(y_res) .astype (int)
X red = pd.DataFrame (X red) .replace (999999, np.nan)
X:impZ imputer.fit_t;ansform(X_red)
results = evaluate_model (X_imp2, y res)
n_features_out = X imp2.shape[1l]

else: # z. B. PCA vor Imputation (fiir Standardisierung des Codes)
if hasattr(reducer, "fit_transform"): # Merkmalsreduktion/PCA
X_red = reducer.fit transform(X_dummy, y_ res) # Reduzieren
else: # Resampler
X_red, y_res = reducer.fit resample(X_dummy, y_res) # Resamplen
y_res = pd.Series(y_res) .astype (int)
X_red = pd.DataFrame (X_red).replace (999999, np.nan) # Dummy zuriick zu NaN
X_imp2 imputer.fit_ transform(X_red) # dann Imputation
X_imp2, y_res = SMOTE (random_ state=42).fit resample (X_imp2, y_res) # SMOTE anwenden
y_res = pd.Series(y_res).astype(int) # Zielvariable in Ganzahl (int) umwandeln
results = evaluate _model (X_imp2, y_res) # CV ausfithren
n_features_out = X_imp2.shape(l] # Anzahl Feautures speichern

_add_row (f"Kombination: {red_name} - {imp name}", "Kombination", results, time.time() - start) # Ergebnisse
protokollieren

# 8. Auswertung

gesamt_df = pd.DataFrame (summary_rows) # Liste von Ergebniszeilen in DataFrame umwandeln

# Ergebnistabelle als CSV speichern

csv_path = "Hier Pfad fiir Speicherort der Ergebnistabelle einfiligen" + "experimentierplan dvv_ergebnisse.csv"
gesamt_df.to_csv(csv_path, index=False) # CSV schreiben (ohne Index)

print (f"\n[Gesamttabelle gespeichert unter] {csv_path}") # Pfad der Ergebnisdatei ausgeben
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Anhang E: Versionsubersicht Python-Bibliotheken

Tabelle E1: Versionen der verwendeten Python-Bibliotheken

Bibliothek Version Funktion im Quellcode

pandas 2.3.1 Datenverarbeitung und -strukturierung

NumPy 1.25.2 Numerische Berechnungen, Korrelation, Selektion
scikit-learn 1.3.2 Imputation, Modellierung, Reduktion, Evaluation
statsmodels 0.14.0 Berechnung von VIF-Werten zur Merkmalsauswahl
imblearn 0.11.0 SMOTE und ENN
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